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Vorwort

Die vorliegende Arbeit dokumentiert die im Rahmen von Forschungsprojek-
ten! der DFG und des BMBF entwickelten mathematischen Modelle fiir die
Computerchemie. Sie dienen der kombinatorischen Chemie und der mole-
kularen Strukturaufkldrung, und wurden von mir in den Software—Paketen
MOLGEN-QSPR und MOLGEN-MS implementiert.

Ich verwende und erweitere Methoden aus verschiedenen Disziplinen der Dis-
kreten Mathematik (Graphentheorie, konstruktive Kombinatorik), Statistik
(explorative Datenanalyse, Lernverfahren), Informatik (Datenstrukturen, Al-
gorithmen) und Chemie (kombinatorische Chemie, molekulare Strukturauf-
kldrung) mit dem Ziel, Losungen fiir konkrete Problemstellungen der mathe-
matischen Chemie und der Chemoinformatik zu finden. Schwerpunkte bil-
den dabei die Suche nach quantitativen Struktur—Eigenschafts—Beziehungen
(engl. Quantitative Structure Property Relationships, kurz QSPR) und die
computer—unterstiitzte Strukturaufklarung (engl. Computer Aided Structure
Elucidation, kurz CASE).

IDFG Ke201/16-1, Ke201/19-1, BMBF 03KE7BA1-4, 03C0O318C
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Bei der Erstellung dieser Arbeit wurden folgende Aspekte in besonderem
Mafle beriicksichtigt:

e Die grundlegenden mathematischen Konzepte fiir die Darstellung und
Konstruktion molekularer Strukturen wurden in kompakter, moglichst
vollstéandiger Weise zusammengefasst: Molekulare Graphen, Substruk-
turen, Restriktionen, Reaktionen, Strukturgenerierung, Deskriptoren.
Neben der Darstellung molekularer Strukturen bilden statistische Lern-
verfahren ein elementares Werkzeug.

e Die wichtigsten neuen Forschungsergebnisse und die Erweiterungen der
MOLGEN—-Klassenbibliothek wurden dokumentiert: Reaktionsbasier-
te Strukturgenerierung, vergleichende QQSPR—-Studien fiir verschiede-
ne Arten molekularer Deskriptoren, verschiedene Methoden zur Su-
che von Vorhersagefunktionen, Rankingfunktionen und Klassifikatoren
fiir Massenspektren, Spektren—FEigenschafts—Beziehungen, CASE mit
hochauflésender Massenspektrometrie.

e Ansatzpunkte und Anregungen fiir weiterfithrende Forschungsarbeiten
werden skizziert: Neue Ansétze zur Interpretation und Verifikation von
Massenspektren, Normalformenproblem im Patentwesen der Chemie.

Implementierung

Die beschriebenen Datenstrukturen und Algorithmen wurden in der Pro-
grammiersprache C++ [138] implementiert und sind Bestandteil der MOL-
GEN —Klassenbibliothek. Fiir statistische Verfahren wurde eine Schnittstelle
zu der Statistik—Software R [69] geschaffen. Nummerische Methoden zur li-
nearen Regression wurden der C++ Bibliothek TNT' [107] entnommen. Die
graphische Benutzeroberfliche wurde unter Verwendung der MFC' mit Visual
C++ 6 [82] erstellt. Die Visualisierung dreidimensionaler Molekiilstrukturen
wurde mit OpenGL [167] realisiert.

Danksagungen
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gestellt. Des Weiteren finden Implementationen von Dr. R. Grund (ordnungs-
treue Erzeugung molekularer Graphen) und Dipl.-Math. R. Hohberger (Be-
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Einleitung und Ubersicht

Mathematische Modelle bilden eine unentbehrliche Grundlage in nahezu allen
Bereichen von Wissenschaft und Technik. Ohne sie wiren Reisen zu entfern-
ten Gestirnen ebenso wenig moglich wie die Entschliisselung des menschlichen
Erbguts.

Immer 6fter werden auch Problemstellungen der organischen Chemie durch
mathematische Modellierung simuliert und gel6st. Insbesondere kann die
Darstellung chemischer Verbindungen durch molekulare Graphen als einer
der Urspriinge der Graphentheorie betrachtet werden.

Zwei wichtige Teildisziplinen in der organischen Chemie bilden die Synthese
und die Analytik. Die Aufgabe der Synthese besteht darin, aus bekannten
chemischen Bausteinen iiber Reaktionen neue Verbindungen zu erschaffen.
Die Analytik beschéftigt sich unter anderem damit, Eigenschaften chemischer
Verbindungen zu bestimmen.

Motivation ist dabei oft die Suche nach neuen Wirkstoffen und Materiali-
en mit angestrebten biologisch-pharmazeutischen oder physiko—chemischen
Eigenschaften. Wurde eine entsprechende Verbindung synthetisiert und ge-
funden, besteht eine weitere wichtige Aufgabe darin, die molekulare Struktur
der oft noch unbekannten Substanz zu bestimmen. Zu diesem Zweck verwen-
det man hauptséchlich spezielle physiko—chemische Eigenschaften, die aus
spektroskopischen Methoden gewonnen werden.

Bei der Suche nach neuen Wirkstoffen und Materialien finden immer haufiger
Techniken der kombinatorischen Chemie Verwendung. Dabei werden aus
mehreren Satzen chemischer Bausteine sdmtliche Kombinationen syntheti-
siert und anschliefend auf ihre biologisch—pharmazeutische Wirksamkeit ge-
testet oder hinsichtlich angestrebter physiko—chemischer Eigenschaften un-
tersucht.

Die innerhalb eines kombinatorisch—chemischen Experiments synthetisierten
Verbindungen werden kombinatorische Bibliothek genannt, die Testung all-
gemein als Screening bezeichnet. Der enorme Vorteil dieser Methode besteht
darin, dass sowohl die Synthese als auch das Screening in hohem Mafle auto-
matisiert und parallelisiert werden kann. Obwohl somit erstaunliche Durch-
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satzraten erzielt werden, mahnen Kosten- und Zeitgriinde zur gewissenhaften
Planung und zur automatischen Auswertung derartiger Experimente.

Die Optimierung kombinatorisch—chemischer Experimente und die automa-
tisierte molekulare Strukturbestimmung werfen vielfdltige Probleme auf, die
nach mathematischer Modellierung mit Hilfe von algebraisch—kombinatori-
schen Konstruktionsalgorithmen, graphentheoretischen Invarianten und sta-
tistischen Lernverfahren gelost werden kénnen. Die entscheidenden Problem-
stellungen betreffen die

e Strukturgenerierung:
In der kombinatorischen Chemie benotigt man Methoden, um virtuel-
le kombinatorische Bibliotheken zu konstruieren. Meist werden solche
Strukturrdume durch Reaktanden und Reaktionen definiert. In dieser
Arbeit werden Algorithmen zur reaktionsbasierten Strukturgenerierung
beschrieben.
Fiir die molekulare Strukturaufkldrung werden Algorithmen verwendet,
die ausgehend von der Bruttoformel eines Analyten unter Beriicksichti-
gung struktureller Restriktionen mogliche Strukturformeln generieren
kénnen. Strategien zur bruttoformelbasierten Strukturgenerierung wer-
den vorgestellt.
Wichtige Methoden fiir beide Problemkreise bilden kanonische Num-
merierung und ordnungstreve Erzeugung.

e Suche nach Beziehungen zwischen Struktur und Eigenschaft:
Um Eigenschaften fiir die Strukturen virtueller kombinatorischer Bi-
bliotheken vorhersagen zu kénnen, verwendet man quantitative Struk-
tur—Figenschafts—Beziehungen (QSPR). Diese werden zuvor anhand ei-
ner tatséchlich synthetisierten und gescreenten kleineren realen Biblio-
thek ermittelt.
Die computer—unterstiitzte molekulare Strukturaufklirung (CASE) ver-
folgt das Ziel, ausgehend von spektroskopisch gemessenen Eigenschaf-
ten einer unbekannten chemischen Verbindung ihre molekulare Struk-
tur zu bestimmen.
Die mathematischen Werkzeuge fiir diese Aufgaben sind molekulare
bzw. spektrale Deskriptoren und statistische Lernverfahren.

Das Innovationspotential dieser Arbeit liegt hauptsichlich in der Kombina-
tion von Methoden zur Losung der beiden obigen Problemstellungen. Im
Folgenden wird der Inhalt der einzelnen Kapitel kurz skizziert. Kapitel 1-3
enthalten grundlegende mathematische Modelle und Losungen. In den nach-
folgenden Kapiteln werden diese auf konkrete Probleme aus der Chemie an-
gewendet.
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1 Diskrete Strukturen in der Chemie

In der vorliegenden Arbeit werden chemische Verbindungen als molekulare
Graphen dargestellt. Ein molekularer Graph ist ein ungerichteter schleifen-
freier Multigraph mit speziell beschrifteten Knoten. Die Knoten entsprechen
den Atomen, die Kanten den kovalenten Bindungen. Jeder Knoten ist bewer-
tet mit einem Elementsymbol und einem Atomzustand. Der Atomzustand
setzt sich zusammen aus der Valenz, der Anzahl freier Elektronenpaare?, der
Ladung des Atoms und der Information iiber das Vorhandensein eines ein-
samen Elektrons. Die Kantenvielfachheiten spiegeln die verschiedenen Bin-
dungstypen wieder. Eine eindeutige Zuordnung zwischen chemischen Verbin-
dungen und mathematischen Strukturen wird erreicht, indem man Struktur-
formeln chemischer Verbindungen mit Isomorphieklassen molekularer Gra-
phen identifiziert.

Molekulare Substrukturen dienen dazu, strukturelle Eigenschaften molekula-
rer Graphen zu beschreiben. Dabei konnen Alternativen fiir Elemente und
Atomzustinde® sowie Kantenvielfachheiten beriicksichtigt werden. Zusitzli-
che topologische Nebenbedingungen wie Abstinde zwischen Atomen, Hybri-
disierungen oder die An- und Abwesenheit von Ringen vorgegebener Linge
ermoglichen in Form von Substruktur—Restriktionen eine sehr exakte Spezi-
fizierung struktureller Eigenschaften.

Molekulare Substrukturen werden unter anderem zur Definition von Reakti-
onsschemata®* verwendet. Zusammen mit den durch eine chemische Reaktion
bewirkten Anderungen der Atomzustéinde und der Bindungsvielfachheit bil-
den sie eine geeignete Syntax, um chemische Reaktionen graphisch beschrei-
ben und qualitativ simulieren zu konnen.

Erweiterungen des Molekiilmodells zur Darstellung mesomerer Strukturen
und zur Beriicksichtigung geometrischer Aspekte werden kurz besprochen.

In der Regel ist nur eine geringe Menge mathematisch méglicher Konsti-
tutionen als real existent nachgewiesen und in Datenbanken erfasst. Wir
betrachten diesen Sachverhalt am Beispiel von CgHg und ziehen exempla-
risch berechnete Energiewerte und van der Waals Volumina als mégliche
Erklarungskomponenten fiir diese Tatsache heran.

2Dieses Merkmal wurde im Vergleich zu [53] zusétzlich in die Beschreibung des Atom-
zustands aufgenommen. Es kann aus Valenz, einsamen Elektron, Ladung und Element
berechnet werden und ist wichtig zur Simulation bestimmter Reaktionen.

3Im Zuge dieser Arbeit wurden hier ein spezieller Atomtyp eingefiihrt, der die Simula-
tion von Fragmentierungsreaktionen im Massenspektrometer wesentlich vereinfacht.

4Als Erweiterung zu einer fritheren Arbeit [164] kénnen nunmehr auch Zerfalls- und
Umlagerungsreaktionen durch Reaktionsschemata dargestellt werden.
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2 Molekulare Strukturgenerierung

Die Generierung molekularer Graphen mit vorgegebenen Eigenschaften bis
auf Isomorphie bildet ein wichtiges Werkzeug im Rahmen dieser Arbeit. Prin-
zipiell unterscheiden wir dabei zwei Problemstellungen:

e Generierung aller Strukturformeln zu einer gegebenen (optional wei-
chen) Bruttoformel.

e Generierung aller Reaktionsprodukte zu gegebenen Reaktionen und Re-
aktanden.

Restriktionen konnen diese Strukturgenerierungsprobleme genauer spezifizie-
ren und verschiedene Strategien zu ihrer Losung erforderlich machen.

Die Generierung aller Konstitutionsisomere zu einer Bruttoformel wurde in
[51] behandelt. Die dort verwendete Strategie der ordnungstreuen Erzeugung
stoB3t aber an ihre Grenzen, wenn inkonsistente Restriktionen beriicksichtigt
werden sollen. Fiir diesen Fall bietet die zielgerichtete Erzeugung nach T.
Griiner [53] eine geeignetere Losung, welche auf moglichst effizientem Back-
tracking des Konstruktionsbaumes und kanonischer Nummerierung der ge-
fundenen Strukturen beruht.

Fiir die Anlagerung verschiedener Liganden an ein Zentralmolekil wird in
[164] gezeigt, wie sich dieses Problem auf die Erzeugung von Symmetrie-
bzw. Doppelnebenklassen iiberfiihren und mit ordnungstreuer Erzeugung
l6sen lasst. Oft trifft man jedoch in der Chemie auf Situationen, wo die
sukzessive Anwendung von Reaktionen nicht durch Zentralmolekiil-Ligand-
Anlagerungen beschrieben werden kann. Ringschliisse, Umlagerungs- und
Zerfallsreaktionen konnen zu verschiedenartigsten Reaktionsnetzwerken fiith-
ren. Hier wird ein allgemeiner Konstruktionsalgorithmus erarbeitet, welcher
das Reaktionsnetzwerk durchlduft und durch kanonische Nummerierung der
gefundenen Produkte derartige Strukturgenerierungsprobleme 16st.

3 Uberwachtes statistisches Lernen

In Kapitel 3 werden einige grundlegende Prinzipien des tiberwachten stati-
stischen Lernens erlautert. Statistische Lernverfahren werden in der Com-
puterchemie immer dann eingesetzt, wenn der urséchliche Zusammenhang
zwischen Struktur und Eigenschaft nicht bekannt ist oder nur mit extrem
hohem Aufwand berechnet werden kann. Auf derartige Problemstellungen
trifft man sowohl in der kombinatorischen Chemie als auch der molekularen
Strukturaufkldrung.

Beim {iberwachten Lernen wird anhand bekannter Fille eine Vorhersage-
funktion trainiert, die dann zur Prognose fiir unbekannte Fille herangezogen
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werden kann. Die bekannten Félle © € m werden dabei repréasentiert durch
Werte z;; der Vorhersagevariablen X;, j € n und Werte y; der Zielvariablen
Y. Die Xj sind fiir unsere Zwecke reellwertig, ¥ kann reellwertig oder diskret
sein. Gesucht wird eine Vorhersagefunktion f : R® — Y, deren Funktions-
werte f((xi;)jen) filr die bekannten Félle ¢ € m gut mit den Werten y; der
Zielvariablen iibereinstimmen.

Im Falle einer reellwertigen Zielvariablen bestimmt man Vorhersagefunktio-
nen durch Regression, im diskreten Fall durch Klassifikation. Die Bestim-
mung der Giite von Vorhersagefunktionen kann durch Resubstitution, eine
Teststichprobe oder Kreuzvalidierung erfolgen. Es kann sinnvoll sein, die Va-
riablen vor Anwendung des Lernverfahrens vorverarbeitenden Prozeduren
wie Zentrierung, Bereichsskalierung oder Autoskalierung zu unterziehen. Zur
Vermeidung von Overfitting ist es wichtig, die Anzahl der Vorhersagevaria-
blen zu beschrinken. Moglichkeiten zur Variablen—Selektion bieten Korre-
lationsanalyse sowie vollstdndige oder schrittweise Suche nach geeigneten
Teilmengen von Vorhersagevariablen.

Die inferentielle Statistik hat in den letzten Jahrzehnten diverse Verfah-
ren zum Trainieren verschiedener Typen von Vorhersagefunktionen hervor-
gebracht [64]. Als wichtigste Vertreter werden lineare Modelle, kiinstliche
neuronale Netze, Support—Vektor—Maschinen, Entscheidungsbdume sowie die
Methode der k—ndchsten Nachbarn kurz beschrieben.

Sie komplettieren damit den Pool mathematischer Werkzeuge, die wir im
anschliefenden anwendungsbezogenen Teil der Arbeit zur Modellierung von
Problemstellungen der chemischen Synthese und Analytik heranziehen.

4 Kombinatorische Chemie

Bei der Suche nach neuen Wirkstoffen und Materialien finden immer haufiger
Techniken der kombinatorischen Chemie Verwendung. Dabei werden aus
mehreren Sdtzen chemischer Bausteine sdmtliche Kombinationen syntheti-
siert und anschliefend auf ihre biologisch—pharmazeutische Wirksamkeit ge-
testet oder hinsichtlich angestrebter physiko—chemischer Eigenschaften un-
tersucht. Die innerhalb eines kombinatorisch-chemischen Experiments syn-
thetisierten Verbindungen werden kombinatorische Bibliothek genannt, die
Testung allgemein als Screening bezeichnet.

Der enorme Vorteil dieser Methode besteht darin, dass sowohl die Synthese
als auch das Screening in hohem Mafle automatisiert und parallelisiert werden
konnen. Obwohl somit erstaunliche Durchsatzraten erzielt werden, mahnen
Kosten- und Zeitgriinde zur gewissenhaften Planung derartiger Experimente.
Die Optimierung kombinatorisch—chemischer Experimente wirft vielféltige,
mathematisch anspruchsvolle Teilprobleme auf, die mit Hilfe von diskreten
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Konstruktionsalgorithmen (Kapitel 2), graphentheoretischen Invarianten und
statistischen Lernverfahren (Kapitel 3) gelost werden konnen. Diese allgemei-
nen Methoden werden in Kapitel 4 auf die Anforderungen der kombinatori-
schen Chemie konkretisiert. Dazu zdhlt

(i) die dublettenfreie, vollstandige Generierung der durch Reaktanden und
Reaktionen definierten virtuellen Bibliothek.

Je nach Situation muss

(ii) die Bestimmung einer zu synthetisierenden realen Teilbibliothek hoher
Diversitit oder

(ii") die Uberpriifung der Teilmengenrelation einer bereits bestehenden rea-
len zu einer generierten virtuellen Bibliothek

erfolgen. Weitere Schritte umfassen

(iii) die Berechnung molekularer Deskriptoren, welche molekulare Struktu-
ren vermoge graphentheoretischer Invarianten auf reelle Zahlen abbil-
den,

(iv) die Bestimmung von Vorhersagefunktionen durch tiberwachtes stati-
stisches Lernen, basierend auf experimentell bestimmten Eigenschafts-
werten der realen Bibliothek sowie

(v) die Anwendung der Vorhersagefunktion auf die virtuelle Bibliothek zur
Prognose aussichtsreicher Kandidaten fiir eine gezielte Synthese.

Schritte (iii) und (iv) werden als Suche nach quantitativen Struktur—Eigen-
schafts—Bezichungen (QSPR) bezeichnet.

Ein klassisches Beispiel fiir QSPR—Studien bilden Siedepunkte von Alkanen.
Erstmals werden in dieser Arbeit Modelle fiir Decane aufgestellt. Der metho-
dische Schwerpunkt liegt hierbei auf dem Vergleich verschiedener Arten mo-
lekularer Deskriptoren. 30 topologische Indizes werden mit 20 Substruktur—
Vielfachheiten verglichen. Fiir beide Deskriptorenséitze sowie deren Vereini-
gung werden beste lineare Modelle mit n = 1,...,5 Deskriptoren ermittelt.
Entscheidendes praktisches Ergebnis ist, dass schon ab n = 3 Deskriptoren
Modelle, die sowohl topologische Indizes als auch Substruktur—Vielfachheiten
verwenden, bessere Ubereinstimmung mit den gemessenen Daten zeigen als
solche, die jeweils nur auf einen Deskriptorensatz beschrankt sind. Bemer-
kenswert ist hierbei, dass ausgehend von einem nummerischen Experiment
ein allgemein giiltiger mathematischer Zusammenhang gefunden wurde: Bei
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einer Korrelationsanalyse der Deskriptorenwerte wurde die zuvor unbekann-
te lineare Abhéngigkeit von Zagreb Index M, und Molecular Walk Count
mwc® fiir Linge 3

mwc® = 2M,

entdeckt.

Als zweites Beispiel wird eine QSPR—-Untersuchung der physikalischen Dichte
von Propylacrylaten durchgefithrt. Hier wird mit disjunktem Lern- und Test-
satz gearbeitet. Als Deskriptoren werden neben arithmetischen und topolo-
gischen auch geometrische Indizes herangezogen. Die statistische Modellie-
rung wird mit kleinster Quadrate-Regression in Kombination mit schrittwei-
ser Variablen-Selektion vorgenommen. Uberraschendes Ergebnis war hierbet,
dass die besten Modelle keine geometrischen Deskriptoren verwenden. Zudem
wird ein Vergleich zur Modellierung mit Hauptkomponenten—-Regression und
ein Vergleich zur Modell-Bewertung mit Kreuzvalidierung angestellt.

In einem dritten Beispiel wurde eine biologisch—pharmazeutische Eigenschaft
untersucht, die antimycobakterielle Aktivitdt von Quinolonen. Dieses Pro-
blem wurde bereits in fritheren Arbeiten [113, 125] behandelt. Nun konnten
Modelle gefunden werden, welche aktive und inaktive Strukturen vollsténdig
separieren. Es handelt sich dabei um drei Modelle mit linearer Diskriminanz-
funktion unter Verwendung von je drei Deskriptoren. In der rein virtuellen
Bibliothek von 39 Verbindungen wird eine bislang noch nicht synthetisierte
Struktur von allen drei Modellen iibereinstimmend als aktiv prognostiziert:

O (0]

‘ OH

K\N N
e N\)
Sie bildet somit einen aussichtsreichen Kandidaten fiir einen neuen Wirkstoff
gegen Mycobacterium fortuitum.

5 Molekulare Strukturaufklirung

Die Aufgabe der molekularen Strukturaufkldrung besteht darin, anhand von
spektroskopischen Daten einer unbekannten chemischen Verbindung ihre mo-
lekulare Struktur zu bestimmen. Fiir diesen Problemkreis ist neben NMR—
und IR—-Spektroskopie vor allem die Massenspektrometrie (MS) aufgrund ih-
rer hohen Sensitivitdt von neu erwecktem Interesse. Insbesondere ist man an
einer Automatisierung des Strukturaufklarungsprozesses interessiert.
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Nach einem klassischen Ansatz [87] wird die automatisierte Strukturauf-
klarung in drei Stufen gegliedert, die wiederum mit konstruktiven Methoden
der diskreten Mathematik und statistischen Lernverfahren modelliert werden
koénnen:

(i) Als erster Schritt wird durch Interpretation versucht, aus den spektro-
skopischen Daten Informationen iiber strukturelle Eigenschaften des
Analyten zu extrahieren.

(ii) Im zweiten Schritt werden alle molekularen Graphen bis auf Isomor-
phie generiert, die diesen strukturellen Eigenschaften entsprechen. Man
erhélt die Strukturkandidaten.

(iii) Der dritte Schritt umfasst die Simulation virtueller Spektren fiir die
Strukturkandidaten, den Vergleich mit dem experimentellen Spektrum,
das Ranking und die Selektion relevanter Kandidaten.

Die Strukturaufklarung anhand von MS findet auf mehreren Ebenen statt,
die sich vor allem hinsichtlich ihrer Komplexitdt unterscheiden: Die Bestim-
mung der Molekiilmasse, der Summenformel und der Strukturformel. Mit
der besonders verbreiteten, niedrig auflosenden Elektronenstofi—Massenspek-
trometrie (EI-MS) ist es im Allgemeinen weder moglich, die Molekiilmasse
noch Summen- oder Strukturformel eindeutig zu bestimmen. So miissen oft
mehrere Kandidaten fiir die Molekiilmasse als Eingabe fiir die Berechnung
der Summenformel und ebenso mehrere Summenformel-Kandidaten zur Be-
stimmung der Strukturformel beriicksichtigt werden. Die Bestimmung von
Molekiilmasse und insbesondere Summenformel wird analog zu obiger Vor-
gehensweise ebenfalls in die drei Teilprobleme Interpretation, Generierung
und Selektion aufgegliedert.

Charakteristisch fiir die hier betrachtete EI-MS ist, dass nicht die unbekann-
te Substanz selbst vermessen wird, sondern ein Ionengemisch, das aus ihr
durch Elektronenbeschuss hervorgeht. Diese Ionen entstehen durch bekannte
[onisations-, Fragmentierungs- und Umlagerungsreaktionen, die durch Reak-
tionsschemata dargestellt und fiir einen gegebenen Strukturkandidaten gene-
riert werden.

Verantwortlich fiir die Signale im Massenspektrum sind die theoretischen
Isotopenmuster der Tonen und die Haufigkeiten, mit denen sie in dem Ionen-
gemisch auftreten. Wihrend theoretische Isotopenmuster iiber die Bruttofor-
mel eines Fragments exakt berechnet werden konnen, sind Intensitdten im

Massenspektrum nach derzeitigem Kenntnisstand nicht allgemein berechen-
bar.



xXxx1ii

Aufgrund der im Ionengemisch auftretenden Bruttoformeln wird ein Ver-
gleichswert fiir die Ubereinstimmung eines Bruttoformel- oder Strukturkan-
didaten K mit einem experimentellen Spektrum I kausal hergeleitet:

MV(I,K)=1- (Z(I(m))2> min <[(m)—2xifgi(m))

m m

I ist dabei gegeben durch die Intensitit I(m) bei Masse m, die theoretischen
Isotopenmuster der virtuellen Fragmente mit Bruttoformel 3; werden mit g,
bezeichnet und z; steht fiir deren unbekannte Intensitaten. Mit Hilfe dieses
Vergleichswertes kann ein Ranking von Bruttoformel- sowie Strukturkandi-
daten vorgenommen werden.

Die Giite von Rankingfunktionen wird in der vorliegenden Arbeit erstmals
statistisch evaluiert. Fiir die vorgestellte Rankingfunktion von Bruttofor-
meln wurde eine Stichprobe von 100 aufgeklarten Massenspektren aus einer
Spektren-Datenbank® entnommen. Fiir jedes Spektrum wurden alle Brutto-
formeln zu der bekannten Molekiilmasse generiert, Werte der Rankingfunk-
tion bestimmt und die Kandidaten geméfl dieses Wertes abfallend sortiert.
Die Giite der Rankingfunktion wird iiber die relative Ranking Position

Position des korrekten Kandidaten — 1
Gesamtzahl der Kandidaten — 1

bestimmt. Als Mittelwert iiber die 100 Spektren unserer Stichprobe erhélt
man dabei RRP = 0,1037. In einem weiteren Schritt wurde die Verwend-
barkeit der Rankingfunktion zur Kandidaten—Selektion untersucht.

Die Kenntnis iiber den Verlauf von Fragmentierungs- und Umlagerungsre-
aktionen im Massenspektrum wird zur Berechnung einer Rankingfunktion
fiir Strukturformeln herangezogen. Dabei werden fiir einen Strukturkandida-
ten zunéchst die moglichen Fragmente generiert. Die theoretischen Isotopen-
muster der virtuellen Fragmente werden zur Erklarung des experimentellen
Spektrums verwendet. Wie zuvor fiir Bruttoformeln werden auch fiir Struk-
turformeln die Giite der Rankingfunktion fiir 100 Datenbank-Spektren® er-
mittelt. Dazu werden alle Konstitutionsisomere zur korrekten Bruttoformel
als mogliche Kandidaten herangezogen.

Fiir die Extraktion struktureller Eigenschaften aus MS werden MS-Klassifi-
katoren verwendet. Vorhersagevariablen fiir MS—Klassifikatoren bilden MS—
Deskriptoren. Die Zielvariable ist ein bindrer molekularer Deskriptor zu einer

RRP =

SHierbei wurden nur Spektren beriicksichtigt, deren zugehorige Molekiilmasse nicht
grofler als 200 amu ist und zu der mindestens 2 Bruttoformeln existieren.

SHierbei wurden nur Spektren beriicksichtigt, deren zugehdrige Molekiilmasse nicht
grofer als 200 amu ist und fiir deren Bruttoformel mindestens 2 und héchstens 10000
Strukturformeln existieren
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strukturellen Eigenschaft S, der besagt, ob die zum Spektrum gehorige che-
mische Verbindung Eigenschaft S besitzt. Fiir 77 strukturelle Eigenschaften
werden verschiedene Klassifikationsverfahren (CART, LDA, ANN, SVM) auf
ihre Vorhersagefihigkeit getestet. Die kleinste durchschnittliche Missklassifi-
kationsrate (0,23160) liefern dabei SVM mit radialem Kernel.

Als eine Moglichkeit zur Weiterentwicklung von MS-Klassifikatoren wird
die systematische Suche nach neuen strukturellen Eigenschaften fiir MS-
Klassifikation vorgestellt. Anhand zweier Beispiele wird die Kopplung der
drei Schritte Interpretation, Konstruktion und Verifikation demonstriert. Ei-
ne weitere Studie zeigt, wie MS direkt mit strukturellen Eigenschaften in
Beziehung gebracht werden und beschreibt Wege, wie diese Erkenntnisse fiir
die molekulare Strukturaufkléarung genutzt werden koénnen.

Der letzte Abschnitt in Kapitel 5 gibt einen Ausblick auf hoch auflésende
Massenspektrometrie. HR-MS kann insbesondere dazu verwendet werden,
um Kandidatenmengen fiir die Bruttoformel einzuschrinken. Dazu werden
die exakten Atommassen der chemischen Elemente herangezogen. Eine oft
gestellte Frage des chemischen Analytikers lautet: Wie genau muss die Mo-
lekiilmasse gemessen werden kénnen, um eine eindeutige Bestimmung der
Bruttoformel zu gewéhrleisten. Diese Frage wird mit einer mathematischen
Simulation beantwortet.
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Kapitel 1

Diskrete Strukturen in der
Chemie

Dieses erste Kapitel umfasst einige grundlegende Definitionen und Sétze iiber
endliche Gruppenoperationen und diskrete Strukturen [72] sowie elementare
Begriffe aus der Graphentheorie [63]. Es bildet somit das Fundament fiir die
nachfolgenden Betrachtungen. Wir werden molekulare Graphen zur Darstel-
lung chemischer Verbindungen einfiihren. Molekulare Substrukturen sollen
dazu dienen, strukturelle Eigenschaften molekularer Graphen zu beschreiben.
Chemische Reaktionen werden wir in diesem Zusammenhang durch Reakti-
onsschemata graphisch modellieren. Schliellich wollen wir einige Erweiterun-
gen des Molekiilmodells diskutieren.

1.1 Gruppenoperationen

Diskrete Strukturen liegen zunéchst in nummerierter Form vor. Dies ist insbe-
sondere notwendig, um sie im Speicher eines Rechners darstellen zu kénnen.
Gruppenoperationen bilden das mathematische Werkzeug, um den fiir un-
sere Anwendungen entscheidenden Ubergang von nummerierten zu nicht—
nummerierten diskreten Strukturen zu realisieren.

1.1.1 Definition:
Sei GG eine Gruppe und {2 eine nichtleere Menge. Eine Abbildung

p:AxG—1Q, (w,9) — pw,g)=w

heifit Operation von G auf €, falls ¢ mit der Verkniipfung in G vertréglich ist
und ¢d die Elemente von 2 fest ldsst. Es miissen also folgende Bedingungen
erfiillt sein:



4 KAPITEL 1. DISKRETE STRUKTUREN IN DER CHEMIE

/

(i) YweEQVg, g €G: w9 = (w9).
(ii) VweQ: wil=w.

Operiert G auf €2, so wird diese Operation mit {2 bezeichnet. Sind sowohl
G als auch € endlich, so spricht man von einer endlichen Operation. Im
Folgenden werden ausschlieflich endliche Operationen betrachtet.

1.1.2 Schreibweise:

Sei n € N\ {0} =: N* eine natiirliche Zahl ungleich 0. Falls es aus dem
Zusammenhang eindeutig hervorgeht, bezeichnen wir mit n auch die Menge
{0,...,n — 1}. Eine hdufig verwendete Gruppe ist die symmetrische Gruppe
S, der Bijektionen von n nach n mit Komposition als Verkniipfung. Ein sehr
einfaches Beispiel einer Gruppenoperation liefert die Operation der symme-
trischen Gruppe S, auf n mit z™ := 7~ 1(z).

1.1.3 Definition:
Sei ()¢ eine Operation und w € 2. Dann ist
o W¢ ={we€Q|ge G} die Bahn von w unter Qg und
e 0//G:={w | we N} die Menge der Bahnen von Qg.
Eine Menge T' C  heifit Transversale der Bahnen von (g, falls
VB e Q//G : IBNT|=1

Eine Transversale T' enthélt also aus jeder Bahn genau ein Element. Die
Menge der Transversalen von Q¢ wird mit 7 (€2//G) bezeichnet. Bekanntlich
gilt:

1.1.4 Satz:
Sei Q¢ eine Operation. Dann gilt:

e Je zwei Bahnen von ()¢ sind entweder gleich oder disjunkt:

Vw, € Q: woNw® £ )= o €uwl.
e (2 ist die disjunkte Vereinigung der Bahnen von €)4:
VT e T(Q//G): Q=[]
w€eT
e Klassengleichung:

VT € T(Q//G): 9] =) ||

w€eT
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1.1.5 Beispiele und Definitionen:
Sei G eine Gruppe und A < G eine Untergruppe. Dann lassen sich wie folgt
Gruppenoperationen auf G erkléiren:

e Die Abbildung
GxA— G, (g,a) — ¢* = ga
induziert eine Operation von A auf G. Fiir g € G heifit die Bahn
gA=g"={g"|ac A} ={ga|ac A}

Linksnebenklasse von A in GG. Die Menge aller Linksnebenklassen von
Ain G wird mit G/A bezeichnet. Nach Satz 1.1.4 sind je zwei Links-
nebenklassen gleich oder disjunkt und G ist die disjunkte Vereinigung
der Linksnebenklassen von A in G.

e Ebenso definiert
GxA— @, (g,a) — g*:==a"'g
eine Operation von A auf G. Dabei heifit fiir ¢ € G die Bahn
Ag=g"={g"|ac A} ={ag | a € A}

Rechtsnebenklasse von A in G. Die Menge der Rechtsnebenklassen wird
mit A\G bezeichnet.

e Sei B < G eine weitere Untergruppe. Dann erklart
G x (Ax B) — G, (g, (a,b)) — g = a"lgb
eine Operation von A x B auf GG. Die Bahn
AgB = g P = {¢Y | (a,b) € Ax B} = {agb | a € A,b € B}

heiit Doppelnebenklasse. Man schreibt A\G/B fiir die Menge der Dop-
pelnebenklassen von A und B in G.

1.1.6 Definition:
Sei Q¢ eine Operation und 7' € 7 (2//G) eine Transversale der Bahnen dieser
Operation. Eine Abbildung p : Q — G heif3t fusionierende Abbildung zu T,
falls

VweQ: wWer.

Das fusionierendes Element p(w) bildet somit w auf den zugehorigen Bahn-
repriasentanten ab.
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1.1.7 Bemerkung:

Eine fusionierende Abbildung p wird insbesondere dann wichtig, wenn zwei
Bahnen w€ und w'® verglichen werden sollen. Anstatt zu testen, ob ' in w®
liegt, braucht man nur die beiden Elemente w”“) und w'” ) 21 bestimmen.
Dann ist

Wl = WG = W@ — ),

1.1.8 Definition:
Seien X und Y zwei nichtleere endliche Mengen und

V¥ ={y: X — Y}

die Menge der Abbildungen von X nach Y. Eine (nummerierte) diskrete
Struktur ist ein Tripel (X,Y,7), wobei v € Y.

1.1.9 Bemerkung:
Sei X eine Operation und Y eine nichtleere endliche Menge. Dann lésst sich
auf folgende Weise eine Operation von G auf YX erkliren:

YX XG—>YXa (779) '_>,yg7

wobel fiir z € X

(1)(@) = 7).
Die Bahnen B € Y*//G heiBlen auch Isomorphicklassen von Abbildungen
YX. Von entscheidender Bedeutung fiir uns ist, dass auf diese Weise der
Ubergang von nummerierten zu nicht nummerierten diskreten Strukturen
erreicht wird. In den néchsten Abschnitten findet diese Technik Anwendung
auf Graphen, Multigraphen und insbesondere molekulare Graphen.

1.1.10 Definition:
Mit den Bezeichnungen aus Bemerkung 1.1.9 ist

Aut(y) :={g € G|y =~}

eine Untergruppe von G und wird Automorphismengruppe von ~ genannt.

1.1.11 Definition:
Sei i eine Operation und W eine nichtleere Menge. Dann heifit eine Abbil-
dung f : Q — W Invariante von €2 beziiglich Q0¢, wenn sie auf den Bahnen
von )¢ konstant ist.

Invarianten diskreter Strukturen, insbesondere Grapheninvarianten werden
im Rahmen dieser Arbeit eine wichtige Rolle spielen.
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1.2 Graphen und Multigraphen

1.2.1 Definition:
Sei m € N*, m > 2 und V eine nichtleere Menge und (‘2/) die Menge der
2-Teilmengen von V. Dann heiflen die Elemente von

gV,m = m(‘g/)

(nummerierte) Graphen. Fiir m = 2 spricht man von schlichten Graphen,
anderenfalls von Multigraphen.

1.2.2 Bemerkung:
Nach 1.1.9 erklért folgende Abbildung eine Operation von Sy auf Gy,,,:

Gvm X Sy — Gy, (v, ) — ",

wobei fiir v,w € V

7"({v,w}) = y({7(v), 7 (w)}).

Zwei Graphen v,v" € G, ,, sind zueinander isomorph, wenn sie in der glei-
chen Bahn unter dieser Operation liegen. Die Elemente von G, ,,,//S,, heiflen
Isomorphieklassen von Graphen oder auch nicht-nummerierte Graphen und
werden im Folgenden mit 4 := 75" bezeichnet.

1.2.3 Definition:
SeiT € T(Gnm//Sn) eine Transversale und p : G, ,, — S, eine fusionierende
Abbildung zu T'. Dann ist die Abbildung

R gn,m — T7 0 ,yl)(’Y)

eine kanonische Form auf G, ,, und zu v € G, ,,, heit p(y) € S, kanonische
Nummerierung von +.

1.2.4 Beispiel:
Die durch ~ definierte Matrix

V({i,5}) falls i £,

A, = (a;;) €m™" mit aq; =
0 sonst

heifit Adjazenzmatriz von ~. Eine Mdoglichkeit zur Bestimmung einer Trans-
versale von G, ,,,// S, besteht darin, als Bahnrepriasentanten denjenigen Gra-
phen auszuwéhlen, dessen Adjazenzmatrix, zeilenweise betrachtet, lexikogra-
phisch minimal ist (vgl. Abschnitt 2.1.1).
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1.2.5 Definition:
Sei v € Gy, ein Graph. Dann ist V' die Menge der Knoten und

B = ee () 12 >0)

die Menge der Kanten von . Fiir einer Kante e € E, ist y(e) die Kanten-
vielfachheit. Der Grad eines Knoten v € V' ist

deg,(v) == Y ({v,w}).

weV\{v}

Ist e = {v,w} € E,, dann sind v und w die Endpunkte von e. Man sagt,
dass v und w mit e inzident und dass v und w adjazent sind.

1.2.6 Bemerkung:
Fiir schlichte Graphen v € Gy gibt es folgenden einfachen Zusammenhang
zwischen den Knotengraden und der Méchtigkeit der Kantenmenge:

1
B, = 5 3 deg, (0)

veV

Allgemein gilt fir v € Gy,

S fe) = 5 3 des, (v).

eck, veV

Sei k := max{deg,(v) | v € V} der maximale Knotengrad von 7y und
A (i) = [{v € V | deg,(v) = i}| fiir i = 0,...,k die Anzahl der Knoten vom
Grad ¢. Dann ist die Gradpartition von ~ definiert als

A, = (A (0), o A (R) = VI

Die Gradpartition eines Graphen ist invariant unter der Operation von Sy
auf v € Gyp,.

1.2.7 Satz:

Sei k € N, n € N und A = (X0),..., \(k)) = n eine Partition von n, d.h.
SO o A(4) = n. X ist genau dann Gradpartition mindestens eines Graphen ~,
wenn

Equk:Zi)\(i):Qq.
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1.2.8 Bemerkung:

q entspricht dabei der Anzahl der Kanten von 7. Einen Beweis fiir obigen
Satz findet man in [51]. Partitionen, die der Bedingung aus 1.2.7 geniigen,
heiflen multigraphisch. Eine stirkere Aussage iiber die Existenz eines solchen
zusammenhéngenden Graphen liefert Satz 1.2.15.

1.2.9 Definition:
Sei v € Gym, v € V mit deg, (v) > 0 und p; = [{w € V [ y({v,w}) = i} fiir
i =1,...,m—1. Die Verteilung der Vielfachheiten der zu v inzidenten Kanten

hyb'y<v> = (/1’17 "'num—l)

bezeichnen wir als Hybridisierung' von v.

1.2.10 Beispiel:
Sei m = 4. Dann sind fiir einen Knoten vom Grad 4 folgende Hybridisierun-
gen moglich:

1.2.11 Definition:
Sei v € Gy, ein Graph, k € N* und v, ..., v, € V.

e (vg,...,v) ist ein Kantenzug zwischen vy und vy, wenn
Viek: {v,vip1} € E,.
vo und v sind die Endpunkte des Kantenzugs.

e Ein Kantenzug (vo, ..., vx) heiit offen, falls vy # vy, anderenfalls ge-
schlossen.

e Ein offener Kantenzug (vy, ..., vx) heifit Weg, wenn seine Knoten paar-
weise verschieden sind.

' Diese rein mathematische Definition weicht ab von dem chemischen Begriff der Hybri-
disierung. So kann ein sp—hybridisiertes Kohlenstoff-Atom (Grad 4) die mathematischen
Hybridisierungen (1,0,1) und (0,2,0) haben. Um mit der Nomenklatur fritherer Arbeiten
konform zu bleiben wurde von einer neuen Begriffsbildung abgesehen.
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e Ein geschlossener Kantenzug (vy, ..., vg) heifit Kreis, wenn seine Knoten
bis auf die Endpunkte paarweise verschieden sind.

e Ein Kreis (v, ..., v;) heifit Ring, wenn

|{{?}Z‘,Uj} S EV | Z,j S k?}| = k.
Enthélt ein Graph keinen Kreis, so spricht man von einem Baum.
1.2.12 Beispiel:

In den folgenden beiden Graphen ist W = (vy,...,v5) = (0,1,2,3,4,5,0)
jeweils ein Kreis:

Im linken Graphen ist W auch Ring, im rechten nicht.

1.2.13 Definition:
Sei v € Gy, ein Graph.

e Die Anzahl der Kanten eines Kantenzugs W = (v, ..., v;) wird als seine
Linge len, (W) := k bezeichnet.

e Zwei Knoten v,w € V heilen verbindbar, wenn in v ein Kantenzug
zwischen v und w existiert.

e Sind je zwei Knoten von v verbindbar, dann heiflt v zusammenhdngend.
Die Menge der zusammenhéngenden Graphen wird bezeichnet mit

ng ={v € Gv,m | 7 zusammenhéngend}

e Der Abstand zweier verbindbarer Knoten v, w € V ist
dist, (v, w) := min{len, (W) | W Kantenzug zwischen v und w}.

Sind v und w nicht verbindbar, definiert man dist. (v, w) := oo.
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1.2.14 Bemerkung:

Die durch Verbindbarkeit erkliarte Relation auf der Knotenmenge V' eines
Graphen ~ ist eine Aquivalenzrelation. Die Aquivalenzklassen dieser Re-
lation heiflen Zusammenhangskomponenten. ~ ist also genau dann zusam-
menhéngend, wenn nur eine Zusammenhangskomponente existiert. Einen
Knoten vom Grad 0 nennt man triviale Zusammenhangskomponente. Fiir
zusammenhéangende Graphen zu gegebener Gradpartition gilt folgendes FExi-
stenzkriterium:

1.2.15 Satz:

Sei k € Ny n € N* und A = (X\0),...A(k)) = n eine multigraphische Par-
tition mit ), 4A(7) = 2¢. A ist genau dann Gradpartition mindestens eines
zusammenhéngenden Graphen ~, wenn

qg>n—1.

Beweis: Siehe [51], 2.1.7. O

1.2.16 Definition:
Sei v € Gy, und K ein Kreis in v. K heifit Taillenkreis, wenn es in vy keinen
Kreis kleinerer Lange gibt. Die Lange eines Taillenkreises bezeichnet man als
Taillenweite von ~:

girth, := min{len, (K) | K Kreis in 7}.

Besitzt v mindestens einen Kreis, so ist girth, als Minimum einer endlichen
Menge wohldefiniert. Anderenfalls setzt man girth, := oo.

1.2.17 Bemerkung:

Die Anzahl der Zusammenhangskomponenten und die Taillenweite sind in-
variant unter der Operation von Sy auf v € Gy,,. Deshalb sind diese Begriffe
auch fiir Isomorphieklassen von Graphen verwendbar.
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1.2.18 Definition:
Sei v € Gy, V' C V eine nichtleere Teilmenge von V und ' € Gy . 7/ ist
Subgraph von ~y, wenn

Vee E, . ~'(e) <~(e).
Wir schreiben 7' Cr. Ist die stérkere Bedingung
Vee E,: ~'(e)=~(e)

erfiillt, dann bezeichnen wir " als geschlossenen Subgraph von ~ (7' C%y).
Gilt schlieSlich

ve e @) C (€)= e),

dann heifit +" induzierter Subgraph oder Teilgraph von ~ und wir schreiben
Y'EN.

1.2.19 Beispiel:
Wir wollen die folgenden Graphen nach Subgraph—Beziehungen zu 7, unter-

suchen:
0—1 0—1 0—1 01 0—1

\/ /
2 2
Yo Y1 Y, Y3 Y4

Es ist 71 C%yg, aber nicht induzierter Subgraph; v,C~p, aber nicht geschlos-
sener Subgraph; 13C"Y0; 74C0, aber nicht geschlossener Subgraph.

1.2.20 Bemerkung:

Zu gegebenem 7 € Gy, und ) # V' C V ist der Teilgraph 4/ € Gy, von
v eindeutig bestimmt. Man nennt 7’ deshalb auch den auf V' induzierten
Teilgraph von v und schreibt 4/ = 7|y/. Die Menge der auf den Zusammen-
hangskomponenten Vi, ..., Vi von v induzierten Teilgraphen ~|y,, ..., ¥|y, von
v wird im Folgenden mit Con(y) bezeichnet. Sie sind zusammenhéngende
Graphen und die Vereinigung ihrer Kantenmengen ist gleich der Kanten-
menge von . Als néchstes werden die Sub- und Teilgraph—Relationen fiir
Graphen auf Isomorphieklassen von Graphen iibertragen.
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1.2.21 Definition:
Sei v € Gy, V! C V eine nichtleere Teilmenge von V und 4’ € Gy . Eine
injektive Abbildung ¢ € Vi V! heiBt Einbettung von +' in v

e als Subgraph, wenn

Vi, j} € By 7({i5}) < v({8(i). ¢()}),
e als geschlossener Subgraph, wenn

Vi, g€ By y'({i,5}) = v({0(1), 9(j)}),
e als induzierter Subgraph oder Teilgraph, wenn

vt e (3 ) VI =600

Wir schreiben 7'Cyy bzw. 7/ Cgy, 7'C 'C 7. Mit

Embg(’)/,f)’) = {¢ eV 1nJ ‘ Y C‘f’PY}
Embc.(v,7) == {¢ € Vit | ¥<o7}
Embci(v,7) == {¢ € Vi, | ¥ Ciy}

bezeichnen wir die Mengen von Einbettungen.

1.2.22 Bemerkung:
Mit Hilfe von Einbettungen kénnen Sub- und Teilgraph—Relationen fiir Iso-
morphieklassen von Graphen erklirt werden. Fiir 5 € Gy, //Sy, V' C V und

’;’ € gvl,m /Svl 1st,

’)_//gﬁ/ < Elgbe 1nJ : ,}/g(ﬁ’yv
YCqY = eV mJ LY CH,

7/g2'7 — EI¢€ 1nJ : ,}/C(ﬁ’y
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1.2.23 Beispiel:
Wir betrachten die beiden schlichten Graphen v € G,2 und 7' € Gy 5:
2 0
~
0—1
<

Dann gibt es 8 Einbettungen von + in ~:

Embc (v',7) = {¢: | i € 8}
wobei die ¢; wie folgt definiert sind:

i [[o]1[2[3]4[5]6][7
s [o[T[1[2]1[3]2]3
o) |1]of21]3]1]3]2

In manchen Situationen ist man daran interessiert, wie oft ein Subgraph in
einem Graphen auftritt. Mochte man eine Vielfachheit von «' in « angeben,
muss man sich zunéchst dariiber klar werden, in wie weit man die Num-
merierung der Graphen beriicksichtigen will. Es werden vier Moglichkeiten
unterschieden:

i) Beriicksichtigung der Nummerierung von +' und ~y: Die Vielfachheit von
7' in 7 ist dann |[Embc (7', 7)| = 8.

ii) Vernachlidssigung der Nummerierung von +": Dazu betrachtet man fol-
gende Operation:

Emb(y,7) x Aut(y) — Emb(y,7),  (¢,7) — dom .
Unter dieser Operation zerfillt Emb(y/,~) in 4 Bahnen

Emb(+, ) //Aut(y) = {{¢o, 61}, {2, b3}, {4, b5}, {06, b7} }

und die Vielfachheit von 4/ in v unter Beriicksichtigung der Symmetrie
von ' ist 4.

iii) Vernachldssigung der Nummerierung von +:
Emb(y',7) x Aut(y) — Emb(y,7),  (¢,7) =70 ¢
Unter dieser Operation zerfillt Emb(y/,+) in 5 Bahnen

Emb(y',y)//Aut(y) = {{¢o}, {¢1}, {d2, da}, {3, &5}, {6, O7}}

und die Vielfachheit von 4/ in v unter Beriicksichtigung der Symmetrie
von 7 ist 5.
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iv) Vernachldssigung der Nummerierung von «' und ~:

Emb(vy/,v) x (Aut(y') x Aut(y)) — Emb(v/,7),

(¢, (m, 7)) — 77 ogom

Man erhalt 3 Bahnen

Emb(y',7)//Aut(y) x Aut(y) = {{¢o, 61}, {¢2, ¢3, ds, 5}, {06, ¢7}}

und die Vielfachheit von +/ in v unter Beriicksichtigung der Symmetrien
beider Graphen ist 3.

Vielfachheiten von Subgraphen werden fiir unsere Anwendungen in der Che-

mie des Ofteren eine Rolle spielen. Falls nicht explizit angegeben werden wir
Variante ii) verwenden.
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1.3 Molekulare Graphen

Chemische Verbindungen werden in dieser Arbeit als Multigraphen mit spe-
ziellen Knoten dargestellt. Kovalente Bindungen entsprechen den Kanten
des Multigraphen. Doppel- und Dreifachbindungen werden anhand der Kan-
tenvielfachheiten modelliert. Die Knoten sind Atome. Atome besitzen als
Attribute ein chemisches Element und einen Atomzustand.

1.3.1 Vorbemerkung:

Die chemischen Elemente werden eindeutig identifiziert durch ihre Ordnungs-
zahl. Diese entspricht der Anzahl positiv geladener Elementarteilchen, so ge-
nannten Protonen im Atomkern. Atome besitzen im elementaren Zustand
genauso viele FElektronen wie Protonen. Elektronen sind negativ geladene
Elementarteilchen, Atome sind also zunéchst ladungsméflig neutral.
Manche Elektronen ist in der Lage, Wechselwirkungen mit anderen Atomen
einzugehen. Elektronen, die diese Eigenschaft besitzen, heiflen Valenzelek-
tronen. Die Anzahl der Valenzelektronen ist abhingig vom chemischen Ele-
ment des Atoms. Wechselwirkungen mit anderen Atomen manifestieren sich
in Form chemischer Bindungen. Bei einer kovalenten Bindungen teilen sich
zwei Atome zwei, vier oder sechs Elektronen. Solche Bindungen bezeichnet
man geméf ihrer Vielfachheit als Einfach-, Doppel- oder Dreifachbindungen.
Andere Arten von Bindungen werden wir in Abschnitt 1.6.1 kennen lernen.
Valenzelektronen, die nicht an Bindungen beteiligt sind, schlieflen sich paar-
weise zu freien Elektronenpaaren zusammen. Verbleibende einzelne Valenz-
elektronen werden als ungepaarte Elektronen bezeichnet. Summiert man fiir
ein Atom einer chemischen Verbindung anteilig kovalenten Bindungen zuge-
ordnete Elektronen, Elektronen in freien Elektronenpaaren und ungepaarte
Elektronen, und vergleicht das Ergebnis mit der fiir das Element charak-
teristischen Anzahl von Valenzelektronen, so kann mitunter eine Differenz
resultieren. Diese bezeichnet man als Ladung des Atoms.

1.3.2 Definition:
Ein Atomzustand ist ein 4-Tupel Z = (vz,pz, qz,72), wobei

e vy € N die Valenz des Atoms bezeichnet,

pz € N die Anzahl freier Elektronenpaare am Atom angibt,

qz € Z die Ladung am Atom kodiert, und

rz € B:={0,1} := { falsch, wahr} das Vorhandensein eines ungepaar-
ten Elektrons am Atom beschreibt (Radikalstelle).

Einen Atomzustand nennen wir Grundzustand, wenn gz = 0 und rz = 0.
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1.3.3 Bemerkung:

Die Valenz oder Wertigkeit eines Atoms ist die Summe der von ihm ausge-
henden kovalenten Bindungen unter Beriicksichtigung ihrer Vielfachheit. Sie
entspricht also dem Grad eines Knotens im Multigraphen. Beispielsweise ist
die Valenz fiir H-Atome 1, fiir O—Atome 2, fiir N-Atome 3 und fiir C-Atome
4. Dies gilt allerdings nur, solange sich Atome im Grundzustand befinden,
d.h. keine Ladungen oder ungepaarte Elektronen besitzen. Es gibt Elemente,
wie beispielsweise Phosphor oder Schwefel, deren Atome auch im Grund-
zustand mehrere verschiedene Valenzen annehmen konnen, d.h. sie besitzen
mehrere Grundzusténde. So gibt es Verbindungen mit 3— und 5-valentem
Phosphor. Schwefel kann mit Valenzen 2, 4 und 6 auftreten. Dies wird da-
durch erméglicht, dass bei diesen Elementen die Anzahl der freien Elektro-
nenpaare in den Grundzustdnden variiert. Verldsst man die Grundzustéande,
so sind eine ganze Reihe weiterer Valenzen fiir die verschiedenen Elemen-
te moglich. Mathematisch erfasst man diese Vielfalt, indem man fiir jedes
chemische Element X eine Menge Zx giiltiger Atomzustinde definiert. Diese
Definition ist natiirlich abhéngig von der jeweiligen Situation, auf die das
Modell angewendet werden soll.

1.3.4 Beispiel:
Die vier wichtigsten Elemente in der organischen Chemie sind Kohlenstoff,
Wasserstoff, Stickstoff und Sauerstoff. Wir setzen deshalb

54 = {H, C, N7 O}

Dariiber hinaus treten in der organischen Chemie weitere Elemente auf. Ohne
Beschrankung der Allgemeinheit werden wir in vielen Beispielen Fluor, Silizi-
um, Phosphor, Schwefel, Chlor, Brom und Jod hinzuziehen. Wir bezeichnen
diese Menge mit

&n == {H,C,N,0,F,Si,P,S,Cl,Br}.

Tabelle 1.1 enthélt fiir die Elemente X € &;; die Ordnungszahl TEx, die
Anzahl von Valenzelektronen V Ex sowie eine Aufstellung (nach [162]) al-
ler Atomzustidnde Z, die fiir das Verhalten organischer Verbindungen in ei-
nem Massenspektrometer relevant sind. Nach Bemerkung 1.3.1 muss fiir den
Atomzustand Z eines Atoms vom Element X gelten:

Vz+2pz+qz+1r7=VEx.

Aufgrund dieser Eigenschaft wurde bei der Implementierung [56] von Atom-
zustinden auf die explizite Speicherung der Anzahl freier Elektronenpaare
verzichtet.
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| X TEx,VEx) [[vz [ pz [ gz [ vz || RC | CSC |

1 0 0 0 X X
H (1, 1) 0 0 1 0
0 0 0 1
4 0 0 0 b'q X
3 0 1 0
c@.9) 3 0 0 1
2 0 1 1
4 0 1 0
3 1 0 0 b'd X
N (7.5) 3 0 1 1
2 1 0 1
3 1 1 0
2 2 0 0 X X
0 (8, 6) 2 1 1 1
1 2 0 1
2 2 1 0
F (9, 7) 1 3 0 0 X X
1 2 1 1
4 0 0 0 b'd X
. 3 0 1 0
Si (14, 4) 3 ) 5 1
2 0 1 1
5 0 0 0 X
4 0 1 0
P (15, 5) 4 0 0 1
3 1 0 0 X X
3 0 1 1
2 1 0 1
6 0 0 0 X
5 0 1 0
5 0 0 1
4 1 0 0 X
4 0 1 1
S (16, 6) 3 T T 5
3 1 0 1
2 2 0 0 X X
2 1 1 1
1 2 0 1
2 2 1 0
Cl (17, 7) 1 3 0 0 x x
1 2 1 1
2 2 1 0
Br (35, 7) 1 3 0 0 X X
1 2 1 1
2 2 1 0
I (53, 7) 1 3 0 0 X x
1 2 1 1

Tabelle 1.1: Giiltige Atomzusténde fiir die Elemente aus £;; im Massenspek-
trometer
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1.3.5 Bemerkung:

Die Menge der giiltigen Atomzustédnde Zx fiir Element X ist abhédngig von
der zugrunde liegenden Chemie fiir die jeweils betrachtete Situation. Die in
[33] beschriebene hierarchische Klassifizierung chemischer Verbindungen l4sst
sich sehr treffend anhand der giiltigen Atomzusténde nachvollziehen.

Unter eingeschrinkter Chemie (engl. Restricted Chemistry, kurz RC') wer-
den alle Verbindungen zusammengefasst, deren Atome keine Ladungen oder
ungepaarte Elektronen besitzen, und zudem der Oktettregel geniigen. Diese
besagt, auf die Nomenklatur der Atomzusténde iibertragen, dass die Summe
der Elektronen, die an Bindungen beteiligt sind und der, die freie Elektronen-
paare bilden, fiir den Zustand Z jedes Atoms acht sein muss, also insgesamt

¢z=0 AN r7;=0 A 2vz+2py =8.

Einzige Ausnahme bildet dabei Wasserstoff. Die Atomzustédnde der RC sind
in Tabelle 1.1 mit einem Kreuz in der Spalte RC' gekennzeichnet. Eine Aus-
nahme bildet dabei Wasserstoff. Im Rahmen der RC ist es insbesondere
moglich, jedem Element X € &1 genau eine Valenz vx zuzuordnen Wir
bezeichnen vx als Standardvalenz von X.

Verzichtet man auf die Einhaltung der Oktettregel, so begibt man sich auf
das Gebiet der Chemie der abgeschlossenen Schalen (engl. Closed Shell Che-
mistry, kurz CSC'). Nach wie vor muss fiir Atomzustinde Z gelten: ¢z = 0
und rz = 0. Fiir diese Zustidnde findet man in Spalte CSC' von Tabelle 1.1
eine Markierung.

Lasst man auch diese Regel fallen, spricht man von ganzzahliger Chemie
(engl. Integral Chemistry, kurz IC'). Diese begrenzt zugleich den Darstel-
lungsbereich des hier verwendeten Modells. Charakteristisch fiir diese Che-
mie ist, dass alle Bindungsvielfachheiten durch ganze Zahlen beschrieben
werden konnen. Es gibt in der Chemie jedoch Phidnomene, die eine derarti-
ge Darstellung nicht mehr erlauben (vgl. Abschnitt 1.6.1). Mesomerie und
Multizentren—Bindungen miissen durch Erweiterungen unseres Molekiilmo-
dells beschrieben werden. Fasst man diese Objekte unter dem Begrift Mehr-
zentren—Chemie (engl. Multicenter Chemistry, kurz MC') zusammen, kann
man folgende Inklusionen notieren:

RC cCSC cICcMC.

Mit den obigen Bezeichnungen konnten durch den Strukturgenerator MOL-
GEN bis Version 3.5 [13] Verbindungen aus RC beschrieben werden. Ab
Version 4.0 [56] ist es moglich, Molekiile aus IC darzustellen. Im Folgenden
préazisieren wir diese Darstellungsweise.
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1.3.6 Definition:
Sei n € N*, £ eine Menge chemischer Elemente und

Ze = UZX
Xe€&

die Menge giiltiger Atomzustéinde der Elemente aus £. Dann bezeichnet man
¢ € 2P := (2¢)" als Zustandsverteilung und € € £". Ein Tripel

(6,¢,7) €E" X Z¢ X Gy
heifit molekularer Graph, wenn
() Vien:Cl)e Zq,
(ii) Vi € n:grad, (i) = ve).
M, bezeichne die Menge der molekularen Graphen mit n Atomen und

M:: UMn

neN*

die Menge aller molekularen Graphen.

1.3.7 Bemerkung:
Molekulare Graphen mit n Atomen sind also gerade die Elemente

(674—77) € E" % Zg X gn,4a

bei denen (i) die Zustandsverteilung ¢ giiltige Atomzusténde bzgl. der Ele-
mentverteilung ¢ angibt und (ii) die Knotengrade des Multigraphen ~ iiber-
einstimmen mit den Valenzen, die ( fiir die Atome vorschreibt. Die in Ab-
schnitt 1.2 eingefiihrten Bezeichnungen und Eigenschaften fiir Graphen
werden auch fiir molekulare Graphen M = (e, (,y) verwendet. (g, (,~) ist ein
zusammenhdngender molekularer Graph, wenn ~ zusammenhiingend ist. MY
bezeichnet die Menge der zusammenhéngenden molekularen Graphen mit n
Atomen, M die aller zusammenhingenden molekularen Graphen. Fiir die
reaktionsbasierte Strukturgenerierung (Abschnitt 2.2) werden wir die Zerle-
gung molekularer Graphen bzgl. ihrer Zusammenhangskomponenten sowie
die Summe molekularer Graphen benotigen:
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1.3.8 Definition:

Sei M = (&,(,y) € My, I := |Con(v)| und Con(v) = {7V|vp,--Ylvi, }s
wobei ng = |Vi| und V;, = {v¥ | i € n,} fiir k € I. Dann sind die durch
die Zusammenhangskomponenten von v induzierten molekularen Teilgraphen
von M fiir k € [:

My = (k, Ch, 1) € E™ X Zg* X G 4,
wobei fiir 7, j € ng, 1 # J:

en(i) = e(v}),
Gi(i) = ¢ (vr),
w({i g}) = v({vf, o).

i
~ o

1.3.9 Definition:
Sei l € N* und My, = (ex, (k, k) € My, fir k €  molekulare Graphen. Dann
ist die Summe der M, erklart als

@Mk C"}/ Egnngxgn4;

kel

wobei n =Y, ng und fir of =i+, ny, kel i€y

8(1}?) = 5k(i)=

Cvf) = Gul(a),

sowie fiir h € I, j € ny, v} # v}

V(o o) = {’yk(z ,j) falls h =k,

0 sonst.

1.3.10 Bemerkung:

Die durch Zusammenhangskomponenten induzierten molekularen Teilgra-
phen M;, k € [ eines molekularen Graphen M sind ihrerseits molekulare
Graphen. Wir bezeichnen diese Familie mit Con(M ). Ebenso ist die Summe
molekularer Graphen wieder ein molekularer Graph.

Ohne darauf im Einzelnen eingehen zu wollen, werden wir die in Abschnitt 1.2
eingefiihrten topologischen Eigenschaften fiir Graphen sowie deren Schreib-
weisen auf molekulare Graphen iibertragen.
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1.3.11 Bemerkung:

Als molekulare Graphen einer chemischen Verbindung bezeichnen wir diejeni-
gen Elemente aus M, welche den Bindungsverhéltnissen und Atomzustdnden
der Atome eines Molekiils der Verbindung entsprechen. Um eine eindeutige
Zuordnung von chemischen und mathematischen Strukturen zu erreichen,
bedienen wir uns erneut einer Operation der symmetrischen Gruppe .5,,.

1.3.12 Definition:
Sei n € N*, £ eine Menge chemischer Elemente und Z¢ = (¢ Zx die
giiltigen Atomzustinde zu den Elementen aus £. Dann ist durch

(E" X Zg X Gpa) X Sp — E™ X ZZ X Gy u,
((87 C? 7)77) — (67 C7’7)ﬂ-7

wobei
(e,¢,7)" = (", (")

und fiir 7,5 €n, i # j

eine Operation von S, auf " x Z¢ x G, 4 erklart. Die Eigenschaften (i) und
(i) aus Definition 1.3.6 bleiben unter dieser Operation erhalten und somit
operiert S, auch auf M,,. Zwei molekulare Graphen M, M’ € M,, sind zuein-
ander isomorph, wenn sie in der gleichen Bahn unter dieser Operation liegen.
Die Elemente von M,,//S, heiflen Isomorphieklassen molekularer Graphen.
Die Isomorphieklasse von M soll mit M bezeichnet werden.

1.3.13 Bemerkung:

Isomorphieklassen zusammenhéngender molekularer Graphen koénnen mit
Strukturformeln chemischer Verbindungen identifiziert werden. Gemé&$ [90]
kénnen molekulare Graphen mit polynomialem Aufwand auf Isomorphie ge-
testet werden. In [20] wird eine kanonische Form auf M,, beschrieben. Diese
werden wir im Folgenden mit s bezeichnen, und verwenden, um kanonische
Bahnreprésentanten zu berechnen und molekulare Graphen auf Isomorphie
zu testen.
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1.3.14 Schreibweise:

Die Darstellung chemischer Strukturformeln unterliegt einer Reihe sinnvoller
Konventionen. Zunéchst konnen wir einen molekularen Graphen als Multi-
graphen mit Knotenbeschriftungen darstellen (links):

+/H +
N i
H H H
~N v v
N Sy \C./\/lLO/
\ N7
| | H
H H

Die Knoten tragen die Elementsymbole, Ladungen werden links oberhalb des
Elementsymbols angefiigt, ebenso ungepaarte Elektronen, die durch einen
Punkt dargestellt werden. Freie Elektronenpaare kénnen als Striche am Ele-
mentsymbol eingetragen werden. Zur besseren Ubersicht vernachlissigt man
meist H-Atome, Elementsymbole von C-Atomen und freie Elektronenpaa-
re (rechts). Fiir Heteroatome, d.h. Atome aufler C und H, werden H-Atome
direkt neben dem Elementsymbol geschrieben. Ebenso verfihrt man bei C—
Atomen mit Ladungen oder ungepaarten Elektronen.

1.3.15 Definition:

Sei £ eine Menge chemischer Elemente. Eine Bruttoformel ist eine Abbildung
(3 € N¢. Die Bruttoformel eines molekularen Graphen M = (g,(,~y) € M,, ist
definiert durch

Bu(X) ={ien|eli)=X}.

Synonym verwendet man auch den Begriff Summenformel. Die Menge der
Strukturformeln

MG = {M | M € M, By = B}

zur Bruttoformel  bezeichnet man als Konstitutionsisomere (oder einfach
nur [somere) von f3.

1.3.16 Beispiel:
In Anhang E sind Anzahlen von Konstitutionsisomeren zu Summenformeln
mit Elementen aus £, zusammengestellt.
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1.3.17 Schreibweise:

Die Bruttoformel einer chemischen Verbindung umfasst also nur Information
itber die Anzahlen der in einem Molekiil der Verbindung enthaltenen Ato-
me der einzelnen Elemente. Dementsprechend ist es in der Chemie {iblich,
die Symbole der in der Verbindung enthaltenen Elemente gefolgt von der
jeweiligen Anzahl von Atomen hintereinander zu schreiben. Tritt dabei ein
Element nur einmal auf, wird auf die Angabe der Anzahl verzichtet. Bei-
spielsweise gehort die Bruttoformel

CoHeO

zu einer Verbindung mit 2 Kohlenstoff-, 6 Wasserstoff-Atomen und einem
Sauerstoff-Atom. Zuerst wird Kohlenstoff gefolgt von Wasserstoff aufgefiihrt.
Danach folgen die iibrigen Elemente in alphabetischer Reihenfolge ihrer Sym-
bole. Um Verwechslungen mit mathematischer Indizierung auszuschliefen
schreiben wir Bruttoformeln stets sans serif.

1.3.18 Bemerkung:

Wie zu Beginn dieses Abschnitts erwdhnt wurde, ist es im Allgemeinen nicht
moglich, jedem chemischen Element eine feste Valenz zuzuordnen. Deshalb
kénnen wir die Existenzsétze 1.2.7 und 1.2.15 fiir Multigraphen zu gegebener
Gradpartition nicht ohne weiteres auf molekulare Graphen und Bruttofor-
meln iibertragen. In Kapitel 5 werden wir aber dennoch derartige Kriterien
benotigen. Dazu bedienen wir uns der Valenzen vy aus Bemerkung 1.3.5 fiir
RC. Auf diese Zahlenwerte greifen unter anderem auch [91] und [108] zuriick,
wenn sie Regeln fiir die Plausibilitdt von Bruttoformeln im Rahmen moleku-
larer Strukturaufklarungsprobleme angeben. Aus 1.2.7 und 1.2.15 folgt fiir
Bruttoformeln unter Bedingungen der eingeschréankten Chemie:

1.3.19 Satz:
Zu 3 € N¢ existiert genau dann mindestens ein molekularer Graph M mit
fu = B, wenn
(Grl) > vxfB(X) =0 mod 2 und
Xee
(Gr2) Y oxf(X) —2max {vx | X € &, B(X) >0} >0.
Xe€
Fiir die Existenz mindestens eines zusammenhéngenden molekularen Gra-
phen muss zudem
(Con) Y vxB(X)—23 p3(X)+2>0
Xe€ Xee
gelten. Wir bezeichnen die Menge der Bruttoformeln, die (Grl), (Gr2) und
(Con) erfiillen mit B¢ .
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1.3.20 Bemerkung:

Mochte man mehrere Valenzen vy, ¢ € nx fiir ein Element zulassen, werden
die Tests aufwéndiger. Dann miissen Partitionen px = (1x(7))ieny FE B(X)
betrachtet werden. px (i) steht dabei fiir die Anzahl von Atomen des Ele-
ments X mit Valenz vx,. Es gibt genau dann mindestens einen molekularen
Graphen mit Bruttoformel 3, wenn Partitionen puyxy = G(X), X € £ existie-
ren, so dass

(Grl) >° > wxipx(i) =0 mod 2 und

Xe€ ieny
(Gr2) ng 2o uxipx (1) —2max {ux,; | X €€, 1 € nx, px(i) >0} = 0.
€& 1eny

Wie gehabt muss fiir die Existenz eines zusammenhingenden molekularen
Graphen zusétzlich

(Con') > > wxpux(i) =23 B(X)+2=0

Xe€ ienx Xe&

erfiillt sein.

In der Literatur wird in diesem Zusammenhang oft der Begriff des Doppelbin-
dungsiquivalents (engl. Double Bond Equivalent, kurz DBE) genannt. Das
DBE zur Bruttoformel § wird berechnet als

DBE(S <2+Zﬁ X—2>

Die Bedingungen (Grl) und (Con) werden dann meist unter Verwendung des
DBE formuliert.

1.3.21 Definition:
Sei £ eine Menge chemischer Elemente. Auf N¢ ist die Teilmengenrelation
fiir Bruttoformeln wie folgt definiert: Fiir 3, 3’ € N¢ ist

BCh = VYXeE&:F(X)<BX)

C“ erklirt eine Halbordnung auf N¢.

1.3.22 Definition:
Sei € eine Menge chemischer Elemente und 3 € N¢, 3 # 0 eine Bruttoformel.
Die empirische Formel zu (3 ist 3 € N¢ mit

: A(X)
Fx) = )

(%) ggt(B(€))
fir X € £. Dabei bezeichnet ggt(3(€)) den grofiten gemeinsamen Teiler der
Elemente von {8(X) | X € £}.
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1.3.23 Bemerkung:

Die empirische Formel einer chemischen Verbindung ist die empirische For-
mel ihrer Bruttoformel. Sie gibt lediglich Auskunft iiber die Verhéltnisse der
Anzahlen von Atomen der in einem Molekiil der Verbindung auftretenden
Elemente.
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1.4 Molekulare Substrukturen

In Abschnitt 1.2 haben wir Sub- und Teilgraphen kennen gelernt. Wir wollen
diese Begriffe im Folgenden auf molekulare Graphen iibertragen.

1.4.1 Definition:
Sei M = (e,¢,v) € M,, und k < n. Ein Tripel

S = (€I7§/,71> € (c/'k X Zg X Qk74
ist Substruktur von M, wenn

d¢ € Embc (v',y) : Vi€ k:e(o(i) = £'(i) A ((o(2)) = ¢'().

Analog werden geschlossene und induzierte Substrukturen erkléart. Um struk-
turelle Eigenschaften molekularer Graphen moéglichst genau und flexibel be-
schreiben zu kénnen, bedarf es einiger weiterer Definitionen.

1.4.2 Definition:
Sei n € N*, £ eine Menge chemischer Elemente und Z¢ = [Jy.e Zx die
giiltigen Atomzustdnde zu den Elementen aus £. Ein Tripel

MMG = (E, Z,T) € P(E)" x P*(Z¢)" x P(3)5) = MMG,,

heiit mehrdeutiger molekularer Graph (kurz MMG). Dabei bezeichnet P die
Potenzmenge, P* die Potenzmenge ohne die leere Menge () und m die Menge
{1,...,m}. Die Kantenmenge von M MG ist definiert als

Er = {e € (Z) | T(e) #@}.
1.4.3 Bemerkung:

Waihrend bislang die Implementation der Datenstrukturen recht offensicht-
lich erschien, wird an dieser Stelle eine erste ergénzende Bemerkung notwen-
dig. Natiirlich konnte man die Verteilung der Elemente und Atomzustdnde
eines mehrdeutigen molekularen Graphen jeweils durch ein Feld oder eine
Liste aller erlaubten Tupel von Elementen und Atomzustianden (E(7), Z(1))
realisieren. Dies wire aber spitestens dann hochst ineffizient, wenn E(i) = &
und Z(i) = Z¢ dargestellt werden soll. Dieses Problem wurde durch die
Einfiihrung einer abstrakten Basisklasse Atomtyp gelost. Dieser Datentyp
verfiigt iiber eine Funktion

Kompatibel : &€ x Zg — B,
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die im Rahmen einer Substruktursuche oder Strukturgenerierung aufgeru-
fen wird, um festzustellen, ob fiir den Knoten j eines molekularen Graphen
(6,¢,y) € M gilt: e(j) € E(i) und ¢((j) € Z(i). Folgende Atomtypen sind
derzeit implementiert:

e Atomtyp Standard kann genau ein Element und einen Atomzustand
darstellen, und deckt damit die Fille ab, wenn |E(i)| = |Z(i)| = 1.

o Atomtyp Multi kann ein Feld von Tupeln aus Elementen und Atom-
zustdnden darstellen. Dieser Atomtyp kann allgemein verwendet wer-
den.

e Atomtyp Any findet Verwendung, wenn E(i) = £ und Z(i) = Z¢. Die
Funktion Kompatibel liefert bei diesen Atomtyp immer das Ergebnis
wahr.

Neben der Effizienzsteigerung ist der wesentliche Vorteil dieser Technik die
Tatsache, dass nachtrégliche Erweiterungen einfach hinzugefiigt werden kon-
nen. So wére es beispielsweise denkbar, dass ein Atomtyp Element benotigt
wird, der alle Atomzustinde eines Elements darstellen kann. Dann muss le-
diglich der neue Atomtyp inklusive der Funktion Kompatibel definiert wer-
den. Verdnderungen an der Substruktursuche oder gar an den Algorithmen
zur Strukturgenerierung bleiben dem Programmierer erspart. Auf diesem We-
ge wurde ein Atomtyp hinzugefiigt, der speziell der Darstellung von Frag-
mentierungsreaktionen im Massenspektrometer gerecht wird (vgl. Abschnitt
5.4.2).

e Atomtyp MS unterscheidet nach Zugehéorigkeit von () zu einer der
folgenden Mengen von Elementen:
— alle Elemente,
— alle schweren Elemente, d.h. Elemente aufler H,
— alle schweren Elemente aufler C,
— alle Elemente mit freien Elektronenpaaren (N, O, P, S, Halogene).

¢(j) wird dabei hinsichtlich der Existenz einer positiven Ladung bzw. einer
Radikalstelle untersucht.



1.4. MOLEKULARE SUBSTRUKTUREN 29

1.4.4 Schreibweise:

Bei mehrdeutigen molekularen Graphen werden die Knoten mit den Alterna-
tiven fiir Elemente und Atomzusténde beschriftet bzw. mit Symbolen, welche
die verschiedenen Alternativen darstellen. Typische Schreibweisen sind dabei

A fiir ein beliebiges Atom und

Q fiir ein Heteroatom.

Weitere Beispiele findet man in Abschnitt 5.4.2. Alternativen fiir Bindungen
werden folgendermaflen kodiert:

1,2 1,3 2,3 1,2,3

1.4.5 Definition:

Sei k,n € N*, k < n, £ eine Menge chemischer Elemente, Z¢ = |Jy o Zx die
giiltigen Atomzustédnde zu den Elementen aus £ und M € M,,. Ein mehrdeu-
tiger molekularer Graph MMG = (E,Z,T') € MMGy, heiBt mehrdeutiger
molekularer Subgraph von M wenn eine injektive Abbildung ¢ € niknj existiert,
so dass

()  Viek: £(64)) e B),
G)  Viek: C(o() e Z(),

(ii) Vi, jy € Er - v({0(i),0())}) € ({7, 5}).
¢ heifit dann Finbettung von M MG in M als mehrdeutiger molekularer Sub-
graph und man schreibt MMGC M. Gilt zudem

(iv) v{i,j} € (5)\Br:  ~({¢(i), 6(j)}) =0,

so ist MMG mehrdeutiger molekularer Teilgraph von M. ¢ ist dann Ein-
bettung von M MG in M als mehrdeutiger molekularer Teilgraph und man
schreibt MMGC,M.

1.4.6 Bemerkung:

Oft miissen strukturelle Eigenschaften verarbeitet werden, die sich nicht
alleine durch mehrdeutige molekulare Graphen ausdriicken lassen. So ist
beispielsweise denkbar, dass zwei Atome eines mehrdeutigen molekularen
Graphen bzgl. ihrer Einbettung in einen molekularen Graphen vorgegebene
Absténde einhalten miissen, oder auf Ringen gegebener Lénge liegen sollen,
oder nicht liegen diirfen. Zu diesem Zweck konnen mehrdeutige molekulare
Graphen mit Substruktur—Restriktionen versehen werden.
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1.4.7 Definition:
Sei k € N*. Eine Substruktur—Restriktion ist eine Abbildung

SR : U (M, x nfnj) — B.

n

SRy bezeichne die Menge der Substruktur—Restriktionen auf & Atomen.

1.4.8 Bemerkung:

Ebenso wie der Atomtyp ist die Substruktur—Restriktion als abstrakte Ba-
sisklasse implementiert. Derzeit sind folgende Typen von Substruktur—Re-
striktionen verfiigbar:

e Substruktur—Restriktion Distanz: Fiir zwei Atome ¢,j € k wird ein

Intervall [a,b] C N* angegeben, welches den Abstand der beiden Atome
beziiglich der Einbettung ¢ des mehrdeutigen molekularen Graphen in
M festlegt.

wahr,  falls disty (¢(i), ¢(j)) € [a,b],

Dist .
SRy jap (M 0) — { falsch, sonst.
Substruktur-Restriktion Hybridisierung: Fiir eine nichtleere Teilmenge
{i; | j € h} C k von Atomen des mehrdeutigen molekularen Graphen
wird eine Hybridisierung 7 angegeben mit der diese Atome beziiglich
der Einbettung ¢ des mehrdeutigen molekularen Graphen in M vorlie-
gen miussen.

wahr,  falls Vj € h:hyb,(¢(i;)) =7,

SRIbHd -y , Q) —>
{izl€hkn (M, 9) falsch, sonst.

Substruktur-Restriktion Nachbarschaft: Fiir eine nichtleere Teilmenge

von Atomen des mehrdeutigen molekularen Graphen wird eine Sub-

struktur angegeben, zu der die gewéhlten Atome beziiglich der Einbet-

tung des mehrdeutigen molekularen Graphen in M einen bestimmten,

in Form eines Intervalls spezifizierten Abstand einnehmen miissen.

Substruktur-Restriktion Ring: Fiir eine nichtleere Teilmenge von Ato-
men des mehrdeutigen molekularen Graphen wird eine Ringldnge in
Form eines Intervalls angegeben. Die gewéhlten Atome miissen oder
diirfen nicht beziiglich der Einbettung des mehrdeutigen molekularen
Graphen in M auf einem Ring der vorgegebenen Linge liegen.
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1.4.9 Definition:
Sei k € N* und h € N. Eine molekulare Substruktur

S = (MMG,{SR; | i € h}) € MMG; x P(SRy) =: Sk

ist ein Tupel bestehend aus einem mehrdeutigen molekularen Graphen und
einer Menge von Substruktur—Restriktionen.

1.4.10 Definition:
Sei k,n € N, k < n, S = (MMG,{SR; | i € h}) € S eine molekulare
Substruktur und M € M,, ein molekularer Graph. Eine injektive Abbildung

NS ni]"’nj heifit Einbettung von S in M als molekulare Substruktur, wenn

(i) MMGC M und
(ii) Vieh: SR;(M,¢)=wahr.

Wir schreiben dann SCyM und nennen S molekulare Substruktur von M.
Gilt zudem

(iii) MM Gg;M ,
so ist ¢ Einbettung von S in M als molekulare Teilstruktur . Wir schreiben
dann S QQ)M und nennen S molekulare Teilstruktur von M. Mit

Embc (S, M) = {¢ € nf,; | SC,M}
Embci(S, M) == {¢ € nf; | SC,M}

bezeichnen wir wie gehabt die entsprechenden Mengen von Einbettungen.

1.4.11 Bemerkung:

Ein Algorithmus, der nach Einbettungen einer Substruktur in einem mole-
kularen Graphen sucht, heiflt Substruktursuche. Substruktursuche wird fiir
verschiedene Belange der Computerchemie bendtigt. So erhalten Strukturge-
neratoren [3, 13, 14, 51, 53, 56, 99] Listen von Substrukturen (so genannte
Good— und Badlist) als Eingabe, um nur solche molekulare Graphen zu kon-
struieren, die diese Substrukturen enthalten bzw. nicht enthalten. In [53] fin-
det man eine algorithmische Beschreibung der Substruktursuche. Die Aussa-
ge iiber das Vorhandensein einer Substruktur in einem molekularen Graphen
kann als bindrer molekularer Deskriptor (vgl. Abschnitt 4.3.2) aufgefasst wer-
den. In [152] wird ein Vektor solcher bindrer Deskriptoren verwendet, um die
Ahnlichkeit molekularer Graphen zu bestimmen. Im Abschnitt 1.5 wird be-
schrieben, wie mit Hilfe molekularer Substrukturen Reaktionsschemata defi-
niert und chemische Reaktionen im Computer simuliert werden kénnen.
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1.5 Chemische Reaktionen

Verdnderungen an chemischen Verbindungen werden in der Chemie durch
Reaktionen beschrieben. Wir wollen diese Verdnderungen mathematisch spe-
zifizieren, um sie auf unser graphisches Modell molekularer Strukturen an-
wenden zu kénnen. Wir folgen dabei der Vorgehensweise aus [42] und [140].

1.5.1 Definition:
Sei n € N*, £ eine Menge chemischer Elemente und Z¢ = (.o Zx die
giiltigen Atomzustdnde zu den Elementen aus £. Ein Tupel

C = (M, M) € M, x M,

bestehend aus zwei molekularen Graphen M = (¢,(,v) und M’ = (¢/, (', 7/)
heift chemische Reaktion, wenn e = ¢’. M heifit Fduktgraph und M’ Produkt-
graph. Die Elemente von Con(M) sind Fdukte oder synonym Reaktanden, die
von Con(M’) Produkte. C,, bezeichne im Folgenden die Menge der chemischen
Reaktionen auf n Atomen.

Ist |Con(M)| = 1 so bezeichnet man C als unimolekulare Reaktion oder
FEinkomponentenreaktion. Ist zusétzlich |Con(M’)| = 1 nennt man C' Um-
lagerungsreaktion, falls |Con(M')| > 1 spricht man von einer Zerfallsreakti-
on. Eine Reaktion mit |Con(M)| = 2 bezeichnet man als bimolekular oder
Zweikomponentenreaktion. Reaktionen mit |Con(M)| > 2 nennen wir auch
Synthesereaktionen.

1.5.2 Bemerkung:

Von besonderem Interesse sind die durch die chemische Reaktion C' entstan-
denen Verdnderungen der Atomzustdnde und Bindungen. Dazu betrachtet
man den Reaktionsdnderungsgraph

AC = (A(Ay) € AZ" X Gy —33 =: ACy,
wobei fiir ¢t € n
AL(1) = (Avy, Api, Aqs, Ary) EZ XL X Z xB = AZ
die Zustandsdnderung von Atom i angibt. Dabei beschreibt
o Av; i= ve) — Ve die Anderung der Valenz,
o Ap; := pery — pegy die Anderung der Anzahl freier Elektronenpaare,

o Ag; := qei) — qe() die Ladungsédnderung und
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o Ar; = 1o \'/rg(i) die Anderung des Radikalcharakters an Atom 1,
wobei ,, V ¢ die Verkniipfung zweier boolscher Ausdriicke durch ,,aus-
schlieBendes oder* bezeichnet.

A( ist die Zustandsdnderungsverteilung von C. Weiterhin gibt
AY € G s = [-3,3]C)
fir i,7 € n, 1 # 7 mit

die Bindungsinderung zwischen Atom ¢ und j an. A~ ist der Bindungs-
anderungsgraph von C'. Eine chemische Reaktion C' wird durch ihren Edukt-
graphen M und ihren Reaktionsdnderungsgraphen AC' vollstandig beschrie-
ben. Wir bezeichnen deshalb den 5-Tupel (e,(,v, A(, Ay) als Reaktions-
graph. Mit den Bezeichnungen aus Definition 1.5.1 schreiben wir:

M = ACo M,
wobei
ACo M = (AC7A7) ° (67 <a7) = (57 AC © C;A7 © 7)
und fiir 7,j €n, i # j
(Ao ¢)(i) := AL(i) o ¢(7)
(Ayoy)({i,g}) ==({i5}) + Av({i, j}).
Die Zustandsverteilung ist dabei

AC(1) 0 C(2) == (ve) + Avy, Py + Api, dey + Agi, Ty V Ary).

1.5.3 Definition:
Sei C' = ((&,(,7), (5,¢',7)) € C, eine chemische Reaktion. Dann ist

Cen(C) :={ien| () # @) VvIj:v({ij}) #+'{i}H)}

das Reaktionszentrum von C.

1.5.4 Bemerkung:

Im Reaktionszentrum liegen also genau die Atome, deren Zustand sich bei
der Durchfithrung der Reaktion dndert, oder deren inzidente Bindungen ihre
Vielfachheit &ndern bzw. neu gebildet oder gebrochen werden. Man kann eine
chemische Reaktion auch durch Angabe des Eduktgraphen, des Reaktions-
zentrums und der Verdnderung von Atomzustinden und Bindungen der im
Reaktionszentrum gelegenen Atome beschreiben.
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1.5.5 Definition:
Sei C' eine chemische Reaktion. Der auf dem Reaktionsgraphen durch das
Reaktionszentrum induzierte Teilgraph

RCG(C) = (¢lcen(c), Cleen(e) Vlcen(c)s Allcen(c)s AY[cen(c))
heifit Reaktionszentrumsgraph von C'.
1.5.6 Beispiel:

Folgende Abbildung zeigt die Diels—Alder—Reaktion nach [140]. Auf der lin-
ken Seite des Reaktionspfeils stehen dabei die Edukte, rechts die Produkte:

Cl

Nachfolgend ist links der Reaktionsgraph und rechts der Reaktionszentrums-
graph dargestellt:

i
H\C%T\O\S%O C%C\O\S
e 1]
g \‘\\T/ ¢ \‘\\c/
H

Neu geschlossene Bindungen sind dabei durch Kreise, gebrochene Bindungen
durch Kreuze ausgezeichnet.

1.5.7 Bemerkung:

In der Chemie beobachtet man oft, dass verschiedene Reaktionen nach glei-
chen oder dhnlichen Schemata ablaufen. Dies manifestiert sich, indem ihre
Reaktionszentrumsgraphen ,,dhnlich“ sind. Diese ,, Ahnlichkeit“ wollen wir
nutzen, um eine Datenstruktur zu erklédren, die zum einen ,,dhnliche“ Reak-
tionszentrumsgraphen reprasentiert und zum anderen erméglicht, bei einem
gegebenen Eduktgraph die chemische Reaktion, aus der der Reaktionszen-
trumsgraph gewonnen wurde, zu rekonstruieren.
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1.5.8 Definition:
Sei k € N*. Ein Reaktionsschema ist ein Tripel

R:=(S,A(, Ay) € Sy x AZF X G133 = Ry

bestehend aus der Reaktionssubstruktur S, der Zustandsinderungsverteilung
A( und dem Bindungsdinderungsgraph A-y.

Je nach Anzahl der Zusammenhangskomponenten des S zugrunde liegenden
MMG bezeichnen wir R als unimolekular, bimolekular u.s.w.

1.5.9 Bemerkung:

Diese Definition weicht ab von [164]. Dafiir sind nunmehr auch Zerfalls- und
Umlagerungsreaktionen sowie Synthesereaktionen von mehr als zwei Kom-
ponenten darstellbar.

Die Anwendung eines Reaktionsschemas R = (S, A, A7) € Ry auf einen mo-
lekularen Graphen M = (e,(,v) € M,, erfolgt in zwei Schritten. Zuerst wird
eine Einbettung der Reaktionssubstruktur S in M als molekulare Teilstruk-
tur gesucht. Ist eine solche Einbettung ¢ € Embc:(S, M) gefunden, werden
Zustandsidnderungsverteilung und Bindungsénderungsgraph folgendermafien
auf M angewendet: ¢ induziert eine Abbildung

CIACE — AC,, (A AY) — (A AY)? = (AC?, AY?),
wobei fiir 1 € n

N AC(¢71(4)) falls i € ¢(k),
. (0,0,0, falsch) sonst,

und fiir 7,j €n, i # j

A i {m {o7@,07' ()} falls i, j € o(h),

0 sonst.

Die Anwendung von R auf M bzgl. ¢ kénnen wir nun vermoge (AC, Ay)?
definieren als

Roy M := (A, AY) oy M := (AL, Ay)? o M.

Dabei ist jedoch nicht sichergestellt, dass es sich bei M o4, R um einen mole-
kularen Graphen handelt.
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1.5.10 Definition:

Seien k,n € N*, k < n, R = (S,A(,Av) € R}, ein Reaktionsschema und
M € M,, ein molekularer Graph. Die Menge der Produktgraphen bei der
Anwendung von R auf M ist

Prodg (M) :={Roy M € M,, | ¢ € Embci(S, M)}.

1.5.11 Bemerkung:

Das beschriebene Modell erlaubt, chemische Reaktionen qualitativ zu simu-
lieren, d.h. zu gegebenen Edukten und Reaktionsschemata alle mdglichen
Produkte zu bestimmen. Ein weiterer wichtiger Aspekt ist der quantitative
Verlauf chemischer Reaktionen, d.h. in welchen Konzentrationen die Produk-
te auftreten. Dies ist weit schwieriger zu modellieren und die Modelle sind
oft nur auf eng begrenzte Substanzklassen anwendbar. So wurde beispielswei-
se in [62] und [130] versucht, Reaktionen im Massenspektrometer quantitativ
vorherzusagen. Dabei kommen Methoden des maschinellen Lernens zum Ein-
satz. [68] erweitert die Moglichkeiten der Reaktionsvorhersage im Rahmen
des Programmsystems FROS 7. Allerdings bleibt die exakte Bestimmung
von Reaktivitdten ein nur mit hohem Aufwand durch experimentelle Mes-
sungen oder quantenchemische Berechnungen 16sbares Problem. Interessant
ist dahingehend ein neuerer Ansatz [15, 16], der versucht, die notwendigen
Energieberechnungen mit einem stark vereinfachten Modell zu erstellen.
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1.6 Erweiterungen des Molekiilmodells

Es gibt in der Chemie Phidnomene, die durch unser graphentheoretisches
Modell zunéchst nicht beschrieben werden kénnen. Fiir die organische Che-
mie sind dabei Mesomerie und die geometrische Struktur von Molekiilen von
besonderem Interesse.

1.6.1 Mesomerie

Bei aromatischen Strukturen ist es nicht mehr mdoglich, jede Bindung ein-
deutig durch eine ganzzahlige Kantenvielfachheit zu beschreiben. Stattdessen
konnen mehrere mesomere Grenzstrukturen angegeben werden, um aromati-
sche Verbindungen darzustellen. Allerdings sind diese generell nicht isomorph
im Sinne von Definition 1.3.12.

1.6.1 Beispiele:
Ein sehr einfaches Beispiel einer aromatischen Verbindung ist Benzol:

Bereits bei zweifach substituierten Benzol-Derivaten kénnen nichtisomorphe,
aber chemisch &quivalente Darstellungen angegeben werden, wie man am
Beispiel von 1,2-Dichlorbenzol sieht:

Cl Cl

Cl Cl

1.6.2 Bemerkung:

Im Allgemeinen besteht das Interesse, Strukturrdume so irredundant wie
moglich darzustellen. Dazu ist es insbesondere notwendig, mesomere Du-
bletten z.B. in der Ausgabe eines Strukturgenerators erkennen und filtern
zu konnen. Des Weiteren ist es bei der Suche nach Struktur-Eigenschafts—
Beziehungen (Abschnitt 4.4) wichtig, chemische Verbindungen so genau wie
moglich zu beschreiben. Es gibt molekulare Deskriptoren, die Informationen
iiber die Aromatizitdt von Bindungen beriicksichtigen.

Die mathematischen Aspekte der Erkennung und Filterung mesomerer Du-
bletten wurden eingehend in [41] behandelt. Problematisch ist es aber immer
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wieder, den in der Chemie rein phéanomenologisch definierten Begriff der Aro-
matizitat in graphische Regeln zu fassen.

Bereits in MOLGEN 3.5 war ein Filter fiir aromatische Dubletten integriert.
Dieser konnte jedoch nur aromatische Ringe bestehend aus sechs C-Atomen
finden. Inzwischen steht ein Algorithmus zur Verfiigung, welcher aromatische
Systeme variabler Grofle mit Heteroatomen und/oder Ladungen erkennt (vgl.
auch [54], Abschnitt 9.8).

1.6.3 Definition:
Sei M € M ein molekularer Graph. Ein Kreis W mit Léange leny (W) > 3
heifit aromatisch, wenn

(i) die Anzahl der zyklisch delokalisierten m—Elektronen auf W 4k + 2 mit
k € N* betrdgt. Dazu zdhlen
(a) pro Mehrfachbindung 2 Elektronen und
(b) pro Atom mit einem einsamen Elektronenpaaren 2 Elektronen,

(ii) jede Mehrfachbindung mit genau zwei Einfachbindungen in W inzident
ist, und

(iii) jede Einfachbindung entweder

(a) mit genau zwei Mehrfachbindungen in W inzident ist oder

(b) mit genau einer Mehrfachbindung in W und am anderen Ende zu
einem Atom mit einsamen Elektronenpaaren inzidiert oder

(c) mit genau einer Mehrfachbindung in W und am anderen Ende zu
einem Atom mit Ladung inzidiert.

1.6.4 Bemerkung:

Kreise, die obige Bedingungen erfiillen, werden auch als aromatische Rin-
ge bezeichnet. Bei dieser Nomenklatur ist jedoch zu beachten, dass es sich
nicht um Ringe im Sinne von Definition 1.2.11 handeln muss. Bindungen auf
solchen Kreisen nennt man aromatische Bindungen.



1.6. ERWEITERUNGEN DES MOLEKULMODELLS 39

1.6.5 Beispiel:
Nach Definition 1.6.3 besitzt Naphthalin 11 aromatische Bindungen, wie man
an den drei mesomeren Darstellungen iiberpriifen kann:

Die linke Struktur enthilt zwei aromatische Ringe der Lénge 6, die beiden
rechten je einen der Lénge 6 und einen der Lange 10. Die beiden rechten
Strukturen sind isomorph im Sinne von Definition 1.3.12. Nach Markierung
der aromatischen Bindungen werden alle drei Strukturen als isomorph er-
kannt.

1.6.6 Algorithmus:
In einem molekularen Graphen M werden aromatische Bindungen folgender-
maflen identifiziert:

(i) Durchlaufe nach depth—first Methode alle Wege W in M, die Bedin-
gungen (ii) und (iii) aus Definition 1.6.3 geniigen.

(ii) Ist W ein Kreis, der zusétzlich Bedingung (i) aus Definition 1.6.3 erfiillt,
so markiere alle Kanten in W als aromatisch.

(iii) Entferne Ladungen an Atomen, die nach Bedingung (iii, ¢) aus Defini-
tion 1.6.3 an dem aromatischen Ring beteiligt sind.

1.6.7 Bemerkung:

Da wir nun wissen, wie aromatische Bindungen zu finden sind, bleibt zu
iiberlegen, wie diese kodiert werden sollen. Nahe liegend wére zunéchst, bei
den Bindungsvielfachheiten auch rationale Zahlen zuzulassen. So konnte man
beispielsweise im Benzol die aromatischen Bindungen mit Vielfachheit % ko-
dieren. Jedoch stofit dieses Modell schon beim Naphthalin an seine Grenzen:
Wiirde man hier alle aromatischen Bindungen mit Vielfachheit g versehen, so
ergéibe dies fiir die beiden zentralen C-Atome eine Valenz von $ ¢ N. Um dies
zu vermeiden, kénnte man Bindungsvielfachheiten von % und g zuordnen. Al-
lerdings wire man dann mit einem weiteren Problem konfrontiert, ndmlich
der Berechnung passender Bindungsvielfachheiten. In der gegenwartigen Im-
plementation werden aromatische Bindungen durch einen nicht nummerisch
interpretierbaren Bindungstyp ,,aromatisch®“ dargestellt. Eine befriedigende
Losung gibt es auf Basis von Multigraphen nicht.
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Ein weiteres Problem tritt auf, wenn Ladungen an dem aromatischen System
beteiligt sind. So ist beispielsweise das Tropylium—Ion

aromatisch. Nach Markierung der aromatischen Bindungen muss konsequen-
terweise auch die positive Ladung an dem C-Atom entfernt werden. Insge-
samt bleibt die Struktur jedoch einfach positiv geladen. Die positive Ladung
ist auf das gesamte aromatische System verteilt. Auch diese Konstellation
kann durch unser bisheriges Modell nicht dargestellt werden.

Ein alternativer Ansatz wire ein Molekiilmodell, welches die Zuordnung von
Elektronen zu Atomen wiederspiegelt und in Form von Multi-Hypergraphen
darstellt:

Sei m € N*, m > 2 eine obere Grengze fiir die Anzahl von Elektronen in einem
aromatischen System. Eine chemische Verbindung mit n Atomen kann dann
dargestellt werden durch einen Multi-Hypergraphen

o emP ™

Fir V € P*(n) entspricht (V) der Anzahl von Elektronen, die sich die
Atome aus V ,teilen“. Wie in Abschnitt 1.3 miisste eine Verteilungsfunkti-
on fiir die Elemente zur Beschreibung eines Molekiils hinzugezogen werden.
Da in ¢ auch die freien Elektronenpaare und einsamen Elektronen kodiert
sind, kann iiber die Anzahl der Valenzelektronen des chemischen Elements
die Ladung am Atom berechnet, und somit auf eine Verteilungsfunktion fiir
Atomzustéinde verzichtet werden. ¢ € m”" (™ wiirde sich dann wie folgt aus
M = (e,¢,v) € M,, berechnen:

o({i}) = 2pciy + ey,

- 2
Pt = {2%{@',]’}) sonst

0 falls {1, ..., 4} kein aromatisches System ist,

falls 7+ und 7 aromatisch gebunden,

©({i1,...,ix}) = < sonst :  Anzahl von Elektronen, die i1, ...,

an das aromatische System abgeben,

wobei i € n, {i,j} C n und {iy, ..., } € n mit k£ > 3. Um die graphentheo-
retischen Begriffe aus Abschnitt 1.2 auf dieses Modell anwenden zu koénnen,
muss man die Projektion %(p\ ) auf die zweielementigen Mengen von P*(n)

betrachten.
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Ein dhnliches Modell zur Reprisentation von Molekiilen wird in [80] und
[81] beschrieben. In [11] wird zwischen o— und m—Elektronensystemen un-
terschieden. Unter anderem ist dort auch die Darstellung von delokalisierten
m—Elektronen vorgesehen, wodurch aromatische Systeme dargestellt werden.
Eine sehr umfassende Représentation fiir Verbindungen mit nicht kovalenten
Bindungen zeigt [49], wo zudem auch eine Darstellung konfigurativer Aspek-
te, d.h. der Stereochemie ermoglicht wird.

1.6.2 Geometrie

Bislang haben wir vernachléssigt, dass Molekiile auch als Objekte im dreidi-
mensionalen Raum zu verstehen sind. Man kann dieser Tatsache Rechnung
tragen, indem man M € M, mit 3D-Koordinaten

e (RY)

versieht. £ ordnet dabei jedem Atom einen Punkt aus R?® zu. Eine solche 3D
Platzierung von M kann beispielsweise mit Hilfe des MM2-Kraftfeld-Modells
nach [1] berechnet werden. Dabei wird eine gegebene Startplatzierung bzgl.
einer Energiefunktion, in die Abstdnde, Winkel und Torsionswinkel zwischen
Atomen eingehen, optimiert. Die Optimierung erfolgt mittels einem modifi-
zierten Gaufi-Newton—Verfahren. Fiir die Minima der Energiefunktion erhélt
man in vielen Fillen eine plausible 3D-Platzierung des Molekiils. Mitunter
terminiert der Optimierungsalgorithmus allerdings auch in lokalen Minima,
die chemisch irrelevanten Platzierungen entsprechen. Das Ergebnis der Ener-
gieoptimierung ist abhingig von der Startplatzierung fiir das Verfahren. Die
Wahl der Startplatzierung kann nach verschiedenen Strategien erfolgen:

(i) Zufallsplatzierung,
(ii) 2D-Koordinaten und Zufallswerte fiir die dritte Koordinate,
(iii) auf eine Kugeloberfliche projizierte planare Platzierung.

Variante (i) ist vor allem dann sinnvoll, wenn in mehreren Optimierungs-
laufen verschiedene Platzierungen berechnet werden sollen. Dies kann z.B.
im Rahmen einer Konformationsanalyse [12, 17] erwiinscht sein. Allerdings
ist im Vergleich zu den beiden anderen Methoden die Wahrscheinlichkeit,
unrealistische 3D—Platzierungen zu finden, relativ hoch.

Variante (ii) wird in der aktuellen Version von MOLGEN benutzt. Die 2D-
Platzierung wird von einem Algorithmus [133] berechnet, der versucht che-
mische Strukturen ausgehend von ihren Ringsystemen bestmoglich verteilt
auf einer rechteckigen Grundflache darzustellen.
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Wie [120] zeigt, sind die meisten organischen Verbindungen graphentheore-
tisch planar. Man kann fiir solche Strukturen eine planare Platzierung in der
Ebene berechnen, und diese auf eine Kugeloberfliche projizieren. Inwiefern
diese Strategie gute Startplatzierungen fiir die Energieoptimierung liefert,
bleibt zu untersuchen.
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1.7 Molekulare Graphen und existente che-
mische Verbindungen

Zwar ist die Vielfalt real existierender chemischer Verbindungen erstaunlich
grof}, jedoch macht sie nur einen Bruchteil der mathematisch moglichen mole-
kularen Graphen aus. Dies liegt in erster Linie daran, dass viele mathematisch
darstellbare molekulare Graphen als chemische Verbindungen energetisch zu
instabil waren.

Man kann diesen Bruchteil unter bestimmten Einschrankungen quantitativ
angeben. Es gibt eine Datenbank?, in der ein Grofiteil aller real existieren-
den Verbindungen der organischen Chemie, d.h. Naturstoffe und kiinstlich
synthetisierte Kohlenstoffverbindungen erfasst ist. Diese Datenbank umfasst
derzeit 8711107 Eintrage. Daraus wurden alle zusammenhéngenden Struktu-
ren extrahiert, die sich nur aus Elementen in £, zusammensetzen und eine
Molekiilmasse von 150 amu nicht iiberschreiten: Derer fanden sich 174290.
Weiterhin wurden davon solche entfernt, bei denen Atome auftraten, de-
ren Masse vom héufigsten Isotop abwich. Ebenso wurden all diejenigen ver-
worfen, die Atome mit Ladungen oder Radikalstellen aufwiesen, oder deren
Valenz grofler als die Standardvalenz vy war. Zudem wurde beriicksichtigt,
dass in der Datenbank auch Stereoisomere abgelegt sind, d.h. chemische Ver-
bindungen, die durch den gleichen molekularen Graphen dargestellt werden,
aber sich durch ihre geometrische Gestalt unterscheiden. Nach kanonischer
Nummerierung und Filterung von Dubletten verblieben 103040. Diese wur-
den schlieflich nach ihren Bruttoformeln sortiert.

In Anhang E wird fiir jede Bruttoformel mit Elementen aus £ mit Mo-
lekiilmasse < 150 aufgelistet, wie viele Konstitutionsisomere theoretisch (ma-
thematisch) und wie viele real (in der Beilstein—Datenbank) existieren. Es
wird nicht verwundern, dass nur ein verschwindend geringer Anteil als real
existent nachgewiesen ist. Beispielsweise sind von den 217 Konstitutionsi-
someren zur Bruttoformel CgHg nur 29 in der Beilstein—Datenbank erfasst
(Abbildung 1.1).

Eine mogliche Erklarung ist die mangelnde chemische Stabilitét vieler theore-
tisch denkbarer Konstitutionsisomere. Dieses Argument kann durch die ste-
rische Energie (kurz SE) in Zahlen gefasst werden. Die sterische Energie
bildet die Zielgréfle in dem oben angesprochenen Optimierungsproblem zur
Berechnung einer dreidimensionalen Platzierung.

Wir fithren dazu folgendes Experiment durch: Auf jedes der 217 Konstitu-
tionsisomere von CgHg wurde der Optimierungsalgorithmus 10 mal mit ver-

2Beilstein Datenbank BS0302PR mit MDL CrossFire Commander Server—Software,
Version 6.0, MDL Information Systems GmbH
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Abbildung 1.1: Konstitutionsisomere von CgHg in der Beilstein—Datenbank
zusammen mit den berechneten Werten fiir die sterische Energie

schiedenen Startplatzierungen angewendet. Die jeweils kleinsten Werte sind
fiir die CgHg—Isomere der Beilstein—Datenbank in Abbildung 1.1 eingetragen
und sind fiir alle 217 CgHg—Isomere in Abbildung 1.2 visualisiert: Graue Lini-
en stehen fiir Energiewerte nicht existenter [somere, solche real existierender
Verbindungen sind schwarz dargestellt.

Man sieht deutlich, dass real existenten Isomeren eher kleinere Energiewer-
te zugeordnet sind. Nicht in der Beilstein—Datenbank vertretene Struktu-
ren mit kleinsten Energiewerten sind (von links) Hexa-1,2,3,4-tetraen (47,12
kecal/mol) und 3-Methylpenta-1,2-dien-4-in (48,15 kcal/mol):

NN
/\//\//\\(\

Die grofiten Energiewerte unter den in der Beilstein—Datenbank enthalte-
nen CgHg—Isomeren haben Bi(cycloprop-1l-en-1-y1) (332,72 kcal/mol), Pris-
man (329,05 kcal/mol) und Bi(cycloprop-2-en-1-y1) (328,93 kcal/mol). Nicht

iiberraschend ist, dass das CgHg—Isomer, dessen Kohlenstoffgeriist dem Gra-
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Abbildung 1.2: Sterische Energie der Konstitutionsisomere von CgHg

phen Kj 3 entspricht, maximale sterische Energie (688,76 kcal/mol) besitzt:

Bei genauerer Betrachtung der Strukturen und ihrer Energiewerte erkennt
man, dass die 15 azyklischen CgHg—Isomere gerade die 15 kleinsten Ener-
giewerte annehmen. Den kleinsten Energiewert unter den zyklischen CgHg—
Isomeren hat Benzol (86,79 kcal/mol).

Ausgehend von einer rdumlichen Platzierung kann man auch einen Wert fiir
das Volumen eines Molekiils, das so genannte Van der Waals Volumen be-
rechnen. Dabei wird jedes Atom als Kugel mit einem so genannten Van der
Waals Radius betrachtet. Die 3D-Koordinaten der Atome stellen die Kugel-
mittelpunkte dar. Details zur Volumenberechnung folgen in Beispiel 4.3.6. Je
nachdem, wie gro die Uberschneidungen der Van der Waals Kugeln sind,
ergeben sich verschiedene Molekiilvolumina fiir die 217 CgHg—Isomere. Diese
sind in Abbildung 1.3 visualisiert. Wiederum sind die Volumina nach Beil-
stein real existenter Isomere durch schwarze Linien hervorgehoben. Man kann
sehen, dass diese eher im oberen Bereich der Volumina aller mathematisch
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Abbildung 1.3: Van der Waals Volumen der Konstitutionsisomere von CgHg

moglichen CgHg—Isomere liegen. Die nicht in der Beilstein—Datenbank vertre-
tene Struktur mit grofitem Volumen ist 3—-Methyl-3—vinylcyclopropin (95,039

A%):
><_

Kleinstes Volumen besitzt das Isomer mit dem Kohlenstoffgeriist des K33
(80,957 A3), gefolgt von Prisman (83,022 A%).

Existenz oder Nichtexistenz ist sicherlich eine der grundlegendsten Eigen-
schaften einer chemischen Verbindung. Allerdings kann sich diese Eigenschaft
dndern, wenn eine zuvor nicht existent geglaubte Verbindung entweder syn-
thetisiert, oder in der Natur nachgewiesen wird. In Kapiteln 4 und 5 werden
wir uns mit anderen, weniger variablen Eigenschaften chemischer Verbindun-
gen beschéftigen. Dabei werden wir versuchen, aus den chemischen Struktu-
ren auf ihre Eigenschaften, oder umgekehrt von gegebenen Eigenschaften auf
die Strukturen zu schlieen. Eine wichtige Rolle bei diesen Betrachtung wird
die Fahigkeit spielen, molekulare Strukturen nach bestimmten Vorschriften
generieren, d.h. . virtuell synthetisieren” zu kénnen. Die wichtigsten Werk-
zeuge dazu werden wir in Kapitel 2 kennen lernen.
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1.8 Zusammenfassung und Ausblick:
Abstraktionsebenen des Molekiilmodells

An dieser Stelle wollen wir kurz innehalten und auf einige Abstraktions-
ebenen unseres Molekiilmodells zuriick- und vorausblicken. Von zentraler
Bedeutung in dieser Arbeit ist die Modellierung chemischer Verbindungen
als molekulare Graphen. Ausgehend von den hier synonymen Bezeichnungen
Strukturformel und Konstitution, wollen wir verschiedene Richtungen der
Abstraktion bzw. Spezifizierung in der Modellierung chemischer Verbindun-
gen betrachten:

Molekularer Graph, Strukturformel,
Konstitution

R y N

Konfiguration

P N

Geometrische
Abstraktion
Buniaizyizads
ayosiiawoan

<

Konformation

In den Abschnitten 1.2 und 1.3 haben wir folgende topologische Abstraktion
molekularer Graphen kennen gelernt. Vernachlissigt man in einem moleku-
laren Graphen die Unterscheidung der Atome durch verschiedene Elemente
und Atomzusténde erhélt man einen Multigraphen. Verzichtet man zudem
auf die Kantenvielfachheiten des Multigraphen gelangt man schliefflich zu
einem schlichten Graphen.

Eine zweite Moglichkeit der Abstraktion erdffnet sich, wenn man in einer
Strukturformel die Wechselwirkungen zwischen den Atomen aufler Acht lasst
und sich lediglich auf die Elemente der Atome und ihre Vielfachheiten be-
schrankt. Man erhélt die Bruttoformel. Eine Moglichkeit diese arithmetische
Abstraktion fortzufithren besteht darin, sich auf die Summe der Atommas-
sen, die Molekiilmasse, zuriickzuziehen. Dieser Weg der Abstraktion wird in
Kapitel 5 eine wichtige Rolle spielen: In der molekularen Strukturaufklarung
beschreitet man diesen Weg oft in umgekehrter Richtung, indem man ausge-
hend von einer gemessenen Molekiilmasse mdogliche Bruttoformeln und an-
schliefend plausible Strukturformeln sucht.
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Die dritte in der obigen Abbildung dargestellte Richtung weist auf die geo-
metrische Spezifizierung chemischer Verbindungen hin. Wéahrend die Konsti-
tution noch keine Information iiber die geometrische Molekiilgestalt enthélt,
gibt die Konfiguration bereits Auskunft iiber die relative rdumliche Lage der
Atome zueinander. Im Gegensatz zur Konformation unterscheidet die Konfi-
guration aber keine Anordnungen, die durch Drehungen um Einfachbindun-
gen ineinander iibergefiihrt werden kénnen. Geometrische Aspekte spielen in
dieser Arbeit nur eine untergeordnete Rolle, werden aber mit Gewissheit in
der zukiinftigen Forschung und Entwicklung von zentraler Bedeutung sein,
insbesondere da viele biologisch—pharmazeutische Eigenschaften chemischer
Verbindungen stark von ihrer geometrischen Struktur abhéngen.



Kapitel 2

Molekulare
Strukturgenerierung

In Abschnitt 1.8 haben wir verschiedene Abstraktionsebenen des Molekiil-
modells kennen gelernt. Wahrend die Transformation einer Strukurrepréasen-
tation in Richtung zunehmender Abstraktion meist trivial ist, konnen die
Schritte zwischen den einzelnen Ebenen in Richtung zunehmender Spezifi-
zierung enorme algorithmische Probleme aufwerfen. Mit dieser Problematik
befasst sich u.a. die molekulare Strukturgenerierung. Die wichtigsten Anfor-
derungen sind dabei Vollstindigkeit unter den gegebenen Nebenbedingungen
und Redundanzfreiheit hinsichtlich Isomorphie.

Beispielsweise konnen mit Hilfe des Homomorphieprinzips [84] ausgehend
von einem schlichten Graphen alle zugehorigen Multigraphen und in einem
weiteren Schritt alle molekularen Graphen generiert werden.

Im Rahmen dieser Arbeit wird die bruttoformelbasierte Strukturgenerierung
eine wichtige Rolle spielen. Hierbei bildet die elementare Zusammensetzung
der zu generierenden Strukturformeln den Ausgangspunkt der Strukturgene-
rierung. Im einfachsten Fall ist dies eine Bruttoformel. Restriktionen dienen
zur Begrenzung des Strukturraums. Insbesondere kénnen molekulare Sub-
strukturen als Restriktionen herangezogen werden.

Eine weitere Problemstellung befasst sich mit der Transformation molekula-
rer Graphen, wie sie durch chemische Reaktionen beschrieben werden. Reak-
tionsbasierte Strukturgenerierungsprobleme werden im Wesentlichen durch
Reaktanden und Reaktionsschemata spezifiziert.

Eine dritte Moglichkeit zur Definition von Strukturrdumen bilden generi-
sche Strukturformeln durch die Verwendung von variablen Teilstrukturen,
so genannten R—Gruppen. Dabei sind verschiedene Formen der Variation er-
laubt, beispielsweise Variation von Substituenten, Homologie, Position und
Kettenldnge.

49
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2.1 Bruttoformelbasierte Strukturgenerierung

Zunéchst wollen wir kurz zusammenfassen, wie bruttoformelbasierte Struk-
turgenerierungsprobleme spezifiziert werden. Die Beschreibung reflektiert das
Format der Eingabe fiir die derzeit jiingste, objektorientierte Implementie-
rung des Strukturgenerators MOLGEN 4.1 von T. Griiner. Notwendige Ein-
gabe ist eine Bruttoformel. Eine Verallgemeinerung bilden weiche Bruttofor-
meln:

2.1.1 Definition:
Sei &£ eine Menge chemischer Elemente und

Z(N) :={[a,b] | a,b € N;a < b} U {[a,0] | a € N} C P(N)

die Menge der Intervalle natiirlicher Zahlen. Eine weiche Bruttoformel ist
eine Abbildung B € Z(N)°. Die Menge der zu B kompatiblen Bruttoformeln
ist

Bp:={3cN |VX c&:3(X)ec B(X)}.

Wir nennen B endlich, wenn Bg endlich ist.

Um den Input moglichst variabel gestalten zu konnen, sind auch mehrere
weiche Bruttoformeln als Eingabe moglich. Jede davon kann mit mehreren
Bruttoformel-Restriktionen versehen werden.

Bruttoformel-Restriktionen

Folgende Typen von Bruttoformel-Restriktionen sind derzeit verfiigbar:

e Bruttoformel-Restriktion Atom—Anzahl: Hier kann ein Intervall natiir-
licher Zahlen angegeben werden, welches die Anzahl von Atomen ein-
schrankt.

e Bruttoformel-Restriktion Heteroatom—Anzahl: Hierbei kann die An-
zahl von Heteroatomen iiber ein Intervall natiirlicher Zahlen festgelegt
werden.

Diese Bruttoformel-Restriktionen kénnen im Falle einer nicht endlichen wei-
chen Bruttoformeln die Anzahl kompatibler Bruttoformeln dennoch auf eine
endliche Menge reduzieren. In diesem Zusammenhang sollte man auch eine
Erweiterung nennen, die zwar noch nicht in MOLGEN .1 eingebunden, aber
bereits in MOLGEN-MS implementiert ist und genutzt wird:
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Bruttoformel-Restriktion Molekiilmasse: Ein Intervall fiir die Summe
der Atommassen wird festgelegt. Dabei kann zwischen ganzzahligen
oder exakten Atommassen gewéhlt werden. Néheres dazu folgt in den
Abschnitten 5.4 und 5.8.

Die oben aufgefithrten Bruttoformel-Restriktionen haben lediglich Einfluss
auf die elementare Zusammensetzung der Bruttoformel(n). In der Spezifika-
tion des Inputs fir MOLGEN 4.1 gibt eine Reihe weiterer Bruttoformel-
Restriktionen, die die Verteilung der Atomzustiande beeinflussen.

Bruttoformel-Restriktion Konnektivitat: Hier kann festgelegt werden,
ob nur Bruttoformeln zuldssig sind, fiir die zusammenhéngende mole-
kulare Graphen existieren. Die Uberpriifung dieser Restriktion basiert
auf Satz 1.2.15. Dieser verwendet die Valenzen der Atome.

Bruttoformel-Restriktion Bindungen: Ein Intervall natiirlicher Zahlen
zur Einschréankung der Summe der Vielfachheiten aller Bindungen kann
angegeben werden.

Bruttoformel-Restriktion Doppelbindungsdquivalente: Hier kann ein In-
tervall fiir die Summe der DBE basierend auf den verwendeten Atom-
zusténden spezifiziert werden.

Bruttoformel-Restriktion Ladung: Hier kann die gewiinschte Gesamt-
ladung auf ein Intervall ganzer Zahlen eingeschrankt werden.

Bruttoformel-Restriktion Radikale: Fiir die Anzahl von Atomen mit
einem ungepaarten Elektron kann ein Intervall natiirlicher Zahlen an-
gegeben werden.

Bruttoformel-Restriktion Atomzustinde: Uber diese Restriktion kon-
nen fiir die einzelnen Atomzusténde explizit Intervalle natiirlicher Zah-
len angegeben werden, mit denen die Vielfachheit ihres Auftretens fest-
gelegt wird.

In diesem Zusammenhang soll noch auf eine weitere Bruttoformel-Restrik-
tion hingewiesen werden, die bereits starken strukturellen Charakter auf-

weist.

Bruttoformel-Restriktion Wasserstoff-Verteilung: Hier kann pro Ele-
ment und Anzahl von H-Atomen ein Intervall angegeben werden. Dieses
legt fest, wie viele Atome des jeweiligen Elements mit der vorgegebenen
Anzahl benachbarter H-Atome auftreten miissen.
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Strukturelle Restriktionen

In MOLGEN 4.1 gibt vier Typen struktureller Restriktionen: Den Filter fiir
aromatische Dubletten, einen Filter, der Symmetrie-Eigenschaften beriick-
sichtigt sowie die Restriktionstypen Makro und Substruktur.

e Strukturelle Restriktion Aromatizitat: Aromatische Bindungen werden
identifiziert und aromatische Dubletten gegebenenfalls unterdriickt.

e Strukturelle Restriktion Symmetrie: Hier kann die Anzahl der Kohlen-
stoff-Signale aus einem 3C NMR-Spektrum angegeben werden. Dies
bewirkt, dass nur solche Strukturen ausgegeben werden, die entspre-
chende Anzahl von Kohlenstoff-Bahnen unter ihrer topologischen Au-
tomorphismengruppe besitzen.

e Strukturelle Restriktion Makro: Makros sind mehrdeutige molekulare
Graphen, die in den generierten Strukturen als molekulare Subgraphen
enthalten sein miissen. Dabei diirfen mehrere Makros einander nicht
iiberlappen.

e Strukturelle Restriktion Substruktur: Diese Restriktion setzt sich aus
einem oder mehreren Substruktur—Eintridgen zusammen sowie einem
Intervall, welches die Anzahl der erfiillten Substruktur-Eintrage fest-
legt. Die Substruktur-Eintréige ihrerseits bestehen aus einer Substruk-
tur und einem Intervall, welches die Vielfachheit des Auftretens der
Substruktur in der untersuchten Struktur angibt. Ein Substruktur—
Eintrag ist erfiillt, wenn die Substruktur mit einer Vielfachheit vor-
liegt, die im Vielfachheitsintervall des Substruktur—Eintrags enthalten
ist. Soll also eine Substruktur verboten werden, so ist als Vielfachheits-
intervall [0, 0] anzugeben.

Die Substruktur eines Substruktur-Eintrags ist entweder eine molekulare
Substruktur, eine Summenformel-Substruktur oder eine Ring-Substruktur.

e Molekulare Substrukturen wurden in Abschnitt 1.4 gesondert behan-
delt.

e Eine Summenformel-Substruktur wird durch eine Bruttoformel spezifi-
ziert. Ein molekularer Graph M enthélt eine Summenformel-Substruk-
tur mit einer bestimmten Vielfachheit, wenn eine entsprechende Anzahl
zusammenhéangender molekularer Teilgraphen mit der gegebenen Brut-
toformel in M vorhanden sind.
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e Eine Ring—Substruktur wird durch ein Intervall der gewiinschten Ring-
lange beschrieben. Ein molekularer Graph M enthélt eine Ring—Sub-
struktur mit einer bestimmten Vielfachheit, wenn eine entsprechende
Anzahl von Ringen der geforderten Langen in M vorhanden ist.

Eine wichtige Methode zur Konstruktion diskreter Strukturen und insbeson-
dere zur bruttoformelbasierten Strukturgenerierung wird im folgenden Ab-
schnitt kurz beschrieben.

2.1.1 Ordnungstreue Erzeugung

Gegen Ende der 70er Jahre entwickelten R. C. Read [112] und I. A. Faradz-
hev [38, 39] unabhéngig voneinander eine Methode, die zur Konstruktion
vollstandiger Listen nicht-nummerierter diskreter Strukturen geeignet ist:
Ordnungstreve Erzeugung.

Zunichst wollen wir Reads Methode allgemein formulieren: Sei (€2, <) eine
total geordnete Menge und G eine Gruppe, die auf €2 operiert. Dann ist

rep.(Q//G) ={w e |Vge G:w < w}

eine kanonische Transversale der Bahnen von G auf 2. Die ordnungstreue
Erzeugung nach Read beschreibt der folgende Satz.

2.1.2 Satz:
Sei Q = (U, ¢, Q% C i, QNQ =0 (i #4) und P ein Algorithmus, der
Vw € rep (€ //G) eine Menge P(w) C ) erzeugt, so dass

o Vi:rep_(Qi11//G) C U P(w),
werep(2//G)

o Vi:Vwerep (Qiy1//G) : AW €rep (//G) : w € P(W).
Dann erhélt man die gesuchte Transversale durch:
i) Erzeuge rep_(£//G) und setze rep_(2//G) = rep_(//G).

ii) Fir ¢ € n durchlaufe rep_(€;//G) mit w, und erzeuge dabei P(w).
Durchlaufe weiter P(w) mit w’ und priife, ob &’ minimal in seiner Bahn

ist. Falls ja, so setze rep_(2//G) :=rep_(2//G) U {w'}.

Im Falle schlichter Graphen G,, 5 kann man die lexikographische Ordnung auf
der Menge der Kanten heranziehen.
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2.1.3 Definition:
Die Menge (}) lisst sich wie folgt ordnen: Seien e={v, w}, ¢'={v/,w'} € (}),
v < w und v' < w’. Dann ist

= vV (v=0 A w <),

e<e
Dies induziert eine lexikographisch Ordnung auf G, o: Fiir zwei Graphen
v,y € Gpomit B, ={e; | e; €t} und E, = {e) | i € t'} gelte eg < ... < ey,
e( < ... < é€}_,. Dann ist

!/

v<q = (i < min{t, '} 1 e; < e AV) <i:ej=e¢))

V(t <t'AVj <t:e;=c¢)).
Nun kénnen wir Satz 2.1.2 auf Graphen anwenden [61]:

2.1.4 Satz:
Falls v € rep_(G,2//S,) und vy € G,2 mit £, C E, und v, < 7, so folgt
Yo € rep(Gna//Sn)-

Beweis:

Sei B, = E, U E,, und vy ¢ rep_(Gn2//Sn) mit 7o < 7. Dann ist 7§ < 7o
fiir ein 7 € Sy,. Falls Bz = {eo,...,e,-1} mit eg < ... < e;_1, dann existiert
ein ¢ mit B, = {eg,...,ei—1,€,...,€;_1}, ;.1 < € < ... <¢€,_, und ¢; < €.
Aus Eyr = Bz U B 2 {eg, .., e} folgt 4™ < 79 < 7, ein Widerspruch zu
v € rep(Gn2//Sn)- O

2.1.5 Bemerkung:
Um Satz 2.1.2 anwenden zu kénnen, miissen wir fiir einen Représentanten ~
die Menge P(7) definieren. Wir setzen

P(7) = {yU{e} | e > max{e € 7}}.

Der folgende Algorithmus liefert dann (bei Aufruf mit dem leeren Graphen)
die gesuchte Transversale von G, s.
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2.1.6 Algorithmus: OrdRek(v)

(1) if vy ¢ rep_(Gn2//Sn)

(2) return

(3)  Output()

(4)  for each +' € P(y) (in aufsteigender Reihenfolge) do
(5) OrdRek(Gr")

Der zeitaufwendigste Schritt ist dabei der Minimalititstest in Zeile 1. Vom
naiven Standpunkt aus betrachtet miissen dabei alle n! Permutationen von
S, durchlaufen werden. Obwohl mit algebraisch-kombinatorischen Hilfsmit-
teln [50] der Aufwand deutlich gesenkt werden kann, bleibt dieser Test ver-
héltnisméBig teuer. Allerdings erhélt man im Fall eines positiv verlaufenen
Minimalitétstests sogleich die Automorphismengruppe des getesteten Gra-
phen in Form einer Sims—Kette [134].

Ebenfalls in R. Grunds Arbeit [50] wird ein wesentlich weniger aufwindig
iiberpriifbares notwendiges Kriterium fiir Minimalitéit angegeben, die so ge-
nannte Semikanonizitit. Des Weiteren erhilt man im Falle eines negativ ver-
laufenen Minimalitatstests eine Permutation, die ein Lernkriterium nutzt,
um weitere nachfolgende nicht minimale Kandidaten zu {iberspringen.
Diese Strategie wurde unter anderem erfolgreich angewendet zur Konstruk-
tion von Katalogen diverser diskreter Strukturen, darunter Konfigurationen
und Doppelnebenklassen [53], reguldre Graphen [95, 96] sowie molekulare
Graphen [51]. Insbesondere fiir die Generierung aller Isomere zu einer gege-
benen Bruttoformel ist ordnungstreue Erzeugung duflerst effizient, und kam
auch in der vorliegenden Arbeit mehrfach zum Einsatz (Abschnitt 5.4.2 und
Anhang E).

Oft spielen bei der Konstruktion strukturelle Einschrankungen eine Rolle.
Man ist nur an solchen Strukturen interessiert, die bestimmte Restriktionen
erfiillen.

2.1.7 Definition:
Eine Restriktion auf G, o ist eine Invariante

R:G,o — B, v+ R(7).

Man sagt, 7 erfiillt die Restriktion R, falls R(y) = wahr. R heifit konsistent
(vgl. [28]), wenn Vv,v" € G, o mit E, C E, gilt:

R(y') = falsch = R(y) = falsch.

Anderenfalls nennt man R inkonsistent.
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Beispiele fiir konsistente Restriktionen sind graphentheoretische Planaritit
oder eine feste untere Grenze fiir die Taillenweite. Die Existenz eines Kreises
vorgegebener Lange ist hingegen inkonsistent.

Moéchte man zu einer gegebenen Menge von Restriktionen alle Graphen kon-
struieren, die diese Einschriankungen erfiillen, konnte man natiirlich zunéchst
den gesamten Katalog generieren und beziiglich der Restriktionen testen. Im
Falle einer Menge konsistenter Restriktionen CR kann man deren Uberprii-
fung schon wéhrend der Generierung durchfithren und Graphen, die minde-
stens eine Restriktion nicht erfiillen, verwerfen. Dazu ist in obigen Algorith-
mus die Zeile

(0) if JRe€ CR: R() = falsch return

einzufiigen. Je nach Selektivitédt der Restriktionen kann man auf diese Wei-
se eine enorme Verringerung des Zeitaufwands und damit eine Steigerung
der Reichweite erzielen. Jedoch finden sich gerade in Strukturgenerierungs-
problemen, die aus Fragestellungen der molekularen Strukturaufklarung re-
sultieren, nicht selten eine Vielzahl inkonsistenter Restriktionen. Zudem ist
man in diesem Zusammenhang bestrebt, moglichst kleine, im Idealfall ein-
elementige Strukturrdume zu definieren. Dabei tritt das [somorphieproblem
in den Hintergrund. Den weitaus schwierigeren Schritt stellt hier bereits die
Konstruktion der nummerierten Strukturen dar. Ein Verfahren, das gut an
diese Problemstellung angepasst ist, hat T. Griiner in seiner Arbeit [53, 54]
als zielgerichtete Generierung vorgestellt.

2.1.2 Zielgerichtete Erzeugung

Zielgerichtete Erzeugung besitzt im Gegensatz zur ordnungstreuen Erzeu-
gung keine feste Konstruktionsreihenfolge. Vielmehr wird die Konstruktions-
reihenfolge durch die Restriktionen gesteuert. Dabei wird die Strategie zum
Einsetzen der Kanten so gewéhlt, dass sich der Aufwand fiir die Backtack-
prozedur reduziert. Heuristiken, die dieses Ziel verfolgen werden detailliert
in [53] beschrieben.

Wegen dem Verzicht auf die ordnungstreue Konstruktionsreihenfolge miissen
wahrend der Strukturgenerierung alle bereits konstruierten Strukturen in
ihrer kanonischen Form in einem Assoziativspeicher gehalten werden. In der
Regel verwendet man dafiir eine Hashtabelle.

Eine genaue Beschreibung des Kanonisierungsalgorithmus findet man in [20],
eine Zusammenfassung der Methoden bietet [85]. Einen kurze Beschreibung
des Softwarepakets MOLGEN 4.0, welches sowohl ordnungstreue als auch
zielgerichtete Erzeugung umfasst, enthélt [56].
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2.2 Reaktionsbasierte Strukturgenerierung

In der Chemie werden Verédnderungen der Struktur chemischer Verbindungen
durch Reaktionen beschrieben. In Abschnitt 1.5 haben wir kennen gelernt,
wie chemische Reaktionen graphisch dargestellt und mit Hilfe von Reaktions-
schemata virtuell nachvollzogen werden kénnen. Es liegt nahe, dieses Modell
zur Strukturgenerierung heranzuziehen. Ein Spezialfall, bei dem mehrere che-
mische Bausteine auf verschiedene Weisen einem Zentralmolekiil angelagert
werden, ist in [164] ausfiihrlich beschrieben. Wir wollen diese Problematik
kurz rekapitulieren, bevor wir spéater zu Verallgemeinerungen iibergehen.

2.2.1 Zentralmolekiil-Ligand—Anlagerungen

Gegeben sei ein Zentralmolekiil M und a Liganden M;, © € a sowie ein Reak-
tionsschema R = (S, A(, Ay). R stelle eine Zweikomponentensynthese dar,
d.h. der S zugrunde liegende MMG hat zwei Zusammenhangskomponenten
A und B. Fiir A gebe es k verschiedene, einander nicht iiberlagernde Einbet-
tungen ¢;, j € k in M. Die durch die Bilder der ¢; definierten Atome in M
bilden die k reaktiven Stellen im Zentralmolekiil. Des Weiteren gebe es fiir
B in jedem Liganden M; genau eine Einbettung.

Bei Durchfithrung der Synthesereaktionen konnen die Liganden auf verschie-
dene Moglichkeiten den reaktiven Stellen des Zentralmolekiils zugeordnet
werden. Fiir k = 4 lasst sich die Situation folgendermafien skizzieren:

M; M;

M; M;

3
Die wesentlich verschiedenen Zuordnungen der Liganden auf die reaktiven
Stellen des Zentralmolekiils unter Beriicksichtigung der Symmetrie von M
kénnen auf algebraisch—kombinatorische Weise ermittelt werden. Die Au-
tomorphismengruppe Aut(M) operiert auf den durch die reaktiven Stellen
erklarten Atomen von M und induziert eine Untergruppe G < S, die auf
den reaktiven Stellen operiert. Die wesentlich verschiedenen Belegungen der
reaktiven Stellen mit Liganden sind gegeben durch die Bahnen a* //G.
Konkrete Beispiele zu diesem Konstruktionsproblem folgen in Abschnitt 4.2.
Wir wollen uns jetzt allgemeineren Féllen zuwenden, bei denen die oben
geforderten Einschrinkungen nicht zutreffen.
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2.2.2 Konstruktion nach dem Netzwerkprinzip

Im Folgenden wird erarbeitet, wie durch sukzessive Anwendung von Reak-
tionsschemata Molekiilbibliotheken generiert werden, die in der molekularen
Strukuraufklarung und der kombinatorischen Chemie von besonderer Bedeu-
tung sind.

Nahezu alle chemischen Prozesse konnen durch chemische Reaktionsnetzwer-
ke dargestellt werden. Ein chemisches Reaktionsnetzwerk ist ein bipartiter,
gerichteter Graph. Die Knotenmenge ist partitioniert in chemische Verbin-
dungen und Reaktionen, die Knoten sind entweder beschriftet mit molekula-
ren Graphen oder mit Reaktionsschemata. Die Kanten verlaufen von Edukten
in Richtung der Reaktionen, an denen sie beteiligt sind bzw. von den Reaktio-
nen in Richtung der Produkte. Wahrend dasselbe Reaktionsschema mehrfach
als Knotenbeschriftung auftreten kann, diirfen molekulare Graphen nur ein-
mal in Form ihres kanonischen Bahnrepréisentanten als Knotenbeschriftung
verwendet werden.

Wir werden nicht gesamte Reaktionsnetzwerke konstruieren, sondern sie als
Grundlage verwenden, um die darin vorkommenden molekularen Graphen zu
generieren. Dabei werden die Reaktionsnetzwerke beginnend bei gegebenen
Ausgangssubstanzen nach breadth—first Strategie durchlaufen. Spéter werden
Steuermechanismen eingefithrt, um die Menge der generierten Strukturen
bestmoglich an die konkreten Problemstellungen anzupassen.

Zunéchst miissen dazu einige Begriffe aus Abschnitt 1.5 verallgemeinert wer-
den. Dort hatten wir die Menge der Produktgraphen bei Anwendung eines
Reaktionsschemas R = (S, A, Avy) auf einen molekularen Graphen M € M
kennen gelernt:

Prodg (M) ={Ro, M € M,, | ¢ € Embc:(S,M)}.

Wir erweitern diese Definition auf Mengen molekularer Graphen und Mengen
von Reaktionsschemata. Wir gehen dabei aus von einer Menge

L={M|iel}cM°

zusammenhédngender molekularer Graphen. Um die Menge der Produkte, die
aus der Anwendung von R auf £ hervorgehen kénnen zu bestimmen, miissen
wir zunichst den Reaktionstyp von R untersuchen. Dieser manifestiert sich
u.a. in den Zusammenhangskomponenten des S = (MMG,{SR; | i € h})
zugrunde liegenden MMG

Con(R) := Con(S) := Con(MMG).

An der durch R dargestellten Reaktion kénnen bis zu Con(R) Edukte be-
teiligt sein. Um dies zu beriicksichtigen, miissen vor der Anwendung von R
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entsprechende Summen aus den Kombinationen mit Wiederholung der Re-
aktanden in £ konstruiert werden.

Kombinationen mit Wiederholung von n Elementen aus einer m—elementigen
Grundmenge sind bijektiv zu den schwach monotonen Abbildungen

mti={fem" |[Vien—1:f(i) < f(i+1)}

Damit kénnen wir die Produktgraphen bei der Anwendung von R auf L
erklédren als

Prodg (£) := U U Prodgr (@ Mf(i)) )

ke|Con(R)| felk ick
und fiir eine Menge R von Reaktionsschemata

Prodg (£) := U Prodg (£)

ReR

setzen. Schliellich miissen die Produktgraphen in Zusammenhangskompo-
nenten zerlegt und unter diesen isomorphe Dubletten eliminiert werden. Dazu
definieren wir fiir eine beliebige Menge molekularer Graphen £

Con(L) := U Con(M)

und

k(L) == {k(M) | M € L},

Damit stehen alle Werkzeuge zur Verfiigung, die fiir die Generierung von
Molekiilbibliotheken nach dem Netzwerkprinzip bendtigt werden. Die Kon-
struktion aller aus einer Menge von Reaktanden £ und einer Menge von
Reaktionsschemata R resultierenden Bibliothek beschreibt folgender Algo-
rithmus:

2.2.1 Algorithmus: MolLib(L,R)

Lo—k(L), k<0
while £, #0 do
k—k+1

Ly, — £ (Con (Prodg (U, £:))) \ User Li
Output(Ly,)

1
2
3

AAA,_\,_\/_\
S Ot
= DO

end
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Zunichst werden in Zeile (0) die Reaktanden der Eingabe auf kanonische
Form gebracht, etwaige Dubletten eliminiert und die kanonisch nummerier-
ten Strukturen £, zugewiesen. Von zentraler Bedeutung in Algorithmus 2.2.1
ist Zeile (4). Dort werden aus den zuvor generierten Teilbibliotheken £;, i € k
neue Strukturen £ gewonnen. Der Generierungsprozess ist dann abgeschlos-
sen, wenn keine neuen Strukturen mehr produziert werden. Dies wird in Zeile
(2) iiberpriift.

Im Folgenden werden wir den Algorithmus dahingehend modifizieren, dass
er auf spezielle Probleme anwendbar wird, die im Rahmen dieser Arbeit eine
Rolle spielen.

Generierung von MS—Fragmenten

Urspriinglicher Anlass fiir die Entwicklung eines Strukturgenerators nach
dem Netzwerkprinzip war die Anforderung, Fragmente zu generieren, die
in einem Massenspektrometer auftreten kénnen. Ohne Kapitel 5 allzu weit
vorgreifen zu wollen, seien hier kurz die Besonderheiten dieser Situation auf-
gezahlt:

i) Die Menge der Reaktanden in der Eingabe ist einelementig: £ = {M}.
ii) Alle Reaktionsschemata sind unimolekular.

iii) Die Menge der Reaktionsschemata ist partitioniert in zwei Teilmengen,
Tonisierungsschemata und Fragmentierungsschemata: R = R; U Rp.

iv) In einem ersten Schritt wird auf M eine Ionisierung angewendet, es
entsteht ein positiv geladenes Teilchen und optional ein Neutralteilchen.

v) Fiir den weiteren Reaktionsverlauf sind nur die positiv geladenen Teil-
chen relevant.

vi) Nach der Ionisierungsreaktion kénnen beliebig viele Fragmentierungs-
reaktionen folgen.

Fiir i) und ii) sind keine Modifikationen notwendig. Um den iibrigen Anfor-
derungen gerecht zu werden, fithren wir folgende Erweiterungen ein:

e Jedem Reaktionsschema wird eine Tiefe zugewiesen, in der es im Reak-
tionsverlauf verwendet werden darf. Um moglichst variabel zu bleiben,
spezifizieren wir Intervalle:

[1, 1] falls R € Ry,

depthy, : R — Z(N*), wobei depthy(R) = {[2 [ .
,00[ sonst.

Hiermit kénnen Anforderungen iii), iv) und vi) realisiert werden.
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e Anstelle von Con() wird
Con™ (L) :={M € Con(L) | cha(M) =1},

fiir die Zerlegung und die Auswahl von Zusammenhangskomponenten
der Produktgraphen eingefiihrt. Dabei bezeichnet cha(M) die Summe
der Ladungen der Atome von M.

Da nur unimolekulare Reaktionen vorkommen, kann man sich in Zeile (4)
von Algorithmus 2.2.1 bei der Produktbildung auf £;_; beschréanken. Durch
Prody (Ulek Ei) wiirden ansonsten nur Dubletten produziert. Der modifi-
zierte Algorithmus erhélt nun als zusétzliches Argument die Tiefen, in denen
die Reaktionsschemata angewendet werden:

2.2.2 Algorithmus: MolLibMS(L,R,depthz())

2.

(1) Lo —kK(L), k0

(2) while £, #0 do

(3) kE—k+1

(4) R —{ReR | ke depthg(R)}

(5) Ly — K (ConJr (Prodg. (Ekfl))) \Uiex £i
(6) Output(Ly,)

(7) end

Generierung kombinatorischer Bibliotheken

Eine wichtige Rolle spielt im Rahmen dieser Arbeit auch die Generierung
kombinatorischer Bibliotheken. In Abschnitt 2.2.1 haben wir bereits den spe-
ziellen Fall kennen gelernt, dass verschiedene Liganden einem Zentralmolekiil
angelagert werden sollen. Oft treten aber Situationen auf, in denen eine Gene-
rierung nach dem Netzwerkprinzip vorzuziehen ist, etwa wenn Ringschliisse
auftreten kénnen oder wenn verschiedene Zentralmolekiile und Reaktions-
schemata verwendet werden diirfen. Fiir unsere Zwecke konnen wir folgende
Besonderheiten hinsichtlich der Generierung kombinatorischer Bibliotheken
notieren:

i) Die Menge der Reaktanden ist in zwei Teilmengen, Zentralmolekiile
und Liganden, partitioniert: £ = Lo U L.

ii) Die Zentralmolekiile diirfen nur einmal wahrend des Reaktionsverlaufs,
und zwar zu dessen Beginn verwendet werden.

iii) In jedem Reaktionsprodukt muss mindestens ein Zentralmolekiil ver-
wendet worden sein.
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iv) Alle Reaktionsschemata sind uni- oder bimolekular.

v) Bimolekulare Reaktionen von zwei Zwischenprodukten sind zu ver-
nachlassigen.

vi) Wéhrend des Reaktionsverlaufs sind Nebenprodukte zu vernachléssi-
gen.

Um diesen Anforderungen gerecht zu werden, nehmen wir folgende Erweite-
rungen vor:

e Jedem Reaktanden wird eine Tiefe zugewiesen, in der er wiahrend des
Reaktionsverlaufs verwendet werden darf. Um moglichst variabel zu
bleiben, geben wir Intervalle an:

0,0] falls M € Lo,

depth, : £ — Z(N), wobei depth,(M) = {[1 [ .
,00[ sonst.

Somit kénnen Anforderungen i) — iii) erfillt werden.

e Um Anforderung iv) gerecht zu werden, verwenden wir zur Auswahl
von Zusammenhangskomponenten in den Produktgraphen

Con=(L) = U Con=(M), wobei
Mec
1
ConZ(M) := {M'€ Con(M) | size(M') > §SiZ6(M)}.

Dabei bezeichnet size(M) die Anzahl der Atome von M.

Als weiteres Argument wird nun depth,() an den Konstruktionsalgorithmus
iibergeben. Damit der Algorithmus fiir verschiedene Funktionen zur Auswahl
der Zusammenhangskomponenten verwendbar bleibt, wird zudem Con*() als
Argument aufgefithrt. Fiir kombinatorische Bibliotheken wird man in der
Regel Con*() = Con=() wihlen. Anforderung v) fliet in Zeile (6) ein, wobei
iv) verwendet wird.

2.2.3 Algorithmus: MolLibCC(L,R,depthy(),depth,(),Con*())

(1)  Ly—r({M e L]0edepthp(M)}), k0

2 while £, #( do

k+—k+1

L —{M e L | ke depth,(M)}

R — {R€R | k € depthg(R)}

Ly, +— £ (Con™ (Prodg (Lr—1 U L))\ Ui Li
Output(Ly)

~—~
~—

AN AN N N N N
O J O O i W
— N

end
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2.2.4 Bemerkung:
In manchen Fillen ist es niitzlich, wenn zur Generierung von Molekiilbib-
liotheken weitere Steuermechanismen zur Verfiigung stehen.

e Es sollen nur Endprodukte ausgegeben werden, Zwischenprodukte sind
nicht relevant.

e Die einzelnen Reaktanden und Reaktionsschemata sollen mit vorgege-
benen Vielfachheiten wihrend des Reaktionsverlaufs auftreten.

Anforderungen letzteren Typs werden beispielsweise im folgenden Abschnitt
verwendet. Fiir die Beriicksichtigung von Vielfachheiten fiir Reaktanden und
Reaktionsschemata ist zu beachten, dass im in manchen Reaktionsnetzwer-
ken verschiedene Wege zu demselben Produkt fithren kénnen. Auf verschiede-
nen Wegen konnen Reaktanden und Reaktionsschemata unterschiedlich oft
verwendet werden. Im Konstruktionsalgorithmus muss dies beriicksichtigt
werden kénnen.
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2.3 Generische Strukturformeln

Oft werden Strukturrdume in der kombinatorischen Chemie [6] und vor allem
im Patentwesen der Chemie [159] durch generische Strukturformeln beschrie-
ben. Bislang existieren kaum Strukturgeneratoren, die generische Struktur-
formeln in ihrer gesamten Méchtigkeit verarbeiten konnen. Selbst ein einheit-
liches, umfassendes Format zur Reprisentation generischer Strukturformeln
ist derzeit nicht bekannt.

Wir wollen ein einfaches Beispiele einer generischen Strukturformel aufzeigen
und durch Kombination von bruttoformel- und reaktionsbasierter Struktur-
generierung den beschriebenen Strukturraum konstruieren. Folgende generi-
sche Strukturformel' G'S

OH
ri  R': CHs oder CyHs (Variation der Substituenten)
, = R?: Alkyl (Variation der Homologie)
R S~ ‘ R3: NH, (Variation der Position)
RZ  m: 1-3 (Variation der Kettenldnge)
_(CHy)

Cl

wurde in [7] aufgefithrt, um die moglichen Variationsmoglichkeiten in gene-
rischen Strukturformeln zu demonstrieren:

e Variation der Substituenten: Fiir Substituent R! stehen mehrere Alter-
nativen zur Auswahl.

e Variation der Homologie: R? kann ein beliebiger Vertreter der spezi-
fizierten homologen Reihe sein. Alkyle sind alle Strukturen mit Sum-
menformel C,Han 1, n € N*.

e Variation der Position: Substituent R® kann mehrere Positionen einneh-
men. In der obigen Strukturformel ist dies graphisch dargestellt, indem
die Bindung von R® zwischen den beiden méglichen benachbarten C-
Atomen verldauft. Die nicht gewéhlte Position wird mit einem H-Atom
abgeséttigt.

e Variation der Kettenléinge: Hier kénnen ein bis drei Kettenglieder CH,
eingefiigt werden.

1Bei generischen Strukturformeln erfolgt die Indizierung der verschiedenen Substituen-
ten R typischerweise durch hochgestellte Nummern.
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Variation der | Variation der | Variation der | Variation der
Substituenten | Homologie Position Kettenlidnge
Reaktanden
. —%nll2n+1 . 2

Z—CyHs ne6 Z—NH,

Depth: [1, 1] | Depth: [2, 2] | Depth: [3, 4] | Depth: [5, 6]
Mult: [0, co[ | Mult: [0, co[ | Mult: [1, 1] | Mult: [0, oo]
Reaktionsschemata
C——~C C——C A——A ~C—=>Cl
tox ot t ] X
RY Zz R? Z RS Z “H H
Depth: [1, 1] | Depth: [2, 2] | Depth: [3, 4] | Depth: [5, 6]
Mult: [1, 1] Mult: [1, 1] | Mult: [2, 2] | Mult: [0, 2]

Tabelle 2.1: Reaktanden und Reaktionsschemata fiir die Generierung des
durch G'S beschriebenen Strukturraums

In der Realitét sind generische Strukturformeln oft wesentlich komplexer und
fiillen nicht selten mehrseitige Patentschriften. Insbesondere kann die Kom-
plexitdt durch Kombination und Rekursion der oben genannten Prinzipien
erhoht werden. So kann beispielsweise die Variation von Substituenten und
Position kombiniert, oder die einzelnen Substituenten R' ihrerseits als gene-
rische Strukturformeln angegeben werden.

Bei der Homologie—Variation ist zu beachten, dass die resultierenden Struk-
turrdume unendliche Méchtigkeit annehmen. Fiir unser Rechenexempel wol-
len wir voraussetzen, dass nur Alkyle mit 1-6 C—Atomen zugelassen werden.
Sicherlich sind derartige Einschrinkungen auch in der Realitit vertretbar
oder sogar angebracht.

Zur Konstruktion des durch die generische Formel beschriebenen Struktur-
raums verwenden wir folgendes Zentralmolekiil M:

OH

R3 R1

R3 R2
cl

Um es fiir die Generierung nach dem Netzwerkprinzip als Zentralmolekiil
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Abbildung 2.1: Alkylreste mit 1-6 C-Atomen

auszuzeichnen setzen wir depth (M) = [0, 0]. Die Reste R werden wie Atome
mit Valenz 1 und Elementsymbol R, R? bzw. R® behandelt.

Die weiteren Reaktanden und die Reaktionsschemata sowie deren Tiefen und
Vielfachheiten sind in Tabelle 2.1 angegeben. Z ist dabei auch als Atom auf-
zufassen und kennzeichnet die Stelle, an der das Zentralmolekiil substituiert
wird. Dabei werden die Reste R' sukzessive mit Hilfe , kiinstlicher* Reaktions-
schemata der Form R —x-X-e-X-x-Z eliminiert und durch die gewiinschten
Substituenten ersetzt.

Fiir der Substitution von R? miissen zuvor alle Alkyle der Form Z—C,Honi1,
n € 6 generiert werden, d.h. Konstitutionsisomere zu den Bruttoformeln
CnHa,+1Z. Bruttoformelbasierte Strukturgenerierung liefert insgesamt 33 Iso-
mere (Abbildung 2.1), die sich wie folgt verteilen:

B [1]2]3][4][5] 6 | Summe |
| Anzahl [[1]1]2[4[8]17] 33 |

Die Variation der Kettenldnge erfolgt schlieBlich, indem bis zu zwei CH,
durch Aufbrechen der C—Cl-Bindung eingesetzt werden. Um dabei intra-
molekulare Reaktionen auszuschlieffen, versehen wir die Reaktionssubstruk-
tur dieses Reaktionsschemas mit einer Substruktur-Restriktion vom Typ
Distanz (s. Tabelle 2.1). Auf diese Weise wird gewéhrleistet, dass bei der
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Reaktionsdurchfithrung nur solche Einbettungen der Reaktionssubstruktur
beriicksichtigt werden, fiir die C—Cl und CH, in verschiedenen Edukten lie-
gen.

Insgesamt erhélt man einen Strukturraum mit 396 Verbindungen. In Ka-
pitel 6 werden wir diesen Strukturraum hinsichtlich Uberschneidungen mit
einer zweiten, ebenfalls durch eine generische Strukturformel definierten Mo-
lekiilbibliothek, untersuchen.



KAPITEL 2. MOLEKULARE STRUKTURGENERIERUNG



Kapitel 3

Uberwachtes statistisches
Lernen

Eine zentrale Problemstellung der Computerchemie besteht darin, Beziehun-
gen zwischen der Struktur chemischer Verbindungen und ihren experimen-
tell messbaren physiko—chemischen oder biologisch—pharmazeutischen Eigen-
schaften zu finden. Dies ist immer dann notwendig, wenn der funktionale
Zusammenhang von Struktur und Eigenschaft entweder nicht bekannt oder
nur mit extrem hohem Aufwand zu berechnen ist. Derartige Fragestellungen
treten insbesondere bei folgenden, in gewisser Weise dualen Problemkreisen
auf:

e Probleme, bei denen ausgehend von der Struktur messbare Eigenschaf-
ten vorhergesagt werden sollen.

e Probleme, bei denen ausgehend von gemessenen oder messbaren Eigen-
schaften auf die Struktur geschlossen werden soll.

Erstere werden als Suche nach Struktur—Aktivitits—Beziehungen (engl. Struc-
ture Activity Relationships, kurz SAR) bezeichnet. Ist eine quantitativ er-
fassbare Eigenschaft von physiko—chemischer Natur, so spricht man auch von
quantitativen Struktur—Figenschafts—Beziehungen (engl. Quantitative Struc-
ture Property Relationships, kurz QSPR), im Falle einer quantitativ messba-
ren biologisch—pharmazeutischen Aktivitat von quantitativen Struktur—Akti-
vitits—Beziehungen (engl. Quantitative Structure Activity Relationship, kurz
QSAR).

Inverse QSAR/QSPR~Forschung befasst sich mit Fragestellungen, bei denen
zu einer messbaren quantitativen Eigenschaft Strukturen gesucht werden, die
diese Eigenschaft besitzen. In der molekularen Strukturaufklirung werden zu

69
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gemessenen physiko—chemischen Eigenschaften Strukturen gesucht, die diese
Eigenschaften erfiillen.

Ziel dieser Bestrebungen ist zum einen, anhand bekannter Fille Modelle zu
finden, mit denen unbekannte Fiélle vorhergesagt werden kénnen. Zum ande-
ren ist man auch daran interessiert, iiber die gefundenen Modelle ein tieferes
Verstéandnis fiir die urséchlichen Zusammenhénge von Struktur und Eigen-
schaft zu gewinnen.

Wichtige mathematische Werkzeuge bei der Suche nach Zusammenhéngen
von Struktur und Eigenschaft bilden statistische Verfahren des tberwachten
Lernens. Voraussetzung dafiir ist, dass ein gewisser Datenbestand von Paaren
aus Struktur und Eigenschaft vorhanden ist.
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3.1 Variablen und Vorhersagefunktionen

Ausgangspunkt fiir iiberwachtes Lernen ist eine Menge von m Beobachtun-
gen, n unabhingige Variablen X; und eine abhdngige Variable Y. Anschau-
licher sind die Bezeichnungen Vorhersagevariable fiir X; und Zielvariable
fir Y. Zu jeder Beobachtung ¢ € m erhédlt man Werte z;; fiir X; und y;
fir Y. Wir konnen diese Werte als Matrizen auffassen: X = (x;) = (x;)
ist eine m x n—Matrix!, wobei wir die Zeilen mit x; bezeichnen, Y = (y;)
ist eine m x 1-Matrix. Die Vorhersagevariablen konnen fiir unsere Zwecke
durchwegs als kontinuierlich, d.h. reellwertig betrachtet werden. Die Zielva-
riable ist entweder kontinuierlich oder diskret. Ziel des iberwachten Lernens
ist es, eine Vorhersagefunktion f zu finden, deren Funktionswerte f(x;) mit
den Werten y; der Zielvariablen fiir die Beobachtungen ¢ € m moglichst ge-
nau iibereinstimmen. Was dies fiir die verschiedenen Typen von Zielvariablen
und Vorhersagefunktionen bedeutet, werden wir in den nachsten Abschnitten
erlautern.

3.1.1 Beispiele:

i) In der molekularen Strukturaufklarung sind die Beobachtungen Paare
aus Spektren und chemischen Verbindungen. Als Vorhersagevariablen
verwendet man spektrale Deskriptoren. Das sind Funktionen, die Spek-
tren auf reelle Zahlen abbilden. Als Zielvariable wihlt man beispiels-
weise einen bindren molekularen Deskriptor zu einer strukturellen Ei-
genschaft S. Dieser liefert den Wert 1, falls eine chemische Verbindung
die strukturelle Eigenschaft S besitzt, anderenfalls 0. Gesucht wird ei-
ne Funktion, die zu einem gegebenen Spektrum vorhersagen kann, ob
bei der zugehorigen, unbekannten chemischen Verbindung die fragli-
che strukturelle Eigenschaft S vorliegt oder nicht. Wir werden solche
Vorhersagefunktionen in Abschnitt 5.5 berechnen.

ii) Bei der QSAR—Suche sind die Beobachtungen Paare aus chemischen
Verbindungen und Werten einer experimentell bestimmten Eigenschaft.
Als Vorhersagevariablen dienen molekulare Deskriptoren. Diese bilden
die topologische oder geometrische Struktur einer chemischen Verbin-
dung auf reelle Zahlen ab. Die Zielvariable nimmt den Wert der gemes-
senen Figenschaft an. Gesucht wird eine Funktion, die zu einer gege-
benen chemischen Verbindung den fraglichen Eigenschaftswert vorher-

1{Ublicherweise werden in der Statistik und der linearen Algebra Zeilen einer m x n—
Matrix mit ¢ = 1,...,m und Spalten mit j = 1,...,m indiziert. Um mit der Notation aus
den ersten Kapiteln konform zu bleiben wihlen wir auch hier Indizes i € m = {0, ..., m—1}
und j € n=40,...,n — 1}.
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sagen kann. Wir werden derartige Vorhersagefunktionen in Abschnitt
4.4 ermitteln.

3.1.1 Regression und Klassifikation
Regression

Nimmt die abhéngige Variable kontinuierliche Werte an, so nennt man ein
Verfahren, welches eine Vorhersagefunktion

fR" —R, x+—— f(x)

fiir Y liefert Regression. Steht dabei nur eine Vorhersagevariable zur Ver-
fiigung, spricht man von einfacher Regression, bei n > 1 von multipler Re-
gression. In jedem Fall wird angestrebt, f so zu wéhlen, dass die Differenzen
zwischen den Werten der abhédngigen Variable und den Funktionswerten der
Vorhersagefunktion

Yi — f(Xi),

die so genannten Residuen, betragsmifig moglichst klein bleiben. Ublicher-
weise bestimmt man f derart, dass die Summe der Quadrate der Residuen
(engl. Residual Sum of Squares, kurz RSS')

RSS = Z (y; — f(:xz-))2

i€Em

minimal wird.

Klassifikation

Ist die abhéngige Variable von diskreter Natur und nimmt Werte aus einer
endlichen Menge C an, so suchen wir nach einer Vorhersagefunktion

f:R"—C.

Diese Vorgehensweise bezeichnet man als Klassifikation. Dabei sollen die vor-
hergesagten Werte f(x;) fiir moglichst viele Beobachtungen mit den Werten
y; der abhéngigen Variable iibereinstimmen. Um dies quantitativ ausdriicken
zu koénnen, bedienen wir uns einer Kostenfunktion

L:C><C—>Rar

Der Funktionswert L(k,l) driickt aus, wie die Fehlklassifikation einer Be-
obachtung aus Klasse k als Klasse [ zu werten ist. Sinnvollerweise sollten
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die Kosten bei korrekter Klassifikation L(k,k) = 0 sein. Falls nicht expli-
zit angegeben, werden wir in dieser Arbeit die Null-Eins—Kostenfunktion
L(k,1) =1—6(k,l) verwenden, wobei

5(k. 1) = 1 falls k =1,
"/ 10 sonst.

die Kroneckersche Deltafunktion bezeichnet. In der Praxis kann es aber oft
hilfreich oder sogar notwendig sein, die Kosten fiir Fehlklassifikationen an
das konkrete Problem anzupassen. Nachdem die Kostenfunktion L festgelegt
wurde, ist f so zu bestimmen, dass der Gesamt-Klassifikationsfehler (engl.
Total Classification Error, kurz TCE)

TCE = Z L (ys, f(x3))

1EmM

minimal wird. Den Gesamt—Klassifikationsfehler kann man auch schreiben
als die Summe
TCE =Y CE®
keC

aus den Klassifikationsfehlern fiir die einzelnen Klassen:

CEW .= Z Lk, f(x;) mit Q. :={iem|y, =k}, keC.
1€Q
Bei Null-Eins—Kostenfunktion ist TCE gerade die Anzahl der Fehlklassifika-
tionen.

Klassifikation durch Regression

Ein bindres Klassifikationsproblem d.h. ein Klassifikationsproblem mit |C| =
2 Klassen kann man als Regressionsproblem auffassen, indem man eine neue
Zielvariable Y einfiihrt, die Werte

- { 1, fallsy; =1,

Yi = —1, sonst.

fiir die Beobachtungen ¢ € m annimmt. Dann berechnet man eine Vorher-
sagefunktion f fiir Y durch Regression, die Diskriminanzfunktion. Bei Null-
Eins-Kostenfunktion kann man die Vorhersagefunktion f fiir das Klassifika-
tionsproblem aus f bestimmen durch

o) = { 1, falls f(z) >0,

0, sonst.



74 KAPITEL 3. UBERWACHTES STATISTISCHES LERNEN

Im Fall von |C| > 2 Klassen fithrt man neue Zielvariablen Y, k € C ein mit

Werten
- { 1, falls y; =k,
Yik =

—1, sonst,

fiir i € m, k € C. Durch Regression erhélt man Vorhersagefunktionen e fiir
Yk. Als Vorhersagefunktion f fiir das C—Klassen—Problem wéhlt man

f(x) = argmax fi(x),
kec
d.h. zu z € R" wird diejenige Klasse k € C ausgegeben, fiir die fk(a:) maximal
ist. Ist diese nicht eindeutig bestimmbar, so wird per Zufall entschieden.

3.1.2 Bewertung der Vorhersagefunktion

Oft gibt es verschiedene Alternativen, eine Vorhersagefunktion zu berech-
nen. Zum einen kénnen Art und Anzahl der unabhéngigen Variablen variiert
werden, zum anderen gibt es aber auch unterschiedliche Typen von Vor-
hersagefunktionen sowie verschiedene Algorithmen und Parameter zu deren
Bestimmung. Deshalb benétigt man Kriterien, die Aussagen iiber die Giite
einer Vorhersagefunktion ermoglichen und zur Auswahl der besten Vorher-
sagefunktion herangezogen werden konnen.

Resubstitution

Zum einen ist es natiirlich wichtig, wie gut die Vorhersagefunktion den be-
obachteten Werten der abhéngigen Variable angepasst ist. Entsprechende
Kennwerte bilden RSS im Falle einer Regression und T'C'E bei Klassifikati-
onsproblemen. Man nennt diese Vorgehensweise Resubstitution, da zur Beur-
teilung der Vorhersagefunktion dieselben Werte eingesetzt werden, die schon
zu ihrer Bestimmung verwendet wurden.

Ein typischer Kennwert zur Beurteilung der Vorhersagefunktion f im Falle
einer Regression ist der multiple Korrelationskoeffizient

RSS
Zi (yi - 3])2 7

wobei § = % > vi das arithmetische Mittel der y; bezeichnet. Bei vollsténdi-
ger Ubereinstimmung der Vorhersagefunktion mit den Werten der Zielvaria-
blen ist R = 1. Fiir die triviale Vorhersagefunktion f = ¢ ist R = 0. In der
Literatur wird oft das Quadrat des Korrelationskoeffizienten, das so genannte
Bestimmtheitsmafl R? angegeben.

R:=,/1-
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R? hat den Nachteil, dass es kein geeignetes Maf ist, um die Giite von Vor-
hersagefunktionen mit unterschiedlicher Anzahl von Vorhersagevariablen zu
vergleichen, denn R? nimmt mit zunehmender Anzahl unabhéngiger Varia-
blen nicht ab. Dies findet Beriicksichtigung im Standardfehler der Regression

| RSS
S-— m

Dabei flieit die Komplexitét der Vorhersagefunktion iiber die Anzahl d ihrer
Freiheitsgrade ein. Wir werden darauf in Abschnitt 3.2 fiir verschiedene Mo-
delle von Vorhersagefunktionen eingehen. Bei guten Vorhersagefunktionen
sollte S klein sein.

Schliellich wollen wir noch einen weiteren Kennwert erwiahnen, der oft fiir
Regressionsmodelle angegeben wird. Der empirische F—Wert ist definiert als

R? m—d
L = R

und wird zum Test auf Signifikanz der Regression verwendet ([114], S. 598—
599). F' sollte fiir gute Modelle grof sein.

Im Fall von Klassifikationen ist der mittlere Klassifikationsfehler (engl. Mean
Classification Error, kurz MCE)

MCE = iTC’E
m

eine hiufig genannte Groéfle zur Bewertung einer Vorhersagefunktion. Wir
werden in dieser Arbeit ausschlieflich § als Kostenfunktion verwenden. In
diesem Fall bezeichnet man MC'E auch als Missklassifikationsrate. Die Mis-
sklassifikationsrate ist 0, wenn alle vorhergesagten Werte mit den Werten
der Zielvariable iibereinstimmen, und 1, falls keine Ubereinstimmungen vor-
liegen. Oft ist man auch daran interessiert, wie sich die richtigen und falschen
Vorhersagen auf die verschiedenen beobachteten Klassen verteilen. Dazu de-
finieren wir die Missklassifikationsrate fiir Klasse k als

MCE® .= || 'CE®.
Dabei bezeichne 2, wiederum die Indexmenge zur beobachteten Klasse k.
Insbesondere darf €2, nicht leer sein.
Teststichprobe

Mindestens ebenso wichtig wie die Anpassung der Vorhersagefunktion an
beobachtete Werte ist ihre Vorhersagefihigkeit. Um diese quantifizieren zu
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kénnen, partitioniert man die Gesamtheit der Beobachtungen zunéchst per
Zufall in einen Lernsatz LS und einen Testsatz T'S, die Teststichprobe:

m=LSUTS.

Es gibt keine Konventionen, die das Verhéltnis von |LS| und |T'S| festlegen.
Wir werden in dieser Arbeit Lern- und Testsatz so wihlen, dass sie gleiche
Kardinalitdt besitzen. Beispiele dazu werden wir in den Abschnitten 4.4.2
und 5.5 kennen lernen.

Zur Bestimmung der Vorhersagefunktion frg, dem ,,Lernen“ verwendet man
nur Beobachtungen aus LS. Eine Aussage iiber die Vorhersagefihigkeit er-
moglicht dann im Falle einer Regression die Quadratsumme der Residuen fiir
den Testsatz

RSSts = Z (i — frs(xi))?.
i€TS

Entsprechend definieren wir

RSS . 1
s wobei yrg = W Z Yi-

R%S = ]. — — 5
ZiETS (i — Urs) icTS

Analog bestimmt man im diskreten Fall Gesamt- und mittleren Klassifikati-
onsfehler fiir den Testsatz:

1
TCErs =Y Ly fus(xi)), MCErpg = WT(JETS
€TSS

sowie Klassifikationsfehler und Missklassifikationsraten fiir einzelne Klassen
im Testsatz:

k k 1 k
CERy =Y L(k f(xi)), MCER = mcz;;g,
1€T' Sk

wobei T'Sy := {i € T'S' | y; = k} die nichtleere Menge der Indizes im Testsatz
mit Werten k fiir die Zielvariable bezeichne.

Voraussetzung fiir das Arbeiten mit einer Teststichprobe ist, dass geniigend
Beobachtungen zur Verfiigung stehen. Gerade bei der Suche nach Struktur—
Eigenschafts—Beziehungen in der Chemie ist oft nur eine geringe Anzahl von
Beobachtungen vorhanden, so dass die Berechnung einer Vorhersagefunktion
ohnehin schon an dem Mangel experimenteller Daten leidet. In dieser Situa-
tion ist es nicht vertretbar, die Anzahl der Datensétze zum Trainieren der
Vorhersagefunktion durch die Aufspaltung in Lern- und Testsatz weiter zu
reduzieren. Eine Losung bietet in diesem Fall die mehrfache Verwendung der
Beobachtungen sowohl zum Lernen als auch zum Testen.



3.1. VARIABLEN UND VORHERSAGEFUNKTIONEN 77

Kreuzvalidierung

Sei k < m. Bei der k—fachen Kreuzvalidierung (engl. Crossvalidation, kurz
CV) wird m per Zufall in k etwa gleich méchtige Teilmengen partitioniert:

m:UTl.

Fiir jedes [ € k wird eine Vorhersagefunktion f; basierend auf den Beob-
achtungen aus m \ 7; trainiert. Die beim Lernen ausgeschlossenen Beob-
achtungen aus 7; werden dann zur Vorhersage durch f; herangezogen: Man
erreicht damit das Ziel, ein Regressions- oder Klassifikationsverfahren auf sei-
ne Vorhersagefihigkeit zu untersuchen. Man kann CV sinnvoll zum Vergleich
verschiedener Teilmengen von Vorhersagevariablen, Modelle von Vorhersa-
gefunktionen und Parameter fiir Lernverfahren verwenden (s. Beispiele in
Abschnitten 4.4.1 und 4.4.3). Im Falle von Regression berechnet man

RSSicv = ZZ fl Xz )

lek €Ty

bei Klassifikationsproblemen

TCEkCV = Z Z L (yia fl(xl>>

lek €T,

Fiir £ < m sind diese Kennwerte abhéngig von der zufilligen Zerlegung von
m. Wahlt man k& = m, so spricht man auch von leave one out (kurz LOO-)
Kreuzvalidierung. Dabei wird fiir jedes ¢ € m eine Vorhersagefunktion f; be-
rechnet, wobei jeweils nur Beobachtungen aus m\ {i} zum Lernen verwendet
werden. Bei LOO-CV vereinfacht sich die Formel fiir die Quadratsumme der
Residuen zu
RSScy = Z (yi — fi(Xi))Z-
1Em

Entsprechend definiert man das Bestimmtheitsmaf? und den Standardfehler
fiir LOO-CV:

_ RSSey _ [RSSoy
i wi—v)" ' m—d

RSS
TS{V mit g; = 5= Zﬁézym
denn dann ist im Falle trivialer f; = ¢; der Korrelationskoeffizient Rcy = 0. Um nicht

von der bestehenden Literatur abzuweichen, wurde von dieser Definition abgesehen.

2 .
RC’V

2Konsistenter wire wohl die Definition Rcv =1-
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Im diskreten Fall sind Gesamt- und mittlerer Klassifikationsfehler fiir LOO-
CV gegeben durch
TCEcy =Y Ly, fi(x:)), MCEgy = LrcEe,.
em m

Es gibt weitere Moglichkeiten, das Prinzip der Kreuzvalidierung zu variieren.
So kann man beispielsweise zu einem festen k£ > 1 fiir alle k—Teilmengen
T C m Vorhersagefunktionen f7 unter Ausschluss von T trainieren, und
dann Vorhersagen iiber die Beobachtungen aus 7" heranziehen, um das Lern-
verfahren zu bewerten. Wir werden uns im Rahmen dieser Arbeit jedoch auf

LOO-CV beschranken.

3.1.3 Datenvorverarbeitung

Manche Lernverfahren setzen voraus, dass Variablenwerte speziellen Voraus-
setzungen geniigen. Andere Verfahren setzen zwar keine bestimmte Struktu-
rierung der Daten voraus, liefern aber bessere Vorhersagefunktionen, wenn
die Variablen einer Vorverarbeitung unterzogen wurden. Eine Auflistung sol-
cher Methoden findet man beispielsweise in [104]. Vorausgesetzt wird dabeti,
dass die Werte einer Variablen nicht konstant sind. Variable mit konstan-
ten Werten sind fiir statistische Lernverfahren ohnehin nicht von Interes-
se, und werden im Zuge der Datenvorverarbeitung entfernt. Treten iiberdies
zwei oder mehrere unabhéingige Variablen auf, deren Werte fiir jede Beob-
achtung iibereinstimmen, so geniigt es, nur eine fiir das Lernverfahren zu
beriicksichtigen.

Lineare Transformationen

Es gibt mehrere vorverarbeitende lineare Transformationen, die auf eine ab-
héngige oder unabhéngige kontinuierliche Variable Z mit Werten z;, 1 € m,
angewendet werden konnen:

o Als Zentrierung bezeichnet man die Verschiebung der Werte einer Va-

riablen um deren arithmetisches Mittel:
2=z —Z.

)

Die zentrierten Daten 2] haben dann den Mittelwert 0.

e Mit Bereichsskalierung wird bezweckt, dass sich die Werte einer Varia-
blen nach Vorverarbeitung iiber das Intervall [0, 1] erstrecken:

z; = ——, wobei Z =minz; und Z = max z;.
Z—Z iem iem
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Fiir die so skalierten Werte z; ist min 27 = 0 und max 2] = 1.

o Autoskalierung bewirkt, dass die priprozessierten Daten den Mittel-
wert 0 und die Varianz 1 annehmen:

Lz ) 2 —Z)2
szZZ Z, Wobeis:\/216m< i~ %)

S m—1

die Standardabweichung der Variablen Z bezeichne. Fiir den des Vektor

z* = (zf) der autoskalierten Daten gilt dann

lo*ls = Vi =T, wobei [l2"]ls == /37 (1)2

1Em

fir die euklidische Norm von z* steht.

Nichtlineare Transformationen und Basiserweiterungen

Dariiberhinaus kann es je nach Werteverteilung der Variablen auch sinnvoll
sein, nichtlineare Transformationen wie n—te Wurzel oder Logarithmus auf
die Variablen anzuwenden.

Man kann nichtlinear transformierte unabhéngige Variablen auch als zusétz-
liche Vorhersagevariablen verwenden. Dariiberhinaus kann man neue Varia-
blen durch Anwendung arithmetischer Operationen auf Paare oder grofiere
Teilmengen der Vorhersagevariablen X, j € n gewinnen. Man spricht dann
von einer Basiserweiterung. Insbesondere finden oft quadratische Basiserwei-
terungen Anwendung. Dabei werden neben X; auch die Quadrate X ]2, JEmM
und Produkte X X;, {k, 1} € (Z) als Vorhersagevariablen herangezogen.

3.1.4 Variablen—Selektion

Aus verschiedenen Griinden ist es wichtig, die Komplexitéit der Vorhersage-
funktion moglichst gering zu halten. Wird die Vorhersagefunktion zu kom-
plex, besteht die Gefahr des Querfittings [65], d.h. die Vorhersagefunktion
wird dem Lernsatz zu gut angepasst, zuféllige Einfliisse werden in das Modell
aufgenommen, und folglich wird das Modell fiir die Vorhersage unbrauchbar.
Zum anderen konnen einfache Modelle besser zum Verstdndnis tatsédchlicher
Zusammenhénge beitragen.

Die Komplexitit einer Vorhersagefunktion manifestiert sich unter anderem
in der Anzahl der verwendeten Variablen. Allerdings ist a priori nur schwer
zu entscheiden, welche Teilmenge von Variablen fiir das Lernverfahren gut
geeignet sind.
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Abbildung 3.1: Beispiele starker und schwacher Korrelationen
Korrelationsanalyse

Ein Maf fiir den linearen Zusammenhang zweier nicht konstanter Variablen
X und Z bildet der Korrelationskoeffizient

i = 7)(5 — 2)
\/Zz(xz —I)? Zz(zz - z)?
Zi T;2; — MITZ
& o - w5, 7~ m?)
_ MY Tz = 3T ) Y € [-1,1].

\/(m Yo — Qs x)?) (mo, 2 — (00 2)%)

Ist |R(X,Z)| = 1, so werden X und Z vollstindig korreliert genannt, falls
|R(X, Z)| = 0 unkorreliert. Bei der graphischen Darstellung sind die durch
X und Z definierten Datenpunkte je nach Groie von R(X, Z) = 0 mehr oder
weniger stark um eine Gerade gestreut.

R(X,Z) =
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Abbildung 3.1 zeigt Beispiele verschieden starker Korrelationen mit ihren
Korrelationskoeffizienten. Es handelt sich dabei um topologische Indizes und
Siedepunkte einer realen Bibliothek von Decanen aus Abschnitt 4.4.1.

Sind X und Z vollsténdig korreliert, so gibt es eine Darstellung Z = a X + b
mit a # 0. Die linear—algebraische Bezeichnung fiir diesen Sachverhalt ist af-
fine Abhingigkeit. Vollstindige Korreliertheit bildet eine Aquivalenzrelation
auf der Menge der Variablen.

Soll fiir die Regression der Zielvariablen Y durch nur eine Vorhersagevariable
X aus einer grofleren Menge moglicher Vorhersagevariablen X, j € n aus-
gewdhlt werden, kann es durchaus sinnvoll sein, sich fiir diejenige Variable
zu entscheiden, welche den betragsméflig grofiten Korrelationskoeffizienten
zu Y besitzt. Insbesondere bei linearer Regression (s. Abschnitt 3.2.1) trifft
man auf diese Weise eine optimale Wahl da das Bestimmtheitsmafl R? bei
einfacher linearer Regression gerade gleich R(X,Y)? ist.

Bei multipler und/oder nicht linearer Regression wird die Situation kompli-
zierter. Vorhersagevariablen mit gréfiten Korrelationskoeffizienten zur Ziel-
variablen bilden nicht notwendig beste Teilmengen fiir solche Lernverfahren.
Dies ist insbesondere dann der Fall, wenn die Vorhersagevariablen unter-
einander starke Korrelationen aufweisen. Haufig beschrinkt man sie auf sol-
che Vorhersagevariablen, die untereinander keine vollstdndigen Korrelationen
aufweisen.

Fisher Ratios

Fiir bindre Klassifikationsprobleme werden gelegentlich in der Literatur [154,
148, 31] Fisher—Verhéltnisse (engl. Fisher Ratios, kurz FR) zur Auswahl der
bester Vorhersagevariablen fiir Klassifikation durch eine Vorhersagevariable
angegeben. Sie sind definiert als

FR(X,Y) .= —H
o9 + 01
wobei py, die arithmetischen Mittel und o die Varianzen der x; innerhalb der
durch Y erklirten Klassen angeben, d.h. mit Q, = {i e m | y; = k}, k € C,

1st
e =17 D und o = (%] - DT (s — ).

1€Qy 1€Q

Allerdings konnen auch hierbei keine Abhéngigkeiten zwischen mehreren Vor-
hersagevariablen beriicksichtigt werden. Zur Auswahl der besten Vorhersa-
gefunktionen mit mehr als einer Vorhersagevariablen bleibt oft keine andere
Moglichkeit als die vollstdndige Suche unter allen Teilmengen verfiigbarer
Vorhersagevariablen.
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Beste Teilmengen—Selektion

Insbesondere sind wir daran interessiert, fiir gegebenes k < m diejenigen
k—Teilmengen von Variablen zu finden, zu denen sich beste Vorhersagefunk-
tionen bestimmen lassen (engl. Best Subset Selection, kurz BSS). Die nahe
liegende Losung ist, alle k—Teilmengen zu durchlaufen, jeweils eine Vorher-
sagefunktion zu bestimmen, und dann die beste(n) auszuwéhlen. Dies ist al-
lerdings mit hohem Rechenaufwand verbunden. Fiir lineare Regression gibt
es Verfahren [45], die diesen mit Hilfe von Techniken aus der linearen Al-
gebra verringern. Trotzdem ist es oft nicht moglich, den Durchlauf aller k—
Teilmengen in vertretbarer Zeit abzuarbeiten.

Schrittweise Teilmengen—Selektion

Bei unseren Anwendungen in der Chemie steht prinzipiell eine unbeschrankte
Anzahl von Variablen zur Verfiigung. Wesentlich gréflere Reichweiten erlau-
ben schrittweise Verfahren. Beim einfachen schrittweisen Verfahren (siehe
z.B. [136], S. 174 ff.) wird zunéchst diejenige Variable X;, bestimmt, wel-
che die beste Vorhersagefunktion mit einer Variablen erméglicht. Im zweiten
Schritt werden alle 2-Teilmengen durchlaufen, die X;, enthalten und erneut
Vorhersagefunktionen berechnet. Die beste darunter verwende die Variablen
X;, und X,,. Im j-ten Schritt werden alle j—Teilmengen durchlaufen, die
Xy .., Xy;_, enthalten. Insgesamt sind also im Vergleich zum Durchlauf aller
(Z) k-Teilmengen nur ), n—1i Vorhersagefunktionen zu bestimmen. Leider
fithrt diese Vorgehensweise nicht notwendig zur besten Vorhersagefunktion
mit k Variablen, wie sich anhand einfacher Beispiele zeigen lésst.

In manchen Féllen kann man Abhilfe schaffen, indem man bei jedem Schritt
nicht nur die beste Teilmenge von Variablen weiter verwendet, sondern die
[ > 1 besten Teilmengen im néchsten Schritt jeweils um eine Variable ver-
grofert. Zwar besteht bei diesem [—fachen schrittweisen Verfahren immer
noch keine Gewissheit, die beste k—Teilmenge zu finden, meist fithrt diese
Vorgehensweise mit grofleren [ jedoch zu besseren Modellen.
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3.2 Modelle fiir Vorhersagefunktionen

3.2.1 Lineare Modelle

Lineare Modelle (kurz LM ) basieren auf Vorhersagefunktionen f, bei denen
die Vorhersagevariablen linear gewichtet werden:

Fx)=> ajz;+0b.

Aus der Anzahl frei wéhlbarer Parameter a; und b ergibt sich die Anzahl
der Freiheitsgrade d = n + 1. Mit ¢ = (ag, ..., an_1,0)T € R™+FIXL ynd
z = (g, ..., Tp_1 | 1) konnen wir f als Matrix—Multiplikation

f) = zc
auffassen. Mit Methoden der linearen Algebra und der mehrdimensionalen
Analysis ldsst sich ¢ derart bestimmen, so dass moglichst kleine Residuen
auftreten. Diese Vorgehensweise wird als multiple lineare Regression (kurz
MLR) bezeichnet.
Kleinste Quadrate Regression
Bei m Beobachtungen wollen wir die Parameter a; und b so bestimmen, dass

RSS(C) = Z (yz — CZZ‘)2

1€Em

minimal wird. Dabei bezeichnen z; die Zeilenvektoren von

7 = (xij | 1) € Rmx(n+1)'
Man kann RSS(c) auch als Produkt

RSS(c) = (y — Zc)" (y — Zc).

schreiben. Differentiation nach c liefert:

ORSS
Jdc

(c) = —2Z"(y — Zc).

Hat Z vollen Rang, so ist die Hessematrix

0*RSS

W(C) = —2ZTZ
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positiv definit, und RSS hat ein globales Minimum, wenn
Z'(y — Zc) = 0.
Nun kann man ¢ berechnen als
c=(Z"2)"'7",
indem man die inverse Matrix (Z"Z)~! durch die Cholesky—Zerlegung ermit-
telt. Wir verwenden im Folgenden die nummerisch stabilere QQR—Zerlegung

von Z. Dabei wird Z = QR als Produkt einer orthonormalen Matrix Q und
einer rechten oberen Dreiecksmatrix R dargestellt. Man 16st dann

y — Zc =0,

indem man zunichst Q™ 'y = QTy berechnet und sich die Dreiecksstruktur
von R bei der Bestimmung von c aus

Rc=Q'y

zunutze macht.

Man nennt diese Vorgehensweise, RSS zu minimieren, (einfache) kleinste
Quadrate Regression (engl. Ordinary Least Squares, kurz OLS). Sie wird
in den folgenden Kapiteln unser wichtigstes Werkzeug zur Bestimmung von
Vorhersagefunktionen sein.

Hauptkomponenten—Regression

Bei der Hauptkomponenten—Regression (engl. Principal Component Regres-
sion, kurz PCR) wird Z durch Singuldrwert-Zerlegung (engl. Singular Value
Decomposition, kurz SVD) als Produkt

7 =USVT

zweier orthonormaler Matrizen U € R™™ ynd V € RO+Dx0+1) ynd einer
Diagonalmatrix S € R™*("+1) dargestellt. Die Elemente auf der Diagonalen

50> .2 8_1>0=..=0

sind dabei die Singuldrwerte, wobei r den Rang von Z bezeichnet. Hat Z vol-
len Rang, dann konnen wir die Parameter der Vorhersagefunktion berechnen
als
c =V diag(1/s;) Uy

und sie sind identisch mit der Losung der OLS—Regression. Im Gegensatz zur
QR~Zerlegung ist SVD auch dann moglich, wenn Z nicht vollen Rang hat.
Hauptanliegen der PCR ist es, nur diejenigen Singuldrwerte zu verwenden,
fiir die die beste Vorhersagefihigkeit erzielt wird (s. Beispiel in Abschnitt
4.4.2).
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Vorhersagevariablen Xo X1 Xn-1

Eingangsschicht
Gewichte ay, by
Verborgene Schicht
Gewichte oy,

Ausgangsschicht

Zielvariable

Abbildung 3.2: Schema eines neuronalen Netzes mit einer verborgen Schicht
und Bias—Neuronen

Lineare Verfahren zur Klassifikation

Bei der Klassifikation durch lineare Verfahren werden Klassengrenzen als Hy-
perebenen im n—dimensionalen Datenraum beschrieben. Diese Hyperebenen
gewinnt man entweder wie in Abschnitt 3.1.1 mittels Klassifikation durch
Regression oder durch lineare Diskriminanzanalyse (LDA). Beide Methoden
werden eingehend in Kapitel 4 von [64] beschrieben. Wir werden in dieser Ar-
beit hauptséchlich bindre Klassifikation benotigen (s. Abschnitte 4.4.3 und
5.5.2).

3.2.2 Neuronale Netze

Oft lassen sich die Zusammenhénge zwischen Vorhersage- und Zielvariablen
nicht hinreichend gut durch lineare Vorhersagefunktionen darstellen. Beispie-
le fiir nichtlineare Vorhersagefunktionen liefern kiinstliche neuronale Netze
(engl. Artificial Neural Networks, kurz ANN). Wir werden im Rahmen die-
ser Arbeit Feedforward—Netze mit einer verborgenen Schicht und linearen
Ausgangs—Gewichten verwenden. Abbildung 3.2 zeigt die Architektur eines
solchen Netzes. Zwischen Eingangsschicht und verborgener Schicht erfolgt
fir jedes verborgene Neuron (engl. Hidden Neuron, kurz HN) k € h eine
lineare Wichtung gi(x) = apx® + by. Die by, stellen dabei die Gewichte des so
genannten Bias—Neurons zu den verborgenen Neuronen dar. In der verbor-
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genen Schicht wird eine Aktivierungsfunktion a(z) = (1+4e7%)~! angewandt.
Zwischen verborgener Schicht und Ausgangsschicht erfolgt nochmals eine li-
neare Wichtung mit oy, k € h und Bias (.

Ein Feedforward—Netz mit einer Schicht h verborgener Neuronen und linearen
Ausgangs—Gewichten realisiert die folgende Modellfunktion:

Qy,
f<X) - Z 1 + e—(arxT+bk) +6

keh

Die Anzahl der Freiheitsgrade d = (n + 2)h + 1 entspricht der Anzahl frei
wéhlbarer Parameter ag;, by, oy und 3.

Zur Bestimmung dieser Parameter gibt es verschiedene Verfahren der nicht-
linearen Optimierung (Levenberg—Marquardt, Gauss—Newton, Backpropaga-
tion, Steepest—descent). In der vorliegenden Arbeit wurde die im Statistik—
Paket R enthaltene, auf Newton-Optimierung basierende Implementierung
verwendet. Wichtig ist dabei, dass Ziel- und Vorhersagevariablen einer Be-
reichsskalierung unterzogen wurden. Ublicherweise startet man mit einer Zu-
fallsbelegung der Parameter. Zwar hat dies den Nachteil, dass die Netze nicht
reproduzierbar sind, jedoch findet man in der Regel durch zufillige Startpa-
rameter bessere Vorhersagefunktionen als bei einer festen Vorbelegung, etwa
mit 0. Details zum Training neuronaler Netze findet man in Kapitel 11 von
[64], eine Vielzahl weiterer Arten neuronaler Netze nebst Anwendungen in
der Chemie stellt [168] vor.

Neuronale Netze liefern in vielen Situationen gute Vorhersagefunktionen. Al-
lerdings sind sie mit zwei Nachteilen behaftet: Zum einen erlauben der hohe
Vernetzungsgrad und die einhergehende Komplexitéat der Vorhersagefunktion
kaum eine Interpretation. Zum anderen ist aus mathematischer Sicht unbe-
friedigend, dass im Allgemeinen keine Aussagen hinsichtlich der Optimalitét
der Vorhersagefunktion gemacht werden kénnen. In der Regel terminiert der
zum Training des ANN verwendete Optimierungsalgorithmus in einem loka-
len Minimum. Einen mathematisch iiberzeugenderen Ansatz lernen wir im
folgenden Abschnitt kennen.

3.2.3 Support—Vektor—Maschinen

Das Konzept der Support—Vektor—-Maschine (kurz SVM) wurde Mitte der
90er Jahre von V. Vapnik [30, 146, 147] formuliert. Urspriinglich waren SVM
zur Losung bindrer Klassifikationsprobleme vorgesehen. Dabei wird zunéchst
nach einer optimal separierenden Hyperebene zwischen den beiden Klassen
gesucht (s. Abbildung 3.3). Diese wird so gewéhlt, dass sie ein Rand maxima-
ler Grofe zwischen den néchstgelegenen Punkten der beiden Klassen umgibt.
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Abbildung 3.3: Support—Vektor—Klassifikator fiir den separablen Fall

Punkte, die auf den Grenzen des Randes liegen heiflen Support—Vektoren und
sind in Abbildung 3.3 mit ,,SV*“ beschriftet.

Sind die beiden Klassen nicht linear separierbar, so kommen zwei weite-
re Strategien zum Tragen, die das Konzept der SVM umfasst. Zum einen
ldsst man auch Punkte auf der falschen Seite des Randes zu, versucht aber
deren Einfluss moglichst gering zu halten. Zum anderen kénnen die Da-
tenpunkte mit Hilfe einer Basiserweiterung (vgl. Abschnitt 3.1.3) in einen
héherdimensionalen Raum abgebildet werden, um dort eine bessere lineare
Separierbarkeit zu erreichen.

Diese Vorgehensweisen kann man als quadratisches Optimierungsproblem mit
linearen Ungleichungen als Nebenbedingungen formulieren und 16sen (siehe
z.B. [64]). Wir verwenden in dieser Arbeit die Implementation libsvm [26],
die inzwischen auch iiber das R—Erweiterungspaket e1071 [97] verfiighar ist.
Bei bindrer Klassifikation ist die Vorhersagefunktion von der Form

() :{ 1, falls f(z) >0,

0, sonst,
wobei 3
f(X) = Z gi()éiK(Xi, X) + b
iEm
und
_ |1, fallsy =1,
Yi = —1, sonst.

a; ist dabei nur fiir Support—Vektoren x; ungleich Null. Die so genannte
Kernel-Funktion K realisiert die angesprochene Basiserweiterung. Bei der
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in dieser Arbeit verwendeten Implementation [26] stehen folgende Kernel-
Funktionen zur Verfiigung:

Linearer Kernel :

Radial-Basis—Funktion :

K
Polynom vom Grad d: K
K

Sigmoid-Funktion : K

X, X' )
x,x') = y(x'x" + ¢)?,
X,X')
X, X' )

v, ¢ und d sind dabei frei wéhlbar. In der Regel setzen wir v = 1, beste Werte
fiir v und d bestimmt man iiber CV oder mit Hilfe einer Teststichprobe.
SVM fanden in jiingster Vergangenheit immer héufiger Anwendung auf Fra-
gestellungen der Computerchemie. Bei einem Vergleich von SVM mit ANN
fiir die Klassifikation chemischer Verbindungen als pharmazeutische Wirk-
stoffe [23] lieferten SVM fiir verschiedene Testsétze durchwegs kleinere Klassi-
fikationsfehler. Bei der Klassifikation von Massenspektren (s. Abschnitt 5.5.2)
erwiesen sich SVM mit radialem Kernel als beste Vorhersagefunktionen.
Man kann das Konzept der SVM auch auf kontinuierliche Zielvariablen {iber-
tragen. Im Falle einer Regression ist die Vorhersagefunktion von der Form

f(x) = ZaiK<Xi7X) +0.

Em

SVM haben oft eine grofie Anzahl von Support—Vektoren. Die daraus resultie-
renden komplexen Vorhersagefunktionen kénnen kaum zum Verstdndnis der
ursédchlichen Zusammenhénge zwischen Vorhersage- und Zielvariablen heran-
gezogen werden. Weitaus besser interpretierbare Vorhersagefunktionen lernen
wir im folgenden Abschnitt kennen.

3.2.4 Entscheidungsbidume

Ein weiteres Verfahren zur Bestimmung von Vorhersagefunktionen besteht
in der rekursiven Partitionierung des R™ in Hyperrechtecke. Die resultieren-
den Vorhersagefunktionen lassen sich als Entscheidungsbdume darstellen. Je
nach Art der Zielvariablen spricht man von Klassifikations- oder Regressi-
onsbdumen. Klassifikations- und Regressionsbdume (engl. Classification and
Regression Trees, kurz CART) zeichnen sich besonders durch die ihre gute
Interpretierbarkeit aus.

Ein FEntscheidungsbaum ist ein bindrer Wurzelbaum, d.h. er hat einen als
Wurzel ausgezeichneten Knoten Vj, und jeder Knoten, der kein Blatt ist,
hat genau zwei Nachfolger. Die Blatter werden auch terminale Knoten ge-
nannt, alle anderen Knoten sind innere Knoten. Innere Knoten Vj tragen
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warr| Yot Xio < 0 [

V2k+ 1

Abbildung 3.4: Schema eines Entscheidungsbaumes

Entscheidungsregeln der Form X;, < a, terminale Knoten Funktionswerte
Uk

Die Nummerierung der Knoten ist dabei so gewéhlt, dass ein innerer Knoten
V. die Nachfolger Vap 1 und Vapy o besitzt (vgl. Abbildung 3.4). Die Anwen-
dung der durch einen Entscheidungsbaum dargestellten Vorhersagefunktion
ist sehr einfach, so dass auch komplexe Badumen schnell ausgewertet wer-
den kénnen. Ausgehend von der Wurzel werden die inneren Knoten gemafl
ihrer Entscheidungsregeln wie folgt durchlaufen: Ist die durch Vj dargestell-
te Entscheidungsregel erfiillt, so ist als ndchster Knoten V5,1 aufzusuchen,
anderenfalls Vo;.o. Erreicht man dabei einen terminalen Knoten, so wird
der durch ihn dargestellte Funktionswert ausgegeben, anderenfalls wird die
nédchste Entscheidungsregel abgearbeitet.

Bei der Konstruktion eines Entscheidungsbaumes wird der Lernsatz sukzes-
sive in je zwei disjunkte Teilmengen partitioniert. Die Partitionierung erfolgt
mit Hilfe einer binéren Entscheidungsregel X, < a. Sei (), die Indexmenge
der durch Vj, reprisentierten Beobachtungen. Des Weiteren seien

Q(joa) :={ie Q| z; <a} und Qj,a) :={i € Q| zy>a}

die Indexmengen, die durch Aufspaltung von 2 bzgl. X; an der Stelle a
resultieren. Nun werden j und a derart bestimmt, dass die Eigenschaftswerte
in den nachfolgenden Knoten V51 und Var,o moglichst homogen sind. Im
Falle eines Regressionsbaumes bedeutet dies, dass

S+ ) wi—u)

1€Q(4,a) i€ (j,a)
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minimal werden soll. Dabei bezeichnen

p= %G1 Yy owd 7 =260 Y

1€Q(j,a) i€ (4,a)

die Mittelwerte der Eigenschaftswerte in € (j,a) und € (j,a). Optimales j
und a definieren schliellich die Entscheidungsregel fiir V, und die Konstruk-
tion kann bei Variq und Vogpio mit Qopyr = (7, a) und Qopro = Q(J, a)
fortgefiihrt werden. Handelt es sich bei Voiy 1 oder Voiio um terminale Kno-
ten, so sind Yopr1 = i bzw. Jopro = p’ zugleich die Funktionswerte.

Die Variablen—Selektion erfolgt also wahrend der Konstruktion des Entschei-
dungsbaumes. So gesehen kann man die Konstruktion eines Entscheidungs-
baumes auch als Methode zur Variablen—Selektion ansehen. Da die Auswahl
jeweils nur aufgrund einer lokalen Bedingung getroffen wird, kann die Se-
lektion duflerst schnell durchgefiihrt, und auch fiir sehr grofie Grundmengen
unabhéngiger Variablen in vertretbarer Zeit abgearbeitet werden.

Weitere Details wie Abbruchkriterien fiir das Wachstum von Entscheidungs-
bdumen, Strategien zum Zuriickschneiden von Entscheidungsbédumen und zur
Konstruktion von Klassifikationsbdumen werden in [21] beschrieben. Auf Sei-
ten 205-215 wird dort ein Beispiel eines Klassifikationsbaums fiir Massen-
spektren gezeigt, mit dessen Hilfe das Vorhandensein von Brom im Analyten
vorhergesagt werden kann. Wir werden &hnliche Problemstellungen in Kapi-
tel 5 betrachten. Dabei verwenden wir eine Implementierung von B. D. Ri-
pley ([115], Kapitel 7), auf die tiber eine Schnittstelle zur Statistik—Software
R zugegriffen wird. Im Allgemeinen fanden CART im Zusammenhang mit
Problemstellungen aus der Chemie bisher eher geringe Beachtung. Eine der
wenigen Ausnahmen bildet [158], wo die Wirksamkeit chemischer Verbindun-
gen als Arzneimittel untersucht wird.

Eine interessante Weiterentwicklung von Regressionsbdumen wurde in der
Software Cubist [110] realisiert. Dabei wird das Verfahren der rekursiven
Partitionierung kombiniert mit linearer Regression. Die Vorhersagefunktio-
nen sind RT mit LM an den terminalen Knoten. In [22] wird mit Hilfe dieser
Methode die Wasserloslichkeit chemischer Verbindungen modelliert.

3.2.5 Nachste Nachbarn

In den vorangegangenen Abschnitten wurden jeweils Modellfunktionen durch
Regressions- oder Klassifikationsverfahren algorithmisch bestimmt. Die Me-
thode der k ndchsten Nachbarn (kurz KNN) gehort zu den so genannten
y,modellfreien* Lernverfahren. Zur Bestimmung der Vorhersagefunktion fin-
det keine Strukturierung der Daten statt, es wird kein Fitting einer Modell-
funktion vorgenommen. Vielmehr werden die Daten des Lernsatzes selbst
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zur Vorhersage verwendet. KNN—Verfahren sind besonders dann geeignet,
wenn die Daten des Lernsatzes nur in geringem Mafle strukturierbar sind.
Sie konnen aber kaum zum Versténdnis tatséchlicher Zusammenhénge her-
angezogen werden.

Sei 1 < k < n. Zur Bestimmung eines Funktionswertes f(x) fiir x € R" wer-
den zunéchst die Absténde der x;, ¢ € m zu x bestimmt und in aufsteigender
Reihenfolge angeordnet:

[ = x| <o < flx = x [ <

Dabei ist es sinnvoll, dass die Vorhersagevariablen in autoskalierter Form
vorliegen. ||.|| kann eine beliebige Norm auf R™ sein. Wir werden in dieser
Arbeit die euklidische Norm ||.||2 verwenden. Als néchster Schritt wird die
Menge der k néchsten Nachbarn zu x bestimmt:

Ni(x) = {i | | € k}.

Ist dies nicht eindeutig moglich, so wird per Zufall entschieden. Bei KNN—
Regression berechnet man den Funktionswert der Vorhersagefunktion als
arithmetisches Mittel aus den Eigenschaftswerten der k néchsten Nachbarn

zZu X 1
fx) =+ >

iENk (X)

Bei KNN—Klassifikation wird die vorherzusagende Klasse per Mehrheitsent-
scheidung unter den k£ nichsten Nachbarn von x ausgewéhlt:

f(x) = argmax Z d(e, yi).

€C ieNy(x)

Ist keine eindeutige Klassenbestimmung moglich, wird wiederum per Zufall
entschieden. Alternativen bilden gewichtete Verfahren, die etwa in Pattsi-
tuationen zugunsten der Klasse des néchstgelegenen Nachbarn entscheiden.
Wir werden in dieser Arbeit KNN-Klassifikation nur im binédren Fall ver-
wenden (s. Abschnitt 4.4.3). Dann kénnen Zufallsentscheidungen vermieden
werden, indem man ausschliefllich ungerade k£ zulésst. Die Bestimmung des
giinstigsten Parameters k£ kann beispielsweise durch CV oder eine Teststich-
probe erfolgen.
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Kapitel 4

Kombinatorische Chemie

Der traditionelle Weg der chemischen Synthese bestand darin, jeweils ein-
zelne chemische Verbindungen gezielt herzustellen. Motivation zur Synthese
waren oft Vermutungen iiber bestimmte erwiinschte physiko—chemische oder
biologisch-—pharmazeutische Eigenschaften, die man fiir diese Verbindungen
annahm.

Im Zuge zunehmender Automatisierung und nicht zuletzt durch rasante Ent-
wicklungen auf dem Gebiet der elektronischen Datenverarbeitung hat eine
neue Methode der chemischen Synthese begonnen, die traditionelle Vorge-
hensweise abzulosen. Verfahren der kombinatorischen Chemie erméglichen
es, eine Vielzahl von Verbindungen in einem Arbeitsgang zu synthetisieren,
und stellen damit ein méchtiges Werkzeug auf der Suche nach neuen Mate-
rialien oder Arzneimitteln dar.

Technisch wird dies beispielsweise durch Syntheseroboter realisiert, die Mul-
tititerplatten mit bis zu mehreren hundert miniaturisierten Reagenzkorpern
innerhalb kiirzester Zeit befiillen. Das Ergebnis sind so genannte Bibliotheken
chemischer Verbindungen. Man spricht in diesem Zusammenhang auch von
kombinatorischen Bibliotheken, da die Reaktanden auf verschiedene bzw. alle
moglichen Weisen kombiniert werden.

Nach der Synthese erfolgt die Untersuchung der Produkte hinsichtlich be-
stimmter erwiinschter Eigenschaften. Man bezeichnet diesen Arbeitsgang als
Screening. Oft kann auch das Screening automatisiert ablaufen, so dass insge-
samt hohe Durchsatzraten neu synthetisierter und ,,gescreenter Substanzen
realisiert werden konnen. Entsprechend bezeichnet man solche Verfahren als
Hochdurchsatz—Screening (engl. High Throughput Screening, kurz HTS).

95
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4.1 Optimierung kombinatorisch—chemischer
Experimente

Meist ist es dennoch nicht méglich, oder aber mit sehr hohen Kosten ver-
bunden, kombinatorische Bibliotheken in ihrer gesamten Variabilitdt zu syn-
thetisieren. Wir werden in Abschnitt 4.2 Beispiele betrachten, wo schon aus
10 bis 20 Reaktanden Bibliotheken mit mehreren zehntausend Verbindungen
resultieren. Man wird also zunéchst nur eine Teilmenge aller kombinatorisch
moglichen Verbindungen, eine reale Bibliothek tatséchlich synthetisieren und
screenen. Diese ist Teilmenge einer Gesamtheit der kombinatorisch méglichen
Verbindungen, die wir als virtuelle Bibliothek bezeichnen.

Abbildung 4.1 beschreibt diese Situation und zeigt die Vorgehensweise, wie
man in der virtuellen Bibliothek mit hoherer Wahrscheinlichkeit Kandidaten
findet, die eine gesuchte Eigenschaft besitzen. Mathematisch—algorithmische
Teilprobleme sind hierbei grau unterlegt. Dazu z&hlt

e die Generierung der virtuellen Bibliothek (Abschnitt 4.2).
Je nach Situation muss

e die Bestimmung einer realen Teilbibliothek hoher Diversitdt (Abschnitt
4.5.1) oder

e die Uberpriifung der Teilmengenrelation von realer und virtueller Bi-
bliothek (Abschnitt 4.5.2)

erfolgen. Weitere Schritte umfassen
e die Berechnung molekularer Deskriptoren (Abschnitt 4.3) und

e die Bestimmung von Vorhersagefunktionen iiber statistische Lernver-
fahren (Kapitel 3) sowie

e die Anwendung der Vorhersagefunktion.

Zunéchst werden Strukturen der realen Bibliothek mittels molekularer De-
skriptoren auf reelle Zahlen abgebildet. Fiir jede Struktur erhélt man einen
Vektor reeller Zahlen gleicher Lange. Zudem hat man fiir jede Struktur
einen Eigenschaftswert. Deskriptoren- und Eigenschaftswerte bilden die Ein-
gabe fiir statistische Verfahren des iiberwachten Lernens. Diese liefern ei-
ne Vorhersagefunktion, die als Eingabe einen Vektor von Deskriptorenwer-
ten erwartet, und als Ausgabe einen vorhergesagten Wert fiir die Eigen-
schaft liefert. Die Vorhersagefunktion wird dabei so bestimmt, dass gemesse-
ne und berechnete Eigenschaftswerte fiir die reale Bibliothek moglichst gut
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Virtuelle Bibliothek

(nur Strukturen)
Reale Bibliothek
(Strukturen und Eigenschaften)
Eigenschafts- Struktur- Struktur-
werte formeln formeln
\4 v
Molekulare Molekulare
Deskriptoren Deskriptoren
Ziel- Vorhersage-
variable variablen
\ 4 \ 4
Statistische Lernverfahren
(Regression, Klassifikation)
Vorhersage- Vorhersage-
funktion variablen
\4 A 4

Anwendung der
Vorhersagefunktion

\ 4

Vorhergesagte
Eigenschaftswerte
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Abbildung 4.1: Vorgehensweise bei der Vorhersage von Eigenschaften fiir vir-
tuelle kombinatorische Bibliotheken
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iibereinstimmen (vgl. Kapitel 3). Dieser gesamte Prozess der Deskriptoren-
berechnung und der Suche nach geeigneten Vorhersagefunktionen ist Gegen-
stand der SAR/QSAR/QSPR-Forschung.

Mit Hilfe eines Strukturgenerators wird die virtuelle Bibliothek konstruiert.
Fiir deren Elemente kann man nun ebenfalls Deskriptorenwerte berechnen.
Eingesetzt in die Vorhersagefunktion kénnen somit Eigenschaftswerte fiir die
virtuelle Bibliothek prognostiziert werden. Man spricht hierbei auch von vir-
tuellem Screening. Strukturen, fiir die gute Eigenschaftswerte vorhergesagt
werden, sind als Kandidaten fiir eine gezielte Synthese auszuwihlen.
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4.2 Generierung kombinatorischer Bibliothe-
ken

In Abschnitt 2.2 wurden bereits Verfahren zur reaktionsbasierten Struktur-
generierung beschrieben. Im Folgenden wollen wir zwei typische Beispiele
kombinatorischer Bibliotheken vorstellen.

4.2.1 Beispiel: Amidierung von Sidurechloriden mit
Aminosiduren

Oft tritt bei kombinatorisch—chemischen Experimenten die Situation auf,
dass an ein so genanntes Zentralmolekil mit mehreren reaktiven Stellen ver-
schiedene Liganden angelagert werden (Abschnitt 2.2.1). Fiir diesen Fall gibt
es ein sehr effizientes Verfahren, bei dem das Konstruktionsproblem auf die
Generierung von Doppelnebenklassen zuriickgefiihrt wird [57, 164].

Diese Vorgehensweise wollen wir anhand eines Beispiels von T. Carell [24, 25]
demonstrieren. Als Zentralmolekiile werden verschiedene Saurechloride ver-
wendet, Xanthentetracarbonsidurechlorid (I), Cubantetracarbonsdurechlorid
(IT) und Benzoltriessigsdurechlorid (III):

Cl

cl. _O0 0. _Cl clo o

o] (0]
(0]
Cl Cl Cl
Cl o)
(0] (0]

cl o~ ~cl
I II II1

Diese wurden mit Aminosiuren (Abbildung 4.2) gekoppelt. Dabei reagiert
der Saurechlorid-Rest mit der Aminogruppe in a—Stellung zur Carboxyl-

gruppe:

o) o)
z cl ‘ H
H,N z N
Y + oH on T HC
o)
R o) R

Bei einer genauen Betrachtung der Aminoséauren erkennen wir, dass bei Pro-
lin das N—Atom nur mit einem Wasserstoff gebunden ist. Damit die Synthe-
sereaktion auch bei Prolin durchgefiihrt werden kann, verzichten wir fiir das
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C3H,NO, Alanin||C¢H, 4N,O, Arginin||C,HgN,04 Asparagin||C,H,NO, Asparaginacid
NH, [¢] NH, [¢] NH, (o] NH, (o]
OH!
OH OH
NH
NH.
OH NH N e] Ol O
C3H,NO,S Cystein||C5H,oN,04 Glutamin||C5HgNO, Glutaminacid {|C,HsNO, Glycin
SH NH, [¢] NH, (9] ()
OH OH OH OH
NH. OH
1 [¢] o [¢] NH,
CgHgN5O, Histidin || CgH,3NO, Isoleucin|[ CgH,3NO, Leucin|[CgH,4N,0, Lysin

N NH, o NH, o
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I
/&
T
}I
I
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I
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4

NH,

C4HgNOSS Methionin|[CqH,;NO, Phenylalanin|| CsHgNO, Prolin|[C3H,NO5 Serin
NH, [¢] NH, [¢]
OH!
OH OH
S
OH NHy OH O OH
C4HgNO, Threonin|fC4,H;,N,0, Tryptophan|(CgH,,NO4 Tyrosin|[C5H,,NO, Valin

(o] OH

NH, NH,
NH
OH OH oH OH
NH. OH
o NH,

Abbildung 4.2: Strukturformeln von 20 natiirlichen Aminoséuren

Reaktionsschema auf den zweiten Wasserstoff an dem N-Atom:

wéhrend der Reaktion neu geschlossene Bindungen sind dabei durch Kreise
,0°, gebrochene Bindungen durch Kreuze ,, x“ markiert. Bei einer Synthe-
sereaktion hat die Reaktionssubstruktur mindestens zwei Zusammenhangs-
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komponenten. Im vorliegenden Beispiel sind dies

Cl

(0]
und
P w
\CH OH

Sie werden zunéchst in den Reaktanden gesucht. Der Sdurechlorid-Rest wird
in den Zentralmolekiilen I und IT £ = 4 mal, in III £ = 3 mal gefunden. Fiir
die rechts abgebildete Zusammenhangskomponente der Reaktionssubstruk-
tur gibt es in jeder Aminoséure genau eine Einbettung. Bei Beriicksichtigung
der Nummerierung des Zentralmolekiils M gibt es a* Moglichkeiten, die k
reaktiven Stellen mit a verschiedene Aminoséuren zu belegen. Unter Ver-
nachléssigung der Nummerierung von M sind einige dieser Belegungen aqui-
valent. Die Automorphismengruppe Aut(M ) operiert auch auf den durch die
reaktiven Stellen von M definierten Atomen. Man erhélt eine Untergruppe
G < S, die auf den reaktiven Stellen operiert. Die unter Vernachlissigung
der Nummerierung verschiedenen Belegungen sind gegeben durch die Bahnen

e

Wir erhalten die gesuchte kombinatorische Bibliothek, indem wir ein Re-
priisentantensystem von a®//G erzeugen, und dann fiir jeden Bahnrepri-
sentanten f € rep(a*//G) das Reaktionsschema der Amidierung an der durch
f beschriebenen aktiven Stelle mit der ebenfalls durch f spezifizierten Ami-
nosiure anwenden.

Fiir Zentralmolekiil I besteht die auf die aktiven Stellen induzierte Untergrup-
pe lediglich aus der Identitéat und einer Achsensymmetrie, bei Zentralmolekiil
IT ist G = 9y, bei III die zyklische Gruppe Cs.

Tabelle 4.1 enthilt die gesamte Anzahl a* bzw. a® moglicher Belegungen al-
ler aktiven Stellen mit a verschiedenen Aminoséduren sowie die Anzahl nicht
isomorpher Belegungen unter Beriicksichtigung der Automorphismengrup-
pen von Zentralmolekiil I, IT und III. Dabei sei bemerkt, dass zur Bestim-
mung der Anzahlen wesentlich verschiedener Einbettungen die Bibliotheken
nicht konstruiert werden miissen, sondern mit Hilfe des Lemmas von Cauchy—
Frobenius abgezdhlt werden kénnen.

Besondere Aufmerksamkeit muss Zentralmolekiil II gewidmet werden. Be-
trachtet man dieses als Objekt im dreidimensionalen Raum, so diirfen Spie-
gelungen nicht beriicksichtigt werden. Fiir die aktiven Stellen bedeutet dies,
dass anstelle von S; nur die alternierende Gruppe A, betrachtet werden
darf. Die Berechnung der geometrischen Automorphismen wird durch [2]
ermoglicht. Die Anzahlen wesentlich verschiedener Belegungen unter Bertick-
sichtigung von A4 zeigt Tabelle 4.1 in Spalte IT".
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| a] a* | I[ o] 1| <] I
1 1 1 1 1 1 1
2 16 10 5 5 8 1
3 81 45| 15 15| 27| 11
4 256 | 136 | 35 36 || 64| 24
5 625 | 325| 70 75 125 | 45
6| 1296 | 666 | 126 | 141 | 216| 76
7| 2401 1225 | 210 | 245 343 | 119
8|l 4096 | 2080 | 330 | 400 | 512 | 176
9|l 6561 | 3321 | 495 | 621 | 729 | 249

10 || 10000 | 5050 | 715 925 | 1000 | 340
11 || 14641 | 7381 | 1001 | 1331 | 1331 | 451
12 || 20736 | 10440 | 1365 | 1860 | 1728 | 584
13 || 28561 | 14365 | 1820 | 2535 || 2197 | 741
14 || 38416 | 19306 | 2380 | 3381 || 2744 | 924
15 || 50625 | 25425 | 3060 | 4425 | 3375 | 1135
16 || 65536 | 32896 | 3876 | 5696 | 4096 | 1376
17| 83521 | 41905 | 4845 | 7225 || 4913 | 1649
18 || 104976 | 52650 | 5985 | 9045 || 5832 | 1956
19 | 130321 | 65341 | 7315 | 11191 || 6859 | 2299
20 || 160000 | 80200 | 8855 | 13700 || 8000 | 2680

Tabelle 4.1: Amide aus a Aminosiauren und den verschiedenen Zentralmo-
lekiilen I, IT und III

Eine weitere Problemstellung besteht darin, alle Strukturen zu generieren,
in denen die verschiedenen Bausteine mit einer vorgegebenen Vielfachheit
auftreten. Sei f € a* gegeben. Mit

a* [y G

bezeichnen wir die Bahnen mit gleichen Gewicht wie f, d.h. die Werte i € k
mit Vielfachheit |f~!(¢)| annehmen. Vermoge der Bijektion [117, 118]

a"fff G — G\Si/(Sk);, G(fom)— Gr(Sk)s

konnen wir das Konstruktionsproblem losen, indem wir eine Transversale von
Doppelnebenklassen generieren. Der Stabilisator (Sy) von f in Sy ist gerade
die direkte Summe der symmetrischen Gruppen Sy-1(;), @ € k:

(Sk)p = @ Sf10)-

i€k
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Zu Konstruktion von Doppelnebenklassen kénnen vorhandene Losungen her-
angezogen werden. So wurde diese Aufgabe bereits in [127] mit Hilfe von
Untergruppenleitern und in [52] mit ordnungstreuer Erzeugung gelost. In
der Software MOLGEN-COMB [59] wird letzteres Prinzip verwendet, da
es bei vergleichbarem Zeitaufwand mit deutlich geringerem Speicherbedarf
auskommt.

Ist man wiederum nur an der Abzihlung von a” //; G interessiert, so kann man
dieses Problem mit Hilfe der Pélya—Theorie [106] losen, wie es beispielsweise
in [164] und [57] mit Hilfe des Computeralgebra—Systems SYMMETRICA
[73] demonstriert wurde.

Konstruktion nach dem Netzwerkprinzip

Schliellich wollen wir iiberpriifen, ob die Strukturgenerierung nach dem Netz-
werkprinzip aus Abschnitt 2.2.2 dasselbe Ergebnis liefert. Erstaunlicherweise
erhalten wir fiir 20 Aminosauren (ohne Einschrénkung der Vielfachheiten, un-
ter Verwendung der topologischen Automorphismengruppe) 13035 Losungen.
Ein Blick auf eine der generierten Strukturen verdeutlicht, was geschehen ist:

Da wir bei unserem Reaktionsschema auf den zweiten Wasserstoff am N—
Atom verzichten mussten, konnen bereits angelagerte Aminoséuren mit einer
zweiten reaktiven Stelle an dem Zentralmolekiil reagieren. Auf diese Weise
kann es zu Ringschliissen kommen, wie wir in der obigen Struktur auf der
linken Seite am Cystein sehen. Wir wollen an dieser Stelle nicht erortern,
ob diese Reaktion chemisch sinnvoll ist. Mathematisch kénnen wir diesen
Reaktionsverlauf ausschlieflen, indem wir die Reaktionssubstruktur mit einer
Substruktur—Restriktion vom Typ Distanz versehen, etwa zwischen dem C—
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Atom auf Seiten des Saurechlorid—Rests und dem Stickstofl:

Cl——H H o
i |/
C._O_N_C_C
/ \“‘-_”I \
0] dist=c0 OH

Auf diese Weise stellen wir sicher, dass der Abstand zwischen diesen beiden
Atomen oo ist, sie also vor der Reaktion nicht schon in der gleichen Zu-
sammenhangskomponente liegen diirfen. Mit dem so modifizierten Reakti-
onsschema liefert auch der Netzwerk—Generator wie erwartet eine Bibliothek
von 8855 Verbindungen.

4.2.2 Beispiel: Ugis Siebenkomponentenreaktion

Nicht immer kénnen virtuelle kombinatorische Bibliotheken so einfach wie im
letzten Abschnitt beschrieben werden. Oft gehtren die moglichen Reaktan-
den verschiedenen Substanzklassen an, die iiber komplizierte Mechanismen
miteinander reagieren. Als Beispiel betrachten wir die Siebenkomponentenre-
aktion nach I. Ugi [145]. Zentralmolekiil ist dabei Pyridin-2,6-dicarbonséure:

(0] (0]

N
HO X OH

=

Als weitere Bausteine werden Isocyanide C~=N"—R!

C C C C

I\, I\, Il I,

N N N N

- H Kﬁ
I

~
Aldehyde O=CH-—R?

o o O o
= [/ = =
(@) \ S N| \ é\
PR / i
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und Amine H,N—R3

NH, NH, NH, NH,

AN ro ‘
zugegeben. Die fiir die Substanzklassen typischen Substrukturen C”=NT,
O=CH und NH, sind dabei jeweils grau unterlegt.
In [164] wurde ein schrittweises Verfahren zur Konstruktion der durch Ugis
Siebenkomponentenreaktion beschriebenen kombinatorischen Bibliothek vor-
geschlagen. Abbildung 4.3 zeigt, wie dabei an das Pyridin—Grundgeriist suk-

zessive die Bausteine aus den drei Substanzklassen Amine, Aldehyde und
Isocyanide angelagert werden. Die verwendeten Reaktionsschemata sind:

0o H o—c H _
\C—O—N/ Mo’ o:c/N ik N
o1 A o=s=c
o—h H——0 f He
H H—o—N

Wie gehabt sind dabei Bindungsbriiche durch Kreuze ,, x“ und neu geschlos-
sene Bindungen durch Kreise ,,0 symbolisiert. Ladungsdnderungen werden
durch ,®“ und ,,6% dargestellt. Atome des Reaktionszentrums auf Seiten der
Bausteine sind der besseren Uberschaubarkeit wegen grau unterlegt.
Vernachlédssigt man zunéchst die Aromatizitdt des Pyridin—Grundgeriists,
so erhilt man nach dem ersten Schritt 4> = 16, nach dem zweiten Schritt
16 - 42 = 256 und nach dem dritten Schritt 256 - 42 = 4096 Strukturen. An-
schliefende Identifizierung der aromatischen Bindungen, kanonische Num-
merierung und Entfernung von Dubletten liefern 2080 Verbindungen fiir die
virtuelle Bibliothek.

Alternativ kann man auch von Beginn an die Aromatizitdt des Pyridin-
Grundgeriists beriicksichtigen. Dann gibt es nach dem ersten Schritt 4 Struk-
turen mit symmetrischer Belegung der Substituenten R und (;1) = 6 mit
asymmetrischer Belegung. Nach dem zweiten Schritt erhélt man 4 -4 = 16

symmetrische und
4 4
6-4+4- 6 - -2 =120
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o) o}
N
HO ‘ X OH
/
l + 2 H,N—R3
o] 0
N
HT ‘ X NH <+ 2 H,0
R3 = R3
R2
R2 0 0 R2
Py g Py
HO T ‘ X T OH
3 3
R P R

l + 2 C=N——R!
R2 o] o} R2
H H
N N N
T % N %{ o
o} F|z3 ‘ r|e3 o)
P

Abbildung 4.3: Schrittweise Darstellung der Siebenkomponentenreaktion

asymmetrische Belegungen von R! und R2. Letztere setzen sich zusammen aus
asymmetrischen Belegungen von R! und symmetrischen Belegungen von R2,
symmetrischen Belegungen von R! und asymmetrischen Belegungen von R?
sowie asymmetrischen Belegungen von R! und asymmetrischen Belegungen
von R2.

Nach dem dritten Schritt ergeben sich 16 - 4 = 64 symmetrische Belegungen
fiir R', R? und R3 sowie

120 -4 4+ 16 - (3)—}—120- (;l) -2 =12016

asymmetrische Belegungen. Insgesamt haben wir wie zuvor 6442016 = 2080
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Verbindungen in unserer virtuellen Bibliothek.

In Abschnitt 8.3 von [164] ,,Abzéhlen und Screenen einer Bibliothek® wird
gezeigt, wie auch diese Situation der ,mehrstufigen Anlagerung an ein Zen-
tralmolekiil“ als Konstruktionsproblem von Symmetrieklassen formuliert und
auf beliebige Grundgeriiste verallgemeinert werden kann. Wir wollen uns in
den néchsten Abschnitten auf das Screening virtueller Bibliotheken konzen-
trieren.



108 KAPITEL 4. KOMBINATORISCHE CHEMIE

4.3 Molekulare Deskriptoren

Wie bereits zu Beginn des Kapitels erwahnt, mochten wir statistische Lern-
verfahren zur Bestimmung von Vorhersagefunktionen fiir experimentell mess-
bare Eigenschaften chemischer Verbindungen heranziehen. Nun kénnen aber
solche Verfahren molekulare Graphen nicht direkt verarbeiten. Vielmehr er-
warten sie als Eingabe fiir jede Beobachtung einen Vektor reeller Zahlen.
Vermoge molekularer Deskriptoren konnen molekulare Graphen auf reelle
Zahlen abgebildet werden. In der vorliegenden Arbeit wurde dazu eine Im-
plementierung von J. Braun [19] zur Berechnung molekularer Deskriptoren
herangezogen. Diese orientiert sich im Wesentlichen an [144] und R. Todeschi-
nis Enzyklopédie [142] iiber molekulare Deskriptoren. Eine notwendige Be-
dingung an einen molekularen Deskriptor ist die Invarianz bzgl. der Numme-
rierung der Knoten eines molekularen Graphen:

4.3.1 Definition:
Eine Abbildung
D: M —R, M — D(M),

heifit molekularer Deskriptor, wenn
MeM, me€S, = DM")=D(M).

Es gibt verschiedene Moglichkeiten, molekulare Deskriptoren zu definieren.
Aufgrund der Informationen, die zur Deskriptorenberechnung verwendet wer-
den, kann man molekulare Deskriptoren verschiedenen Kategorien zuordnen:
Man unterscheidet arithmetische, topologische und geometrische Indizes. Die-
se Bezeichnungen orientieren sich an den Abstraktionsebenen aus Abschnitt
1.8, jedoch hélt sich die Nomenklatur in der Literatur! nicht streng an diese
Einteilung.

Manche arithmetische Indizes verwenden neben der Bruttoformel beispiels-
weise auch die Vielfachheiten der Bindungstypen oder der Atomzustédnde.
Viele topologische Indizes beschrénken sich nicht nur auf den, einer chemi-
schen Verbindung zugrunde liegenden Multigraphen. Um diesbeziiglich mehr
Klarheit zu schaffen, untergliedern wir zusatzlich in rein arithmetische und
rein topologische Indizes.

Im zweiten Teil dieses Abschnitts werden wir eine besonders variabel ein-
setzbare Art molekularer Deskriptoren kennen lernen, sog. Substruktur—Viel-
fachheiten. Diese Deskriptoren werden mittels einer molekularen Substruktur
definiert und geben als Deskriptorenwert ihre Vielfachheit in dem untersuch-
ten molekularen Graphen zuriick.

LGenerelle Referenz: Journal of Chemical Information and Computer Sciences, Ameri-
can Chemical Society, seit 1974.
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4.3.1 Arithmetische, topologische und geometrische
Indizes

Viele Indizes werden unter Vernachléssigung der H-Atome berechnet. Zu
einem molekularen Graphen M = (¢,(,7) € M,, sei

Q:={ien|e(i)#H}

im Folgenden die Menge der Nicht—Wasserstoff-Atome. Wie gehabt bezeich-
net dann 7| die Einschrankung von ~ auf €.

Je nachdem, welche Informationen verarbeitet werden, wollen wir verschie-
dene Typen von Indizes unterscheiden.

Arithmetische Indizes

Ein rein arithmetischer Inder verwendet nur die Elementverteilung eines
molekularen Graphen. Fiir einen rein arithmetischen Index D,, gilt

M=(,¢7), M'=(e,(,7)eM = Dwu(M)=Dn(M),

Rein arithmetische Indizes sind also fiir Verbindungen mit gleichen Brutto-
formeln konstant.

4.3.2 Beispiele:
Sei M = (¢,(,v) € M,, ein molekularer Graph. Haufig benutzte rein arith-
metische Indizes sind die Anzahl von Nicht—Wasserstoff-Atomen

DA(M) = |Q|a
die Anzahl von Atomen des Elements X
DNX(M) = 6M(X)7

und das Molekulargewicht unter Vernachlédssigung der H-Atome

Dyw (M) = Z mx B (X)
XZH

von M. Dabei ist mx die mittlere Atommasse von Element X (vgl. Definition
5.8.1). Tabelle 4.2 enthiilt mittlere Atommassen (in Atomic Mass Units?
amu) fiir die Elemente aus &j;.

2Fin amu ist definiert als der zwélfte Teil der Masse eines 12C Atoms.
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Viele Indizes vernachldssigen die Kantenvielfachheiten. Zu einem Multigra-
phen v sei der zugrunde liegende schlichte Graph definiert durch

1 falls y({7,5}) > 0,
0 sonst.

Y ({i,5}) = {

Die Knotengrade ohne Beriicksichtigung von Kantenvielfachheiten bezeich-
nen wir mit

deg’ (i) := deg,. ().

4.3.3 Beispiele:
Die Anzahl von Bindungen

Dp(M) = 3 3 degs ()

und die zyklomatische Zahl
De(M) = Dp(M) — Da(M) + 1

sind keine rein arithmetischen Indizes. Sie kénnen fiir Verbindungen mit
gleicher Bruttoformel (und auch gleicher Zustandsverteilung) verschiedene
Werte annehmen. Aufgrund der Tatsache, dass sie lediglich Anzahlen von
Bindungen beriicksichtigen, werden sie dennoch den arithmetischen Indizes
zugeordnet.

Topologische Indizes

Ein topologischer Index (kurz TT) verarbeitet neben Element- und Zustands-
verteilung auch die Nachbarschaftsbeziechungen der Atome. Die bekanntesten
topologischen Indizes kann man zudem als rein topologisch klassifizieren, d.h.
sie verwenden nur den M = (g,(,7y) € M zugrunde liegenden Multigraphen
~. Fiir einen rein topologischen Index D, gilt:

M:<€7Ca7)7M/:(5/7C/77)6M - Drt(M):Drt(M,)‘

4.3.4 Beispiele:
Die erste Anwendung topologischer Indizes wurde von H. Wiener [165] ent-
wickelt. Er verwendete den nach ihm benannten Index

Dw(M) = % >N dist, (4, ),

i€Q jeQ
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zur Modellierung der Siedepunkte von Alkanen (vgl. 4.4.1). Graphentheore-
tisch betrachtet kann der Wiener Index als ein Maf§ fiir die Verzweigtheit
angesehen werden. Dies wird dadurch gerechtfertigt, dass Dy, fiir Graphen
mit derselben Anzahl von Knoten und Kanten maximale (minimale) Werte
fiir minimal (maximal) verzweigte Graphen annimmt. Minimal verzweigte
Graphen sind dabei Ketten (links), maximal verzweigt sind Sterne (rechts):

Zagreb Indizes [60] summieren Quadrate bzw. Produkte von Knotengraden:
s 12
DM1 (M) = Z (degﬂg(z)) ’
i€Q

Randic Indizes [111, 79] der Ordnung m werden berechnet durch

Doy (M) =Y (deg3, (i)

1€Q

1
2

falls m = 0 und

(V05.++yVm) =0
Weg in v|o

fiir m > 0. Der Knotendistanzgrad von Knoten i in v ist definiert als
deg? (i) := Y _ dist, (i, ).
JjEN
Er wird bendtigt zur Berechnung des Balaban Index [4, 5]

Dg(M d ¢ d ()"
B W Z (degm(z) ' degv\n(j))

(4,9)EE

1
2

D;(M)

7o

Der Molecular Topological Index nach Schultz [128, 129] ist definiert als

DMT](M) = Z Z Zaik (a,kj + dlSt,y‘Q(k?,j)) s

i€Q jeQ keQ
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wobei As, = (a;;) die Adjazenzmatrix von 7°|q bezeichne. Der Molecular
Walk Count der Lénge k addiert alle Eintrage der k-ten Potenz der Adja-
zenzmatrix von v*|q:

D, et (M) = Z Zagﬁ), wobei (ag?)) = (Ays)".

i€Q jeQ

Dabei ist zu bemerken, dass der Eintrag ag?) der k—ten Potenz der Adjazenz-
matrix A,s|, gerade die Anzahl der Kantenziige mit Lénge k& von ¢ nach j
in 7v°|q angibt (Beweis s. [19], S. 19). Diese Indizes wurden erstmals von C.
und G. Riicker [121] vorgestellt und beschreiben die Komplexitit [122] eines
(molekularen) Graphen. Der Total Walk Count summiert Molecular Walk
Counts iiber alle Langen k:

thc(M> - Z mec(k)(M)'
kel

Der mazimale Eigenwert der Adjazenzmatrix A, s, kann ebenfalls als mole-
kularer Deskriptor herangezogen werden. Wir wollen ihn mit D Al bezeichnen.

Es gibt topologische Indizes, die nicht rein topologisch sind, sondern bei
denen auch das chemische Element der Atome eine Rolle spielt.

4.3.5 Beispiele:
Fiir einen molekularen Graphen M = (e,(,v) € M ist der Knotenvalenzgrad
von Atom i definiert als

VE i — HCu()

deg? (1) = .
egu () TE.p) — VEo — 1

HC'y(i) bezeichnet dabei die Anzahl der zu i benachbarten H-Atome. Mit
Hilfe des Knotenvalenzgrades werden Kier & Hall Indizes [77, 78, 79] be-
rechnet. Ahnlich zu Randic Indizes der Ordnung m summieren Kier & Hall
Indizes ebenfalls iiber alle Wege der Lange m, verwenden jedoch anstelle des
Knotengrades den Knotenvalenzgrad:

Do (M) = 37 (degiy ()%,
Duye(M) = 3 ] (deghy(vi)) 2.

(00, vm) =0
Weg in v|q
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Eine weitere Klasse topologischer Indizes, die auch die Elemente der Atome
beriicksichtigt, sind Basaks informationstheoretische Indizes [9, 10]. Zur Be-
rechnung miissen zunéchst alle Atome nach ihren Elementen sowie den Bin-
dungen und benachbarten Atomen bis zu einer Distanz r klassifiziert werden.
Ergeben sich dabei k, Klassen und seien n,; die Anzahl der Atome in Klasse
1, dann lassen sich folgende Indizes definieren:

Nrg Ny
Dic, (M) = 2710&77
i€k,

DCICT<M) = IOgQTl—D[CTU\/[) und
Dsre, (M) = (logyn) ' Dic, (M),

genannt Basaks Informationsgehalt, komplementéarer und struktureller Infor-
mationsgehalt der Ordnung 7.

Tabellen 4.5 und 4.6 enthalten berechnete Werte einiger hier beschriebener
TT fiir die Strukturen aus Abbildung 4.6.

Im Prinzip sind dem Mathematiker beim , Erfinden“ topologischer Indizes
keine Grenzen gesetzt. Eine gewisse Vielfalt verfiigbarer Indizes kann sich
beim Modellieren physiko—chemischer oder biologisch—-pharmazeutischer Ei-
genschaften durchaus als hilfreich erweisen, wie wir spater in Abschnitt 4.4
sehen werden.

Geometrische Indizes

Fiir manche Anwendungen geniigt es, nur Deskriptoren zu verwenden, die
ausschlieflich die Topologie der Strukturen beschreiben (siehe z.B. Abschnitt
4.4.1). Viele Eigenschaften hingen aber auch von der dreidimensionalen Ge-
stalt der Molekiile einer chemischen Verbindung ab (vgl. Abschnitt 4.4.2).
Deskriptoren, die diese Information beriicksichtigen und widerspiegeln, hei-
Ben geometrische Indizes. Zur Berechnung geometrischer Indizes miissen die
Atome der molekularen Graphen M € M,, zunéchst mit dreidimensionalen
Koordinaten £ € (R3)" versehen werden (vgl. Abschnitt 1.6.2). Dafiir stehen
generell verschiedene algorithmische Losungen zur Verfiigung [123, 124]. Wir
verwenden in dieser Arbeit eine Methode, die auf einem Kraftfeld-Modell
nach [1] basiert.

Natiirlich sollen die Werte geometrischer Deskriptoren invariant bzgl. Trans-
lationen und Drehungen sein. Deshalb wird bei geometrischen Indizes oft
als erster Schritt zur Berechnung eine Zentrierung um den Koordinaten—
Ursprung und eine Ausrichtung nach den Hauptachsen vorgenommen. Viele
geometrische Deskriptoren beschreiben geometrische Gréfien wie Volumen
und Oberflache (siehe z.B. [29]) oder Durchmesser des Molekiils.
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mx | Tx Pvdw Voaw [A%]
X [amu] [A} [amu/A3] Verbindung [119] | [71]
H 1,0079 | 1,20 0,139 Methan 29,764 | 29,327
C 12,0107 | 1,70 0,584 Ethan 47,645 | 47,210
N 14,0067 | 1,55 0,898 Ethen 41,062 | 40,135
0] 15,9994 | 1,52 1,088 Acetylen 37,942 | 37,315
F 18,9984 | 1,47 1,428 Benzol 84,174 | 87,182
Si 28,0855 | 2,10 0,724 Naphthalin || 126,950 | 131,564
P 30,9738 | 1,80 1,268 Cyclohexan || 106,833 | 106,654
S 32,0660 | 1,80 1,313 Chlorethan 56,402 | 55,690
Cl || 35,4527 | 1,75 1,579 Toluol 101,625 | 105,377
Br || 79,9040 | 1,85 3,013 Brombenzol | 95,538 | 98,771
[ || 126,9045 | 1,98 3,903 Ethylbenzol || 119,450 | 123,317
Tabelle 4.2: Mittlere Atommasse, Tabelle 4.3: Berechnete Van der
Van der Waals Radius und Dichte Waals Volumina einiger kleiner or-
fir die Elemente aus &1 ganischer Molekiile

4.3.6 Beispiel:

Als Beispiel fiir einen geometrischen Index wollen wir das Van der Waals Vo-
lumen V4, genauer betrachten. Dazu wird zunéchst jedem Element X ein
Atomradius, der Van der Waals Radius rx zugeordnet. Tabelle 4.2 enthélt
die Van der Waals Radien (in Angstrom A) fiir Elemente aus £;. In Ab-
bildung 4.4 werden Atome der verschiedenen Elemente als Kugeln mit Van
der Waals Radien gezeigt. Das Van der Waals Volumen eines Molekiils ist
das Gesamtvolumen, das die Atomkugeln mit Radius 7;) und Mittelpunkt
£(i) € R? einnehmen. Abbildung 4.5 zeigt ein Molekiil, bei dem die Atome
durch entsprechende Kugeln dargestellt sind. Prinzipiell erscheinen zwei Vor-
gehensweisen zur Berechnung des Van der Waals Volumens aussichtsreich:

e Der geometrische Ansatz beruht darauf, den Koérper, der durch die
einander iiberlagernden Atomkugeln bestimmt wird, exakt zu berech-
nen. Dabei kann man das Inklusions-Exklusions-Prinzip anwenden:
Zunéchst summiert man die Volumina aller Kugeln, subtrahiert dann
die Durchschnitte von je zwei Kugeln, addiert wiederum die Uber-
schneidungen von je drei Kugeln u.s.w. Allerdings bedarf bereits die
Berechnung der Durchschnitte von drei Kugeln einer recht komplizier-
ten Formel [116]. Fiir Durchschnitte von bis zu vier Kugeln ist eine ex-
akte geometrische Berechnung moglich [48], fiir Durchschnitte hoherer
Ordnung ist laut [29] mathematisch bewiesen, dass sich diese im Allge-
meinen nicht berechnen lassen. Natiirlich konnte man die Berechnung
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Abbildung 4.4: Atome aus &;; dargestellt als Kugeln mit Van der Waals
Radien

Abbildung 4.5: Darstellung eines hochsubstituiertes Bernsteinsaureanhydrids
als Kalottenmodell mit Van der Waals Radien
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etwa bei den Uberschneidungen dritter Ordnung abbrechen und den
bis dahin berechneten Wert als Néherung angeben. Ein anderer An-
satz, der von Methoden der nummerischen Integration inspiriert ist,
erscheint ebenfalls aussichtsreich.

e Als Ausgangspunkt eines Diskretisierungsverfahrens wird zunéchst ein
umschreibender Quader fiir das Molekiil berechnet. Anschliefend wird
dieser in gleich grofle Wiirfel mdoglichst kleiner Kantenlédnge zerlegt.
Fiir jeden Wiirfelmittelpunkt kann man nun berechnen, ob er innerhalb
oder auflerhalb des durch die Atomkugeln beschriebenen Molekiils liegt.
Die Summe der Volumina aller Wiirfel, deren Mittelpunkte innerhalb
des Molekiils liegen wird als Ndaherung fiir das Van der Waals Volumen
ausgegeben.

Das Problem bei dem Diskretisierungsverfahren besteht darin, dass der Re-
chenaufwand fiir kleinere Wiirfel betréchtlich ansteigt, insbesondere wenn
das Volumen grofler Molekiile berechnet werden soll. Eine wesentliche Ver-
besserung konnte durch J. Braun [119] erzielt werden. Dabei wird in dem
umschreibenden Quader zunéchst ein grobes dquidistantes Raster eingefiihrt,
wobei die Kantenldnge eines Wiirfels dem Van der Waals Durchmesser eines
Wasserstoff-Atoms entspricht. Auf diesem Raster wird zunéchst fiir jeden
Wiirfel festgestellt, welche Atomkugeln mit diesem {iberlappen. Wiirfel, die
mit keinen Atomkugeln iiberlappen, scheiden fiir die folgenden Betrachtun-
gen aus. Die verbleibenden Wiirfel werden jeweils nur von einer relativ klei-
nen Anzahl von Atomen iiberlappt. Fiir diese kénnen wir fortfahren wie oben
beschrieben: Wir fithren ein feineres Raster ein (Kantenlinge 0,01 A), und
summieren die Volumina aller Wiirfel, deren Mittelpunkte innerhalb des Mo-
lekiils liegen.

Tabelle 4.3 enthélt in der ersten Spalte auf diese Weise berechnete Van der
Waals Volumen (in A?’) fiir einige kleine organische Verbindungen. Zum Ver-
gleich sind in der zweiten Spalte fiir die gleichen Verbindungen unter Ver-
wendung derselben 3D-Platzierungen Van der Waals Volumen angegeben,
die mit der Software CODESSA [71] berechnet wurden.

Die zweistufige Vorgehensweise brachte einen entscheidenden Fortschritt in
Hinblick auf Reichweite und Genauigkeit. Der Volumen-Deskriptor findet
insbesondere Anwendung in der Modellierung physikalischer Dichten chemi-
scher Verbindungen, wie sie in Abschnitt 4.4.2 dargelegt wird.

Die oben vorgestellten Deskriptoren bilden nur einen verschwindend gerin-
gen Anteil der im Rahmen des MOLGEN—-Projektes implementierten Indizes.
Eine umfassendere Liste ist in Anhang B zu finden, eine detaillierte Spezifi-
kation bietet [119].
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4.3.2 Substruktur—Vielfachheiten

Eine weitere Moglichkeit, molekulare Deskriptoren zu definieren besteht dar-
in, das Vorhandensein oder die Vielfachheit molekularer Substrukturen zu
bestimmen. Zu einer molekularen Substruktur S wird dann der Deskripto-
renwert fiir einen molekularen Graphen M als

1 falls SCM,

0 sonst, bzw.  Dg(M) = [Embc (S, M)

Dy = {
berechnet. Im ersten Fall spricht man von einem bindren molekularen De-
skriptor. K. Varmuzas Software ToSim [131] verwendet beispielsweise einen
Vektor binérer molekularer Deskriptoren, um molekulare Graphen auf Ahn-
lichkeit zu untersuchen. Wir werden im Folgenden die an Information reichere
Substruktur—Vielfachheit (engl. Substructure Count, kurz SC') verwenden.

Substruktur—Relationen und Abzihlung der Einbettungen

Fiir die Definition auf Substrukturen basierter Deskriptoren gibt es zahlrei-
che Variationsmoglichkeiten: So kann man die Substrukturrelation ,,C“ durch
die Teilstrukturrelation ,,C*“ ersetzen (vgl. Definition 1.2.21). Bei der Berech-
nung der Vielfachheiten ist es iiblich, Einbettungen, die sich nur in der Zuord-
nung von Wasserstoffatomen unterscheiden, lediglich einmal zu zéhlen. All-
gemeiner konnte man natiirlich alle verschiedenen Méglichkeiten aus Beispiel
1.2.23 heranziehen, um Substruktur—Vielfachheiten zu bestimmen. Chemisch
am sinnvollsten ist es, nur die Symmetrie der Substruktur S, nicht aber die
des molekularen Graphen M zu beriicksichtigen. Fiir unsere weiteren Unter-
suchungen werden wir dieser Variante den Vorzug geben. Wasserstoffatome
werden nicht beriicksichtigt.

Auswahl der Substrukturen

Ein wichtiger Aspekt bei der Verwendung substrukturbasierter Deskriptoren
betrifft die Auswahl der Substrukturen. Ublicherweise ist, wie etwa in [131],
eine feste Menge von Substrukturen vorgegeben. Diese Vorgehensweise stof3t
dann an ihre Grenzen, wenn sich die zu untersuchenden chemischen Ver-
bindungen nicht deutlich genug in diesen Substrukturen unterscheiden, oder
es Substrukturen gibt, mit deren Hilfe sich die strukturellen Unterschiede
deutlicher ausdriicken lassen.

Abhilfe schafft die Moglichkeit, benutzerdefinierte Substrukturen zuzulassen.
Diese Option steht bei der im Rahmen dieser Arbeit entstandenen Softwa-
re MOLGEN-QSPR zur Verfiigung. Allerdings muss dafiir der Benutzer die
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zu untersuchende Bibliothek zunédchst gut kennen lernen, was mit einem be-
trachtlichen Zeitaufwand verbunden ist. Dieser kann in erheblichem Mafle
durch gezielten Rechnereinsatz reduziert werden.

Algorithmus 4.3.7 findet zu einer gegebenen Bibliothek £ alle Substruktu-
ren (nebst Vielfachheiten), die in der Bibliothek auftreten. Dabei wird ein
assoziativer Speicher Map verwendet, der die Substrukturen auf Vektoren
natiirlicher Zahlen abbildet, welche zum Zéhlen der Vielfachheiten vorgese-
hen sind.

4.3.7 Algorithmus: SubstrCounts(L)

(1) for each M; €L

(2) for each SCM;

(3) S — k(S)

(4) Map[S][i] — Map[S][i] + 1
(5) end

(6) end

Zeile (1) durchlauft die gesamte Bibliothek mit M;. In der Praxis wird man
in Zeile (2) die Substruktur S beziiglich ihrer Groe beschréanken, beispiels-
weise durch minimale und maximale Anzahl von Kanten. In Zeile (3) wird
S kanonisch nummeriert und in Zeile (4) die Vielfachheit von S fiir M; in-
krementiert. Tritt dabei eine Substruktur erstmals auf, wird sie in Map ein-

gefiigt, und bekommt zunéchst einen Vektor mit Eintradgen Null zugeordnet.
Am Ende enthélt Map[S][i] die Vielfachheit von S in M;.

4.3.8 Beispiel:

Abbildung 4.6 zeigt eine Bibliothek von 50 Decanen, die wir in Abschnitt
4.4.1 zur Suche eines QSPR-Modells fiir Siedepunkte (engl. Boiling Point,
kurz BP) verwenden werden. Decane sind Isomere mit der Bruttoformel
CioHo2. Insgesamt gibt es 75 Konstitutionsisomere zu dieser Summenformel.
Substrukturen mit keiner oder einer Kante haben jeweils konstante Vielfach-
heiten (10 bzw. 9). In Abbildung 4.7 sind alle Substrukturen mit 2 bis 6
Kanten, die in der Bibliothek auftreten, zusammengestellt. Tabelle 4.4 gibt
die entsprechenden Vielfachheiten an. Dabei sind die Substrukturen in den
Spalten und die Verbindungen in den Zeilen gemé&fl ihren Nummerierungen
in den Abbildungen eingetragen.

Im Gegensatz zu statischen Substruktur—Vektoren bietet die oben vorge-
stellte dynamische Variante eine natiirliche Vorgehensweise zur Auswahl der
Substrukturen. Fiir homogene Bibliotheken, wie den hier gezeigten Decanen,
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Abbildung 4.6: Reale Bibliothek von Decanen mit ihren Siedepunkten
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Tabelle 4.4: Substruktur—Vielfachheiten fiir die Bibliothek von Decanen aus

Abbildung 4.6 bzgl. der Substrukturen aus Abbildung 4.7
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Abbildung 4.7: Substrukturen mit 2—-6 Kanten fiir die Bibliothek von Decanen
aus Abbildung 4.6

wiirden sich vordefinierte, eher auf allgemeine Chemie ausgelegte Substruk-
tur—Vektoren nicht als Eingabe fiir statistische Lernverfahren eignen, da sich
ihre Werte — wenn iiberhaupt — nur in sehr wenigen Komponenten unter-
scheiden. Dennoch haben auch statische Substruktur—Vektoren ihre Vorziige,
denn man kann genau diejenigen Substrukturen einbringen, fiir die eine che-
mische Relevanz bereits bekannt ist.
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4.4 Struktur—Eigenschafts—Beziehungen

Gegeben sei eine reale Bibliothek mit m Verbindungen sowie einer gemes-
senen Eigenschaft Y. Fiir die folgenden Betrachtung wollen wir zunéchst
annehmen, dass Y reellwertig ist. Die Verbindungen der realen Bibliothek
sind durch ihre molekularen Graphen dargestellt. Ausgangspunkt fiir unsere
QSPR~Untersuchung sind also Tupel

(Mi,yi)EMXR, 1eEm.
Gesucht wird nach einer Funktion
v: M—R,

die unsere QQSPR mathematisch beschreibt. Wie man ¥ bestimmt, wurde
bereits in Abschnitt 4.1 und Kapitel 3 erlautert. Typischerweise ist dann ¥
aus mehreren nacheinander auszufithrenden Abbildungen zusammengesetzt:

e Zuerst werden die molekularen Graphen vermoge molekularer Deskrip-
toren D = (D;);en auf reelle Zahlen abgebildet:

D: M — R", M —— (D;(M))icn.

e Transformationen der Deskriptorenwerte
T = (Ti)ien : R" — R",

die zum Trainieren der Vorhersagefunktion notwendig oder hilfreich
waren, miissen durchgefiihrt werden.

e Die eigentliche Vorhersagefunktion f : R™ — R, die aus einem statisti-
schen Lernverfahren gewonnen wurde, wird angewendet.

e Wurde zur Durchfiithrung des Lernverfahrens auch die Zielvariable ei-
ner Transformation o unterzogen, so muss schliellich die Riicktransfor-
mation des Eigenschaftswertes mittels o~ erfolgen.

Zusammenfassend kénnen wir das QSPR~Modell schreiben als Komposition
U=0"oforoD.

Ist Y diskret und nimmt Werte aus einer endlichen Menge C an, dann haben
auch f und ¥ den Wertebereich C und ¥ = fo71oD.
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4.4.1 Beispiel: Siedepunkte von Alkanen

Abbildung 4.6 zeigt eine reale Bibliothek von 50 Decanen mit ihren Siede-
punkten. Strukturen und BP wurden der Beilstein—Datenbank entnommen
(vgl. Abschnitt 1.7), BP sind in °C angegeben. Wir wollen QSPR-Modelle
fiir diese physikalische Eigenschaft finden.

Lineare Modellierung durch topologische Indizes

Dazu starten wir unsere Untersuchungen mit 30 topologischen Indizes?, die
in Abschnitt 4.3.1 vorgestellt wurden und in MOLGEN-QSPR (vgl. Anhang
B) enthalten sind:

Wv Mlv MQa 0X7 1Xa 2X7 OXU, 1XU7 2XU7 3XU7 Ja MTI) th,
mwc®, mwe®, mwe®, mwe®, mwe®, mwe”, mwe®,
M, ICy, CICy, SICy, ICy, CICh, SICy, ICy, CICs, SICs.

Da Decane nur Einfachbindungen und keine Heteroatome enthalten, haben
*x und *x? identische Werte. Wir vernachliissigen deshalb %y, 'y und ?y. Per
Definition haben Decane dieselbe Summenformel C;gHy,. Deshalb sind ICy,
CICy, SIC, konstant und kénnen auf die Modellierung ebenfalls keinen Ein-
fluss nehmen. Tabellen 4.5 und 4.6 enthalten die Werte fiir die verbleibenden
24 Indizes angewendet auf die 50 Decane aus Abbildung 4.6. Wir sehen, dass
M, und mwc® gleiche Werte annehmen. Diese Identitét ist allgemein giiltig.

4.4.1 Satz:
Sei M € M. Dann ist

Do (M) = Dy (M).

mwce2)

Beweis: Mit den Bezeichnungen aus Beispiel 4.3.4 gilt:

Dpuein(M) = 3 3 o =33 > away

i€Q JEQ i€Q jEQ keQ
= Zzzaikakj = Zzaikz Qg
keQ i€ jeQ keQ ieQ JEQ
= 30D awdegs, (k) =D degy, (k) D ai
keQ ieQ keQ icQ
= D degy, (K)degs), (k) = D, (M)
keQ
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~ ~ N N
NN N L . S y A
127 46 44 8,4142 4,2071 5,6213 1,6250 3,5630 464 10248 46 88
134 42 41 81987 4,4545 4,6128 2,0841 3,355 488 15138 42 82
135 40 39 8,1463 4,5197 4,3643 1,7475 3,3374 490 12930 40 78
126 42 42 81987 4,4925 4,4473 20557 3,6308 456 17334 42 84
124 44 44 88,3618 4,3272 4,9861 2,0724 3,6842 450 19018 44 88
131 42 41 81987 4,4545 4,6586 1,7423 3,4695 476 16146 42 82
130 42 40 8,1987 4,4165 4,8467 1,7083 3,2055 508 13874 42 80
123 44 45 8,3618 4,3372 4,8966 2,3034 3,7348 446 20498 44 90
9| 119 46 46 8,4142 4,2678 5,2552 1,9660 3,8876 432 23048 46 92
10 | 127 42 42 81987 44772 4,5122 1,8876 3,6256 460 17946 42 84
11 | 142 38 37 7,0831 4,6630 3,8769 1,9243 3,1600 516 11114 38 74
12 | 131 42 42 81987 44772 4,4503 2,3556 3,4647 476 16602 42 84
13 | 120 44 46 83618 4,3599 4,7413 24973 3,8656 434 22234 44 92
14 | 146 40 38 8,0355 4,5607 4,3713 1,7803 3,0438 534 12300 40 76
15 130 40 41 88,1463 4,5746 3,9924 2,4585 3,5027 470 14984 40 82
16 | 126 42 43 81987 4,5152 4,2353 25551 3,6419 456 18280 42 86
17 | 136 40 40 8,1463 4,5366 4,1925 2,3374 3,3014 494 13242 40 80
18 | 118 44 47 83618 4,3021 4,502 28635 3,9418 426 23206 44 94
19 | 121 42 45 8,3004 4,4641 4,2063 2,9325 3,8140 436 19426 42 90
20 | 143 38 37 7,9831 4,6639 3,8650 2,0183 3,1244 520 10786 38 74
21 | 134 40 40 8,0355 4,6213 4,0178 2,1339 3,4175 486 15664 40 80
22 122 42 44 88,1987 4,5378 4,1157 2,6082 3,8026 440 20028 42 88
23 | 133 38 39 7,9831 4,7309 3,4316 2,5873 3,4123 480 13028 38 78
24 | 131 38 39 17,9831 4,7187 3,5814 2,2617 3,4999 472 13848 38 78
25 | 138 38 38 7,9831 4,7019 3,6430 2,2831 3,2686 500 12020 38 76
26 | 126 40 42 80355 4,6820 3,6642 2,5607 3,6903 454 18298 40 84
27 | 111 48 51 85774 4,1547 54537 2,5081 4,2311 402 29658 48 102
28 | 146 38 37 7,9831 4,6639 3,8382 2,1753 3,0333 532 10236 38 74
29 116 44 48 8,3618 4,4147 4,3748 3,1439 4,0341 418 24610 44 96
30 | 115 46 50 84142 4,3107 4,8830 2,9053 4,1018 416 29160 46 100
31 141 38 38 17,9831 4,7019 3,6042 2,5461 3,1682 512 11298 38 76
32 | 151 38 36 7,9831 4,6259 4,0722 1,8129 29095 552 9316 38 72
33 | 127 42 44 81987 4,5040 4,2468 2,7376 3,6334 460 19738 42 88
34 | 138 40 40 8,0355 4,6213 3,9749 2,4142 3,2770 502 14774 40 80
35 | 125 38 41 7,9831 4,7948 3,1532 2,7642 3,6082 448 15866 38 82
36 | 138 36 36 7,8200 4,8461 3,2321 2,008 3,2951 498 10950 36 72
37 | 135 38 39 7,9831 4,7187 3,5310 2,4504 3,3750 488 13386 38 78
38 115 44 49 88,3618 4,4248 4,2854 3,3705 4,0893 414 26106 44 98
30 | 141 36 36 7,8200 4,8461 3,2052 2,202 3,2055 510 10570 36 72
40 | 129 40 42 8,0355 4,6820 3,6213 2,8410 3,5755 466 17588 40 84
41| 143 38 38 7,9831 4,6807 3,7171 2,4011 3,1206 520 11616 38 76
42 | 149 36 35 7,8200 4,8081 3,3896 2,1010 2,9984 542 9330 36 70
43 | 150 36 35 7,8200 4,8081 3,3896 2,0820 2,9680 546 9194 36 70
44 | 145 36 36 7,8200 4,8461 3,1783 2,3706 3,0869 526 10052 36 72
45 | 121 40 44 80355 4,7426 3,3107 3,0303 3,8748 434 20526 40 88
46 | 158 36 34 7,8200 4,7701 3,5067 1,8850 2,7732 578 7896 36 68
47 | 153 36 35 17,8200 4,8081 3,3628 2,2474 2,8862 558 8788 36 70
48 | 110 46 52 84142 4,3713 4,5178 3,3713 4,3283 396 31916 46 104
49 | 111 46 52 84142 4,3713 4,4749 3,5009 4,2818 400 31632 46 104
50 | 165 34 32 7,6560 4,9142 3,1213 1,9571 26476 604 6500 34 64

0O~ O Ui W

Tabelle 4.5: Werte topologischer Indizes fiir die reale Bibliothek von Decanen
aus Abbildung 4.6



4.4. STRUKTUR-EIGENSCHAFTS-BEZIEHUNGEN 125
»e e & @
o o o o o o oY v
R T S S

1 | 218 432 1040 2114 4978 2,1987 1,3245 3,6755 0,26489 1,7947 3,2053 0,35895

2 | 188 376 854 1728 3900 2,1474 1,4227 3,5773 0,28455 2,5354 2,4646 0,50707
3| 174 342 764 1506 3366 2,1010 1,3602 3,6398 0,27205 2,2823 2,7177 0,45645
4 | 198 402 942 1926 4494 2,1889 1,4227 3,5773 0,28455 2,4104 2,5896 0,48207

5 | 210 430 1012 2098 4894 2,2047 1,3870 3,6130 0,27739 2,2322 2,7678 0,44645
6 | 194 382 908 1794 4272 2,1753 11,4227 3,5773 0,28455 12,5354 12,4646 0,50707

7 | 184 356 818 1590 3660 2,1289 1,4227 3,5773 0,28455 2,4729 12,5271 0,49457
8 | 212 450 1040 2250 5144 12,2361 1,3870 3,6130 0,27739 12,2322 2,7678 0,44645
9 | 234 472 1198 2422 6140 2,2646 1,3245 3,6755 0,26489 2,0416 2,9584 0,40832
10 | 200 404 968 1962 4710 2,2089 1,4227 3,5773 0,28455 2,5590 2,4410 0,51179
11 | 158 312 668 1328 2844 2,0698 1,3716 3,6284 0,27433 2,6945 2,3055 0,53891
12 | 192 396 896 1874 4214 2,1813 1,4227 3,5773 0,28455 2,4965 2,5035 0,49929
13 | 218 470 1102 2402 5608 2,2616 1,3870 3,6130 0,27739 2,2169 2,7831 0,44338
14 | 170 328 738 1436 3242 2,1192 1,3213 3,6787 0,26427 2,3204 2,6796 0,46407
15 | 180 376 822 1730 3770 2,1455 1,3602 3,6398 0,27205 2,4576 2,5424 0,49151
16 | 200 416 968 2020 4704 2,2082 1,4227 3,5773 0,28455 2,5590 2,4410 0,51179
17 | 172 354 754 1566 3326 2,1067 1,3602 3,6398 0,27205 2,3448 2,6552 0,46895
18 | 222 484 1138 2494 5854 2,2711 1,3870 3,6130 0,27739 2,3183 2,6817 0,46367
19 | 202 442 986 2170 4826 2,2143 1,1995 3,8005 0,23989 1,7947 3,2053 0,35895
20 | 156 310 650 1306 2724 2,0529 1,3716 3,6284 0,27433 2,5460 2,4540 0,50919
21 | 182 372 852 1756 4030 2,1823 1,3213 3,6787 0,26427 2,3675 2,6325 0,47351
22 | 206 438 1024 2186 5106 2,2361 1,4227 3,5773 0,28455 2,4965 2,5035 0,49929
23 | 166 346 736 1538 3270 2,1085 1,3716 3,6284 0,27433 2,5460 2,4540 0,50919
24 | 168 354 760 1614 3456 2,1358 1,3716 3,6284 0,27433 2,5931 2,4069 0,51863
25 | 162 328 702 1426 3056 2,0886 1,3716 3,6284 0,27433 2,6556 2,3444 0,53113
26 | 192 410 942 2018 4642 2,2216 1,3213 3,6787 0,26427 2,3439 2,6561 0,46879
27 | 258 558 1404 3042 7650 2,3344 1,2575 3,7425 0,25151 1,5704 3,4296 O0,31407
28 | 154 304 632 1252 2602 2,0314 1,3716 3,6284 0,27433 2,5695 2,4305 0,51391
29 | 226 502 1180 2626 6174 2,2882 1,3870 3,6130 0,27739 2,3183 2,6817 0,46367
30 | 242 552 1310 3038 7156 12,3433 1,3245 3,6755 0,26489 2,0416 2,9584 0,40832
31 | 158 322 668 1368 2834 2,0615 1,3716 3,6284 0,27433 2,5306 2,4694 0,50613
32 | 150 288 596 1154 2374 2,0000 1,3716 3,6284 0,27433 2,4056 2,5944 0,48113
33 | 200 436 986 2174 4916 2,2410 1,4227 3,5773 0,28455 2,5590 2,4410 0,51179
34 | 178 364 816 1680 3784 2,1679 1,3213 3,6787 0,26427 2,4300 2,5700 0,48601
35 | 178 386 838 1818 3946 2,1701 1,3716 3,6284 0,27433 2,2806 2,7194 0,45613
36 | 150 306 642 1314 2760 2,0743 1,3009 3,6991 0,26017 2,3183 2,6817 0,46367
37 | 166 348 742 1568 3342 2,1268 1,3716 3,6284 0,27433 2,5306 2,4694 0,50613
38 | 228 522 1208 2778 6424 2,3073 1,3870 3,6130 0,27739 2,3183 2,6817 0,46367
39 | 148 302 624 1280 2648 12,0642 1,3009 3,6991 0,26017 2,4280 2,5720 0,48560
40 | 188 404 908 1962 4418 2,2120 1,3213 3,6787 0,26427 2,4064 2,5936 0,48129
41 | 158 324 674 1394 2904 2,0886 1,3716 3,6284 0,27433 2,6320 2,3680 0,52641
42 | 142 282 574 1150 2344 2,0285 1,3009 3,6991 0,26017 2,5141 2,4859 0,50282
43 | 142 280 572 1134 2324 2,0237 1,3009 3,6991 0,26017 2,5141 2,4859 0,50282
44 | 146 296 604 1230 2516 2,0491 1,3009 3,6991 0,26017 2,3655 2,6345 0,47310
45 | 200 444 1010 2246 5110 2,2504 1,3213 3,6787 0,26427 2,2189 2, 7811 0,44379
46 | 136 260 520 1000 2000 1,9696 1,3009 3,6991 0,26017 2,4516 2,5484 0,49032
47 | 140 276 554 1098 2208 2,0066 1,3009 3,6991 0,26017 2,4516 2,5484 0,49032
48 | 252 586 1402 3286 7826 2,3649 1,3245 3,6755 0,26489 2,0294 2,9706 0,40588
49 | 250 584 1388 3266 7734 2,3623 1,3245 3,6755 0,26489 1,9669 3,0331 0,39338
50 | 122 232 444 848 1626 1,9190 1,1216 3,8784 0,22433 1,9056 3,0944 0,38113

Tabelle 4.6: Werte topologischer Indizes fiir die reale Bibliothek von Decanen
aus Abbildung 4.6 (fortgesetzt)
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Offenbar wenig bekannt ist die Beziehung zwischen dem zweiten Zagreb In-
dex und dem Molecular Walk Count fiir Lédnge 3. So wird in einem jiingst
erschienenen Ubersichtsartikel [103] zu den Zagreb Indizes nicht iiber die
Abhingigkeit zwischen My und mwc® berichtet. Wir formulieren

4.4.2 Satz:
Sei M € M. Dann ist

mec(3) (M) = DMQ(M>

Beweis: Mit den Bezeichnungen aus Beispiel 4.3.4 gilt:

Dy (M) = Y > a) = N ai(é)

i€ jeQ i€ jeQ keQ
= Zzzaikzaklalj = Zzzzaikaklalj
1€Q jEQ ke e 1€Q JEQ kEQ e
= D> DD Jananay =YY au Y aw Y a;
keQ 1eQ) i€ jeQ keQ 1eQ 1€} JEQ
= Z Z Akl degjm(k‘) degf/m (0)
keQ 1eQ
= 2 ) deg, (k)deg (I) = 2Dy, (M)
{k1}eE,,

O

M; und M, koénnen demnach ebenfalls aus der Liste der Indizes entfernt
werden.

Ein Blick auf die Korrelationsmatrix verrdt weitere paarweise affine Ab-
héngigkeiten zwischen den betrachteten Deskriptoren. Tabelle 4.7 zeigt die
ersten Spalten der Korrelationsmatrix der verbleibenden Indizes. Die Vor-
zeichen der Korrelationskoeffizienten wurden dabei vernachléssigt. Die er-
ste Spalte enthélt Absolutbetriage der Korrelationskoeffizienten zwischen BP
und den Deskriptoren. Die Deskriptoren wurden nach abfallenden absolu-
ten Korrelationskoeffizienten bzgl. BP angeordnet. Die weiteren Spalten ent-
halten Absolutbetrige von Korrelationskoeffizienten zwischen je zwei De-
skriptoren. Fiir lineare Regression ist es nicht sinnvoll, vollstédndig korrelier-
te Vorhersagevariablen zu verwenden. In unserem Beispiel sind die Paare
aus {ICy, CICy, SIC:} vollstandig korreliert. Dies resultiert daraus, dass die
Verbindungen in der Decan—Bibliothek gleiche Anzahl von Atomen haben.

3Der kiirzeren Schreibweise wegen werden wir in diesem und den folgenden Abschnitten,
falls Verwechslungen ausgeschlossen sind, nur die Symbole der Indizes angeben.
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BP 2y Ly JC, CIC; SIC: % 3% mu® pd® W MTI
BP | 1,000 0,679 0,587 0,513 0,513 0,513 0,485 0,478 0,447 0,290 0,254 0,237
2yv 10,679 1,000 0,975 0,297 0,297 0,297 0,892 0,054 0,896 0,768 0,586 0,558
Iyv 0,587 0,975 1,000 0,302 0,302 0,302 0,970 0,163 0,964 0,876 0,732 0,708
IC; | 0,513 0,297 0,302 1,000 1,000 1,000 0,310 0,042 0,272 0,222 0,283 0,281
CIC1 | 0,513 0,297 0,302 1,000 1,000 1,000 0,310 0,042 0,272 0,222 0,283 0,281
SICy | 0,513 0,297 0,302 1,000 1,000 1,000 0,310 0,042 0,272 0,222 0,283 0,281
Oyv 0,485 0,892 0,970 0,310 0,310 0,310 1,000 0,371 0,986 0,951 0,867 0,850
3x? | 0,478 0,054 0,163 0,042 0,042 0,042 0,371 1,000 0,368 0,539 0,641 0,654
mud® | 0,447 0,896 0,964 0,272 0,272 0,272 0,986 0,368 1,000 0,970 0,862 0,844
mud® | 0,290 0,768 0,876 0,222 0,222 0,222 0,951 0,539 0,970 1,000 0,943 0,931
w 0,254 0,586 0,732 0,283 0,283 0,283 0,867 0,641 0,862 0,943 1,000 0,999
MTI | 0,237 0,558 0,708 0,281 0,281 0,281 0,850 0,654 0,844 0,931 0,999 1,000
mu® | 0,202 0,710 0,831 0,180 0,180 0,180 0,921 0,602 0,945 0,995 0,948 0,939
A 0,196 0,628 0,762 0,245 0,245 0,245 0,875 0,644 0,898 0,969 0,969 0,964
mud® | 0,175 0,680 0,818 0,195 0,195 0,195 0,922 0,665 0,932 0,986 0,954 0,945
mu® | 0,142 0,655 0,794 0,172 0,172 0,172 0,902 0,675 0,919 0,983 0,955 0,947
J 0,141 0,553 0,707 0,195 0,195 0,195 0,848 0,696 0,853 0,949 0,990 0,989
mud® | 0,140 0,675 0,803 0,146 0,146 0,146 0,899 0,635 0,926 0,987 0,940 0,932
mud? | 0,105 0,637 0,777 0,144 0,144 0,144 0,885 0,684 0,908 0,977 0,945 0,938
twe | 0,097 0,642 0,779 0,131 0,131 0,131 0,883 0,674 0,909 0,978 0,937 0,930
ICy | 0,002 0,459 0,500 0,594 0,594 0,594 0,511 0,260 0,540 0,551 0,435 0,423
CICy | 0,002 0,459 0,500 0,594 0,594 0,594 0,511 0,260 0,540 0,551 0,435 0,423
SICy | 0,002 0,459 0,500 0,594 0,594 0,594 0,511 0,260 0,540 0,551 0,435 0,423

Tabelle 4.7: Ausschnitt der Korrelationsmatrix fiir Siedepunkte und topolo-
gische Indizes der realen Bibliothek von Decanen

Fiir molekulare Graphen M von Decanen ist Dere, (M) = 5 — Dye, (M)
und Dgje, (M) = %chl(M). Gleiches gilt fiir {ICy, C1Cy, S1Cy}. Deshalb
konnen wir CICy, SIC,,CIC; und SIC5 von unseren weiteren Betrachtun-
gen ausschlielen.

Verwendet man alle 18 verbleibenden Indizes, erhélt man ein lineares Modell
mit R? = 0,97439 und R%, = 0,94191. Um Overfitting zu vermeiden?, su-
chen wir nach Modellen, die weniger Deskriptoren verwenden. Wir durchlau-
fen dazu fiir n = 1,...,5 alle n—Teilmengen der 18 topologischen Indizes und
geben jeweils die Modelle mit grofiten R2~Werten an. Dabei werden zuniichst
die als Vorhersagevariablen verwendeten Deskriptoren X, j € n genannt, ge-
folgt von der mittels OLS—Regression ermittelten Vorhersagefunktion f. Des
Weiteren sind die Vorhersagefunktionen auch fiir die autoskalierten Vorhersa-
gevariablen X7 angegeben. Anhand dieser Darstellung kann man den Einfluss
der verschiedenen Deskriptoren auf das Modell besser erkennen.

n = 1 Deskriptor: 2y,
£ = —8,0356X, + 190,74
— _5,0362X7 + 157,85.

1Eine Faustregel besagt, dass pro 5 Beobachtungen etwa ein zusitzlicher Freiheitsgrad
gerechtfertigt werden kann. Arbeitet man ohne Testsatz, so ist es in der Tat ein schwieriges
Problem, die Anzahl der Freiheitsgrade sinnvoll zu beschridnken (sieche z.B. [143]).
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R2

2
RC’V

S

Scv

Sey—195

F

© 00~ O Ui W =3

10
11
12
13
14
15
16
17
18

0,46101
0,89336
0,93721
0,95011
0,95814
0, 96339
0, 96450
0, 96520
0, 96686
0,97045
0,97151
0,97275
0,97304
0,97424
0,97426
0,97438
0,97439
0,97439

0,40131
0,87999
0, 92689
0,94126
0, 94709
0, 95022
0,95043
0, 94761
0, 94794
0, 95468
0, 95542
0,95591
0, 95204
0, 95061
0,94917
0, 94563
0,94191
0,94191

0, 059698
0,013366
0,010325
0, 008856
0,011048
0,013176
0,014074
0,017590
0,018922
0,015764
0,016090
0, 016840
0, 020097
0, 023625
0, 025088
0, 028750
0, 032484
0, 032484

5,5019
2,4732
1,9183
1,7287
1,6015
1,5149
1,5095
1,5127
1,4944
1,4292
1,4216
1,4092
1,4209
1,4087
1,4287
1,4468
1,4688
1,4923

5, 7936
2,6236
2,0700
1,8759
1,8005
1, 7666
1,7838
1,8561
1,8731
1,7699
1,7783
1,7924
1,8772
1,9504
2,0075
2,1075
2,2122
2, 2476

0, 29669
0, 15042
0,15172
0, 14718
0, 19896
0,25173
0,27431
0,34331
0, 37868
0, 34062
0,35671
0,38323
0, 45629
0,54171
0, 57889
0, 66078
0, 74343
0, 75532

41,06
196, 87
228, 87
214,27
201, 42
188, 62
163,02
142,13
129,67
128,07
117,81
110,05
99, 94
94,53
85,79
78,43
71,63
65,53

Tabelle 4.8: Charakteristika der besten LM mit n Deskriptoren (aus 18 TI)
fiir Siedepunkte von Decanen

4) 8)

n = 2 Deskriptoren: mwe®, mwe®,
f=-1,2961X, + 0,026540.X, + 287,83
= —42,917X; +41,312X} + 157, 85.

n = 3 Deskriptoren: 3x?, twe, mwc®,

f=16,793X, + 0,0085894X; — 0,69764 X5 + 246, 86
= 7,7409X; + 53, 768X — 59, 883X + 157, 85.

n = 4 Deskriptoren: 3x?, mwc®, mwc™, mwc®,

f=10,930X, — 0,32884X; — 0,042581 X5 + 0, 064274 X3 + 229, 69
= 5,0382X; — 79,236 X} — 25,319X + 100,05X% + 157, 85.

n = 5 Deskriptoren: W, 3", twe, mwc®, mwce®
f=0,44512X, + 9,7937X; — 0,0038957 X5 — 0,95038 X3 + 0,03649X, + 164,25
— 5,6464X7 + 4,5145X7 — 24,386X; — 31,4683 + 56, 794X + 157, 85.

Tabelle 4.8 gibt die statistischen Kennwerte R?, R%,,, S, Scv und F sowie die
Differenzen zwischen durch Resubstitution und LOO-CV ermittelten Cha-
rakteristika der besten LM mit n = 1, ..., 18 topologischen Indizes an. Fiir
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R? R%,, und F sind jeweils die maximalen, in den iibrigen Spalten die mini-
malen Werte unterstrichen. In Abbildungen 4.8 bis 4.10 sind die Werte durch
Dreiecke (A) graphisch dargestellt, grau unterlegte Dreiecke markieren durch
CV ermittelte Werte. Man beachte, dass in Abbildungen 4.8 und 4.9 die Y-
Achsen logarithmisch skaliert sind. In beiden Abbildungen ist deutlich zu
erkennen, dass die CV-Werte mit zunehmender Komplexitit der Modelle
wieder schlechter werden, was als Hinweis auf Overfitting verstanden werden
kann.

R? muss notwendigerweise mit wachsendem n ansteigen. Fiir die Auswahl
eines Modells durch R? kénnte man allenfalls die Zuwachsraten dieses Wer-
tes heranziehen. R%,, nimmt sein Maximum fiir n = 12 an. 12 Deskriptoren
sind bei 50 Beobachtungen jedoch zu viele Vorhersagevariablen. Es wiirden
Effekte des Overfittings bemerkbar. Aus dem gleichen Grund ist auch eine
Auswahl des Modells bei kleinstem S mit n = 14 Deskriptoren nicht emp-
fehlenswert. Eine sinnvolle Wahl wére das Modell mit n = 6 Deskriptoren,
gestiitzt durch das Argument, dass hier Scy minimal wird. In [103] wird die
Differenz Scy — S als ein Maf fiir die Stabilitat einer QSPR herangezogen.
Diese Schlussweise wiirde fiir das Modell mit 4 Deskriptoren sprechen. Un-
terstiitzt wiirde diese Wahl durch die kleinste Abweichung von R? und R%,,.
Aber auch das Modell mit nur 3 Deskriptoren erreicht bereits recht gute
Kennwerte. Insbesondere ist hier F' maximal. In Abbildung 4.11 sind fiir die-
ses Modell vorhergesagte gegen experimentelle Siedepunkte abgetragen. Die
schwarzen Markierungen stehen fiir Werte, die durch LOO-Kreuzvalidierung
ermittelt wurden. Die gute Ubereinstimmung von Vorhersagen durch Re-
substitution und Kreuzvalidierung spricht fiir die Konsistenz des Modells.
Uberdies sieht man bereits bei diesem, mit nur 3 Deskriptoren sehr einfa-
chen Modell eine gute Ubereinstimmung vorhergesagter und experimenteller
Werte.

Die Wahl des Auswahlkriteriums bleibt in letzter Instanz dem Anwender
tiberlassen. In Kapitel 6 von [98] werden weitere Kriterien diskutiert. Zudem
kénnte man auch noch fiir jedes n die néchstbesten Modelle in die engere
Auswahl einbeziehen, oder — mit hoherem Rechenaufwand — gezielt nach
Modellen mit maximalen RZ, bzw. minimalem Scy suchen.

Lineare Modellierung durch Substruktur—Vielfachheiten

An dieser Stelle wollen wir einen weiteren Aspekt der QSPR—-Suche genauer
beleuchten, ndmlich die Art der verwendeten Deskriptoren. Dazu wurden die
in den Verbindungen der realen Bibliothek enthaltenen Substrukturen mit
2 bis 6 Bindungen sowie deren Vielfachheiten ermittelt (vgl. Beispiel 4.3.8).
Unter den resultierenden 20 SC gibt es keine vollstdndigen Korrelationen
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R2

2
RC’V

RZ—RZ, ST Sev | Scv—S F

0~ Utk WwN =3

Ne)

10
11
12
13
14
15
16
17
18
19
20

0,55334
0, 78507
0, 88372
0,95621
0, 96185
0, 96669
0, 96869
0,97133
0,97167
0,97202
0, 97566
0,97587
0,97627
0,97676
0,97711
0,97790
0, 98026
0, 98028
0, 98030
0, 98030

0, 51266
0, 74739
0,86106
0, 94538
0, 94958
0, 95539
0,95637
0, 96009
0,95772
0, 95444
0, 95558
0,95267
0,95329
0,94543
0, 94390
0,93361
0,94166
0,93778
0, 93399
0, 93399

0,040681 | 5,0085
0,037677 | 3,5111
0,022654 | 2,6105
0,010825 | 1,6197
0,012277 | 1,5288
0,011298 | 1,4450
0,012318 | 1,4176
0,011242 | 1,3729
0,013947 | 1,3819
0,017577 | 1,3907
0,020084 | 1,3140
0,023197 | 1,3259
0,022978 | 1,3330
0,031325 | 1,3380
0,033215 | 1,3471
0,044297 | 1,3435
0,038607 | 1,2894
0,042497 | 1,3095
0,046304 | 1,3306
0,046304 | 1,3534

5,2316
3, 8064
2,8535
1, 8089
1,7577
1,6723
1,6733
1,6199
1, 6880
1,7746
1,7752
1,8569
1,8701
2,0501
2,1090
2,3289
2,2170
2, 3260
2, 4354
2,4771

0,22312 | 59,47
0,29533 | 85,84
0,24298 | 116, 53
0,18915 | 245, 64
0, 22887 | 221, 88
0,22722 | 208, 00
0,25579 | 185, 65
0,24699 | 173,66
0,30619 | 152, 42
0,38383 | 135, 48
0,46121 | 138,48
0,53100 | 124,69
0,53718 | 113,94
0,71210 | 105,05
0,76199 | 96,78
0,98536 | 91,28
0,92754 | 93,49
1,01650 | 85,61
1,10480 | 78,56
1,12370 | 72,14

Tabelle 4.9: Charakteristika der besten LM mit n Deskriptoren (aus 20 SC)
fiir Siedepunkte von Decanen

beziiglich der realen Bibliothek. Wie zuvor fiir topologische Indizes berechnen
wir lineare Modelle mit groBten R?. Nachfolgend sind diese fiir n = 1,...,5
aufgelistet. Die Nummerierung der SC folgt dabei Abbildung 4.7. Die X7
bezeichnen wieder die autoskalierten Deskriptorenwerte.

n = 1 Deskriptor: SCy4,

f=—1,7205X, + 163,08

= —5,5175X + 157, 85.

n = 2 Deskriptoren: SCY, SCs,

f = —6,3403X, + 1,6051X; + 216,85

= —10, 703X +9,3142X7 + 157, 85.

n = 3 Deskriptoren: SCY, SCy, SCs5,

f=-6,3067X, + 3,1880X; + 0,97551.X5 + 221,80

= —10,646X; + 6,5053X; + 4,1075X3 + 157, 85.
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n = 4 Deskriptoren: SC4, SCs, SCs, SChg,
f=-9,1531X, + 1,8270X; — 2,0494X, + 3,8403 X5 + 258, 03
= —15,451X; + 10, 602X} — 2,6580X3 -+ 5, 2283 X% + 157, 85.

n = 5 Deskriptoren: SC4, SCs, SCs, SCig, SCho,
f=-9,2522X, + 1,8724X; — 2,3131X, + 0, 56818 X5 + 3, 2492X, + 260, 76
= —15,618X3 + 10,866 X7 — 2,9999X5 + 1,1390X3 + 4,4235X} + 157, 85.

Tabelle 4.9 enthélt die verschiedenen Charakteristika zur Beurteilung der
Modelle. Bei gleicher Anzahl von Deskriptoren ergeben sich mit Ausnahme
der Modelle fiir n = 2 und n = 3 durch Verwendung von Substruktur—
Vielfachheiten bessere R? als bei topologischen Indizes. In Abbildungen 4.8
bis 4.10 sind die Kennwerte fiir Modelle mit SC als kopfstehende Dreiecke
(V) eingetragen. CV-Werte sind wiederum grau unterlegt.

Bei der Auswahl eines auf Substruktur—Vielfachheiten basierenden Modells
sprechen einige der oben erwdhnten Argumente fiir das Modell mit 4 De-
skriptoren. Es liegen minimale Differenzen R? — R%,, und Scy — S vor, F
wird maximal. Der Scatterplot in Abbildung 4.12 zeigt durch dieses Modell
vorhergesagte Siedepunkte sowie durch LOO-CV berechnete Werte.

Lineare Modellierung durch TT und SC

Schliefllich wollen wir die 18 topologischen Indizes und die 20 Substruktur—
Vielfachheiten zur Berechnung bester linearer Modelle heranziehen. Zunéchst
berechnen wir wiederum die Korrelationsmatrix. Wir finden dabei ein Paar
vollstandig korrelierter Deskriptoren: Fiir alle M in unserer realen Bibliothek
(und allgemein fiir Decane) gilt: Dsc, (M) = 5D, (M) — 9. Wir kénnen
deshalb SC} vernachléssigen. Unter Verwendung aller 37 verbleibenden De-
skriptoren erhilt man ein lineares Modell mit R? = 0, 98756. Der wesentlich
niedrigere Wert von R%,, = 0,88667 fiir Kreuzvalidierung ist hier ein deut-
licher Hinweis auf Overfitting. Die besten linearen Modelle mit n = 1,...,5
Deskriptoren sind:

n = 1 Deskriptoren: SCy4,
f=-1,7205X, + 163,08
= —5,5175X + 157, 85.

n = 2 Deskriptoren: mwc®, mwc®

f=—1,2961X, + 0,026540X; + 287,83
= —42,917X] + 41,312X7 + 157, 85.

n = 3 Deskriptoren: W, SCs, SCy,
f=1,1519X, + 6, 3865X7 + 2,1586 X5 — 58,907
= 14, 612X} + 13,349X; + 2,9387X3 + 157, 85.
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Abbildung 4.10: Empirischer F-Wert fiir die BP—Modelle

n = 4 Deskriptoren: W, 2x?, SC5, SChy,
£ =0,67431X, — 11,032X; + 1, 7445 X5 + 2, 1229 X5 + 98,079
=8§,55635X; — 6,9138XT + 10,123X5 + 2,8901.X3 + 157, 85.
n = 5 Deskriptoren: W, 3x?, MT1I, SCs, SChy,
f=11,320Xg + 6,6378X; — 2,6968X5 + 1,6403X3 + 2,7967X4 + 77,497
= 143,60X5 + 3,0598X] — 129,06X35 +9,5189X5 + 3,8075.X; + 157, 85.

Bereits ab n = 3 Deskriptoren verwenden die Modelle mit besten R? sowohl
topologische Indizes als auch Substruktur—Vielfachheiten. Bei gleicher Anzahl
n > 3 von Deskriptoren haben Modelle, die sowohl TT als auch SC verwenden,
hohere R? als solche, die jeweils auf eine der beiden Arten von Deskriptoren
beschréankt sind. Ein Blick auf Abbildung 4.8 bestétigt dies. Dort sind die
R* Werte fiir Modelle mit TT und SC markiert durch Kreise (o) eingetragen.
Datenpunkte fiir RZ,, sind wiederum grau unterlegt. Offensichtlich spiegelt
sich der Vorteil einer Verwendung beider Arten von Deskriptoren auch in den
kreuzvalidierten Werten wieder, was auf eine bessere Konsistenz der Modelle
schlieflen lasst.

Zur Modell-Selektion werfen wir einen Blick auf Tabelle 4.10. Fiir n = 3 sind
Scv — S minimal und F maximal, fiir n = 5 gibt es eine minimale Differenz
R? — R%,, und fiir n = 7 ist S minimal. Scatterplots der Modelle mit 3 und
7 Deskriptoren werden in Abbildungen 4.13 und 4.14 gezeigt.
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Abbildung 4.12: Scatterplot gemessener und vorhergesagter BP fiir das beste

LM mit 4 Deskriptoren (nur SC)
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Abbildung 4.13: Scatterplot gemessener und vorhergesagter BP fiir das beste
LM mit 3 Deskriptoren (TI und SC)
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Abbildung 4.14: Scatterplot gemessener und vorhergesagter BP fiir das beste
LM mit 7 Deskriptoren (TI und SC)
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R*] RZL,|R*-RZ%, ST Sov | Sov—S F
0,55334 | 0,51266 | 0,040681 | 5,0085 | 5,2316 | 0,22312 | 59,47
0,89336 | 0,87999 | 0,013366 | 2,4732 | 2,6236 | 0,15042 | 196, 87
0,95302 | 0,94538 | 0,007637 | 1,6594 | 1,7891 | 0,12978 | 311,02
0,96133 | 0,95135 | 0,000978 | 1,5220 | 1,7072 | 0, 18511 | 279, 67
0,96734 | 0,95785 | 0,000491 | 1,4145 | 1,6069 | 0,19245 | 260, 68
0,96932 | 0,95936 | 0,000961 | 1,3868 | 1,5961 | 0,20934 | 226,45
0,97097 | 0,96045 | 0,010512 | 1,3651 | 1,5932 | 0, 22808 | 200, 66
0,97230 | 0,95746 | 0,014840 | 1,3496 | 1,6724 | 0, 32288 | 179, 89
0,97395 | 0,96062 | 0,013332 | 1,3250 | 1,6292 | 0,30415 | 166, 16
0,97626 | 0,96129 | 0,014965 | 1,2810 | 1,6357 | 0,35465 | 160, 37

5000 0o Otk w3

Tabelle 4.10: Charakteristika der besten LM mit n Deskriptoren (aus 18 TI
und 19 SC) fiir Siedepunkte von Decanen

Zusammenfassung und Interpretation

Wir haben gesehen, dass Substruktur—Vielfachheiten in dem vorliegenden
Beispiel gut zur QSPR-Findung geeignet sind, und somit eine Alternative
zu topologischen Indizes darstellen. Noch bessere Modelle erhélt man aber
unter Verwendung beider Arten von Indizes. Sowohl unter den TI als auch
bei den SC gibt es Deskriptoren, die sich besonders zur Modellierung des
BP eignen, und andere, die kaum Einfluss auf die Modellbildung nehmen. In
Tabelle 4.11 sind fiir die jeweils besten LM mit n = 1, ..., 10 Deskriptoren die
verwendeten Deskriptoren durch Kreuze (x) markiert. In den linken Spalten
werden Modelle reprasentiert, die auf TI bzw. SC beschrinkt sind, rechts
diejenigen, welche beide Arten von Deskriptoren verwenden. Die Striche (—)
in der Zeile von SC| signalisieren, dass dieser Deskriptor wegen der oben
erwihnten vollstindigen Korrelation zu mwc® bei der Suche nach TI-SC—
Modellen nicht beriicksichtigt wurde.

Insbesondere fillt bei der Analyse von Tabelle 4.11 auf, dass SCig in jedem
SC—Modell mit n > 4 und jedem berechneten TI-SC-Modell mit n > 3
Deskriptoren enthalten ist. Dabei ist die Gewichtung von SCjg eher gering,
wie man den Vorhersagefunktionen mit autoskalierten Vorhersagevariablen
entnehmen kann. Offenbar handelt es sich bei SCj9 um einen wichtigen
,Korrektur-Term“. Einen weiteren wichtigen SC zur Modellierung des BP
liefert SC5s. Unter den TT sind Molecular Walk Counts, 3y” und W als beson-
ders geeignet zu nennen. Kaum Einfluss auf die besten LM nehmen hingegen
J, M sowie die beiden verbliebenen informationstheoretischen Indizes IC)
und IC5. Dies ist insbesondere bemerkenswert, da IC; unter den betrachte-
ten Indizes den drittbesten Korrelationskoeffizienten zu BP hat.
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n (nur TI bzw. SC) n (TT und SC)

1 23 456 7 8 910|123 456 7 8 910
w X - X X X X X
Oy X X - X X X X X
Lyv X X X X X
% X _— X X X X X X
3 X X X X X X
J X
MTI X - X X X X
twce X X X X X X
mwc? X X
mwc(3) X
mwc® X X - X X X X X X
mwe®) X X % X
mwc®) X X X X X X X
mwel?) X X X
mwe®) X X X X X X X X X
)\’14 X
I1Cq
ICQ X
SC X X X X X X X X X|= = = = = — — — — =
SCy X X X X
SCs
SC4 X
SCs X X X X X X X X X X X X
SCs X X X X X X X X X
SCy X X X X X
SCS X
SCg X
SCho X X X X X X
SC
5012 X
SCi3 X X X
5014 X X
SCis X X X X X X
SCig X X X X X X X
SCU X
SClg X
SChg X X X X X X X X X X X X X X X
5020 X

Tabelle 4.11: Beste Teilmengen von n Deskriptoren fiir BP—Modelle
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Verfahren n=1 n =2 n=3 n=4 n=>5
MLR 0,55334 | 0,89336 | 0,95302 | 0,96133 | 0,96734
ANN, 1HN || 0,57729 | 0,30807 | 0,95443 | 0,96074 | 0,85732
ANN, 2HN || 0,57958 | 0,89365 | 0,95443 | 0,96148 | 0,96838
ANN, 3HN || 0,57981 | 0,88842 | 0,95380 | 0,96126 | 0,96632
SVM, lin 0,55046 | 0,62414 | 0,94951 | 0,95835 | 0,83026
SVM, pol 0,56943 | 0,71620 | 0,94885 | 0,95292 | 0,84941
SVM, rad 0,53903 | 0,59737 | 0,89956 | 0,89266 | 0,82629

Tabelle 4.12: R? fiir Modellierung des BP durch verschiedene Regressions-
verfahren

Andere Deskriptoren und Regressionsverfahren

Wir wollen iiberpriifen, ob durch Verwendung geometrischer Deskriptoren
bessere lineare Modelle berechnet werden kénnen. Bei Hinzunahme der 35
geometrischen Indizes aus Anhang B und Berechnung bester linearer Modelle
mit n = 1,...,5 Deskriptoren wird nur in einem Modell ein geometrischer
Deskriptor einbezogen:

n = 4 Deskriptoren: W, SCy, SChg, ssSHW D3,
f=1,1830Xy — 6,3133X;7 + 2,3076.X5 + 0,23098 X3 + 70,914
= 15,006 X — 13,196 X7 + 3, 1416.X; + 0, 88281X% + 157, 85.

Dabei ist R? = 0,96358, RZ,, = 0,95549, S = 1,4772, Scy = 1,63299 und
F =297,61.

Ebenso liefern andere Regressionsverfahren kaum bessere Modelle. Tabel-
le 4.12 zeigt R?>-Werte fiir neuronale Netze mit 1-3 verborgenen Neuronen
und Support—Vektor-Maschinen mit linearem, polynomialem (degree = 2)
und radialem Kernel. Um die Reproduzierbarkeit der ANN zu gewéhrleisten,
wurden sie mit Startgewichten O trainiert. Deshalb ergeben sich in einigen
Fillen sehr schlechte R?. Dies dndert sich, wenn man eine zufillige Belegung
der Startgewichte zulésst. Der Vergleich mit den linearen Modellen leidet
natiirlich an der Tatsache, dass bei der Berechnung der nichtlinearen Mo-
delle keine Suche nach besten Teilmengen von Deskriptoren durchgefiihrt
wurde. Es wurden lediglich die fiir beste LM gefundenen Deskriptoren—Sétze
verwendet.

Der Algorithmus zur Berechnung von Regressionsbdumen verfolgt eine ei-
gene Strategie zur Auswahl von Vorhersagevariablen (Abschnitt 3.2.4). Fiir
das vorliegende Beispiel wurde ein RT mit 9 terminalen Knoten unter Ver-
wendung von 5 Deskriptoren 'y, 3x?, SCs, SCi4, SCi¢ mit R? = 0, 84386
konstruiert. RT sind aufgrund ihres endlichen Wertebereichs eher dann kon-
kurrenzfdhig, wenn andere Verfahren kaum brauchbare Korrelationen liefern
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Abbildung 4.15: Rein virtuelle Bibliothek von Decanen mit vorhergesagten
Siedepunkten

(sieche Abschnitt 4.4.3). Lineare Regression mit BSS fiir die Deskriptoren
scheint fiir die Modellierung der BP von Decanen eine sehr geeignete Metho-
de zu sein.

Vorhersage

Insgesamt gibt es 75 Konstitutionsisomere zur Bruttoformel CigHoy. Wir ge-
nerieren diese virtuelle Bibliothek und entfernen mit Hilfe kanonischer Num-
merierung die 50 Strukturen der realen Bibliothek. Zu den verbleibenden Ver-
bindungen existieren laut Beilstein—-Datenbank keine experimentellen Werte
fiir die Siedepunkte oder die Verbindungen an sich sind nicht im Datenbe-
stand enthalten. Wir wéhlen das beste 3—Deskriptoren—Modell mit TT und SC
zur Vorhersage von Siedepunkten. Diese sind zusammen mit den Strukturen
in Abbildung 4.15 aufgefiihrt. Die Strukturen sind dabei nach aufsteigenden
berechneten Siedepunkten angeordnet.
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4.4.2 Beispiel: Physikalische Dichte von Propylacryla-
ten

Eine grundlegende FEigenschaft jeder Substanz ist ihre physikalische Dichte
(kurz PD). Sie ist definiert als Quotient aus Masse und Volumen unter be-
stimmten duBeren Bedingungen, in unserem Fall 20°C und Normaldruck. Wir
werden im Folgenden versuchen, PD (in g/cm?®) als QSPR zu modellieren.
Gegenstand unserer Untersuchung sind 166 Propylacrylate, die zusammen
mit Angaben fiir PD in der Beilstein—Datenbank gefunden wurden. Die Sub-
stanzklasse der Propylacrylate wird durch folgende Substruktur definiert:

WOW

(0]

Da in der Beilstein—Datenbank aromatische Bindungen nicht markiert sind,
liefert die Suche auch Verbindungen, bei denen die C=C-Doppelbindung Teil
eines aromatischen Systems ist. Obwohl es sich bei diesen Verbindungen nicht
um Propylacrylate im eigentlichen Sinne der Definition handelt, wollen wir
sie trotzdem in unsere QSPR-Suche einbeziehen. 5 Verbindungen wurden
wegen falscher Temperatur oder anderen zweifelhaften Angaben von unserer
Untersuchung ausgeschlossen, eine zinnhaltige Verbindung wurde ebenfalls
entfernt. Es verbleiben 160 Verbindungen in der realen Bibliothek.

Vorverarbeitung der Strukturen

Wir wollen in diesem Beispiel die Bewertung gefundener QSPR anhand einer
Teststichprobe demonstrieren. Zu diesem Zweck teilen wir die Bibliothek per
Zufall in einen Lern- und einen Testsatz von je 80 Verbindungen auf. Bevor
wir mit unserer QSPR-Suche beginnen, miissen die Strukturen mehreren
vorverarbeitenden Mafinahmen unterzogen werden:

e H-Atome: In dem von Beilstein exportierten SD-File® sind die Struk-
turen ohne Wasserstoff-Atome kodiert. Fiir die Berechnung mancher
Deskriptoren und insbesondere zur Bestimmung einer 3D-Platzierung
ist das Vorhandensein der H-Atome jedoch notwendig. H-Atome wer-
den geméfl der bekannten Wertigkeiten der Nicht—Wasserstoff-Atome
hinzugefiigt.

SMDL SD-Files sind ein gebriiuchliches Austauschformat fiir molekulare Strukturen.
Eine Spezifikation des Formats ist bei www.mdl.com erhéltlich.
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[Auwzabl] H C N O F Si P S Cl Br[ SB DB TB AB|
I 0 03 0 0 3 14 7 13 4 0 33 1 0

2/ 0 0 25 0 0 0 0 5 1] 05 0 0

3 00 02 7 0 0 0 1 0 046 0 0

4/ 0 0 04 0 0 0 0 1 0 018 0 0

5/ 00 011 0 0 0 0 1 010 3 0 8
6-10 12 60 0 31 0 0 0 0 0 0] 70 5 0 48
11-15) 53 64 0 0 0 0 0 0 0 05 0 0 12
16-20| 46 23 0 0 0 0 0 O 0 0/ 2 0 0 1
21-25| 21 10 0 0 0O O 0O O 0O O 3 0 0 0
26-30| 19 2 0 0 0 0 0 0 0 0 2 0 0 0
>31] 9 1 0 0 0 0 0 0 0 0 0 0 0 0
> [160 160 33160 7 3 14 7 21 5160 160 1 69

Tabelle 4.13: Atomares Profil der realen Bibliothek von Propylacrylaten

e Aromaten: Manche Deskriptoren beriicksichtigen aromatische Bindun-
gen. Damit diese korrekt berechnet werden kénnen, miissen aromatische
Bindungen zuvor geméfl Definition 1.6.3 markiert werden.

e 3D-Platzierungen: Wir wollen fiir die PD-Modellierung auch geome-
trische Deskriptoren heranzichen. Voraussetzung dafiir ist eine dreidi-
mensionale Platzierung, die wir geméfl Abschnitt 1.6.2 berechnen. Um
unrealistische Platzierungen, insbesondere Durchdringungen von Ring-
systemen zu vermeiden, wenden wir den Optimierungsalgorithmus fiir
jede Struktur mehrfach an. Ausgehend von verschiedenen Zufallsplat-
zierungen wird nach der Energieoptimierung fiir diejenige Platzierung
entschieden, welche den kleinsten Energiewert liefert. Damit kénnen
unrealistische Platzierungen zwar nicht generell ausgeschlossen, ihre
Héaufigkeit aber zumindest deutlich gesenkt werden.

Aus Platzgriinden wollen wir unsere reale Bibliothek nicht im Einzelnen gra-
phisch darstellen. Trotzdem mdochten wir einen groben Uberblick gewinnen.
Tabelle 4.13 zeigt die elementare Zusammensetzung sowie die Anzahlen von
Verbindungen klassifiziert nach Anzahlen von Einzel-, Doppel—, Dreifachbin-
dungen (engl. Single, Double, Triple Bond, kurz SB, DB, TB) und aromati-
schen Bindungen (kurz AB). Wir nennen diese Darstellung atomares Profil.
Die Bibliothek umfasst also Verbindungen mit 10 verschiedenen chemischen
Elementen. Geméf der vorgegebenen Substruktur enthalten alle Verbindun-
gen Sauerstoff. Andere Heteroatome kommen seltener vor. 69 Verbindungen
sind aromatisch.
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‘ H Min. ‘ 1. Quart. ‘ Median ‘ Mittel ‘ 3. Quart. ‘ Max. ‘
PD 0,873 1,010 1,066 | 1,081 1,116 1,534
[g/cm?] LS || 0,873 1,009 1,049 | 1,080 1,116 1,634
TS || 0,883 1,016 1,073 | 1,081 1,114 1,453
A (incl. H) 18,00 27,00 33,00 | 35,74 43,00 82,00
LS || 18,00 24,75 34,00 | 35,75 43,25 70,00
TS || 20,00 28,00 33,00 | 35,73 41,00 82,00
MW (incl. H) || 114,1 190,2 238,8 | 251,8 300,4 580,7

[amu] LS | 1141 | 1833 | 2427 | 2495 | 3053 | 4546

TS [128,2 190,2 | 2337 | 254,2 | 2957 |580,7
Vodu 1213 1835 | 2206 | 2426 | 280,56 | 5355
[A3] LS | 121,3] 176,01 | 230,2 | 241,0 | 282,0 |462,1

TS || 138,9 191,1 218,6 | 243,3 279,4 535,

Tabelle 4.14: PD, Atomanzahl, Molekulargewicht und Van der Waals Volu-
men fiir die reale Bibliothek von Propylacrylaten

Tabelle 4.14 gibt Aufschluss iiber die Verteilungen von experimenteller Dichte
sowie von Deskriptoren, die auf verschiedene Weisen die ,,Grofle” der einzel-
nen Molekiile beschreiben. Es sind jeweils Minimum, Maximum, erstes und
drittes Quartil, Median und arithmetisches Mittel fiir die gesamte Bibliothek
sowie fiir Lern- und Testsatz im Einzelnen angegeben. Wir kénnen uns verge-
wissern, dass Lern- und Testsatz dhnlich zusammengesetzt sind. Die Anzahl
von Atomen, das Molekulargewicht und das Van der Waals Volumen werden
iiber Quotientenbildung wichtige Vorhersagevariablen fiir die Modellierung
der PD liefern.

Deskriptoren

Im Gegensatz zu dem Beispiel im vorherigen Abschnitt haben wir hier in
unserer realen Bibliothek eine Vielzahl verschiedener Summenformeln. FEs
ist deshalb sinnvoll, arithmetische Indizes zu verwenden. Insgesamt stehen
in MOLGEN-QSPR 48 arithmetische Indizes zur Verfiigung (siehe Anhang
B.3). Da sich in unserer Bibliothek keine Verbindungen mit Jod, Radikal-
stellen oder Ladungen befinden, liefern Ny, rel. N;, rad und cha keine re-
levanten Informationen. Des Weiteren gibt es nur eine Struktur mit einer
Dreifachbindung. Wir werden deshalb auch n# und rel. n# vernachléssigen.
Fluor-, schwefel- und bromhaltige Verbindungen treten nur mit sehr geringen
Héaufigkeiten in unserer Bibliothek auf, so dass eine gleichméfige Verteilung
auf Lern- und Testsatz fraglich ist. Wir entfernen deshalb auch Ng, rel. Ng,
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Ng, rel. Ng, Np,, rel. Ng,. Es verbleiben 35 arithmetische Indizes.

Bei den topologischen Indizes wollen wir wieder auf die 30 zu Beginn von
Abschnitt 4.4.1 aufgezédhlten Deskriptoren zuriickgreifen, und wegen der ge-
zeigten Identitdten auf M; und Ms verzichten. Unter den verbleibenden 28 T1
gibt es fiir die Bibliothek von Propylacrylaten keine paarweisen vollstandigen
Korrelationen. Vorsicht ist bei der Verwendung von twc geboten. Dessen
Werte konnen stark exponentiell mit der Anzahl von Bindungen und der to-
pologischen Dichte® eines molekularen Graphen wachsen. In unserer realen
Bibliothek sind die vier grofiten Werte fiir twe:

69959869638977272
2924196666599052
130752536580352
4707532422380

Der grofite Werte ist iiber 10000 mal gréfler als der viertgrofite. Dies kann
fatale Auswirkungen fiir lineare (und auch nichtlineare) Modelle haben: Falls
Verbindungen mit den grofiten twe nicht im LS enthalten sind, kann es zu
vollig unrealistischen Vorhersagen fiir diese Strukturen kommen. Wir l6sen
dieses Problem, indem wir twc durch dessen natiirlichen Logarithmus In(twc)
ersetzen.

Die physikalische Dichte wird mit Sicherheit in irgendeiner, uns unbekannten
Weise von der raumlichen Gestalt der einzelnen Molekiile abhédngen. Deshalb
schliefen wir die 35, in Anhang B.3 zusammengestellten geometrischen Indi-
zes in unsere QSPR—-Suche ein. Insgesamt gehen wir also von 98 Deskriptoren
aus.

Tabelle 4.15 zeigt einen Ausschnitt der Korrelationsmatrix von PD und den
oben aufgezéhlten molekularen Deskriptoren. Vorzeichen der Korrelations-
koeffizienten wurden dabei vernachlassigt. Korrelationskoeffizienten sind auf
Basis aller Beobachtungen berechnet. Den besten Korrelationskoeffizienten
zu PD hat die Van der Waals Dichte p,4,, die als Quotient aus Molekularge-
wicht und Van der Waals Volumen definiert ist. Nahezu genauso gut mit PD
korreliert das im Vergleich zu p,4, mit deutlich geringerem algorithmischen
Aufwand berechenbare durchschnittliche Atomgewicht mean AW (incl. H).
Dieses ist schlicht als Quotient aus dem Molekulargewicht und der Anzahl
von Atomen definiert. p,q, und mean AW (incl. H) sind ihrerseits mit einem
Korrelationskoeffizienten von 0, 980 ebenfalls stark korreliert. Wir werden die
Auswirkungen dieser Korrelation bei der QSPR—Berechnung bemerken. Mit
Ausnahme von p,q, zeigen geometrische Indizes eher schwache Korrelationen
zu PD.

SUnter der topologischen Dichte eines molekularen Graphen verstehen wir hier den
Quotienten aus Bindungs- und Atomanzahl.
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=g - =
Q g §§ o i — § 6 G ™ 8
g ¢ £ R TR E @ o@m 2 =
PD 1,000 0,937 0,934 0,801 0,787 0,784 0,772 0,634 0,620 0,514 0,498
Podw 0,937 1,000 0,980 0,825 0,715 0,706 0,902 0,722 0,634 0,365 0,601
mean AW (incl. H) 0,934 0,980 1,000 0,849 0,808 0,756 0,847 0,787 0,722 0,394 0,629
1Cy 0,801 0,825 0,849 1,000 0,778 0,851 0,628 0,823 0,715 0,446 0,615
rel. Ng 0,787 0,715 0,808 0,778 1,000 0,847 0,376 0,695 0,748 0,531 0,491
ICy 0,784 0,706 0,756 0,851 0,847 1,000 0,432 0,689 0,796 0,725 0,445
mean AW 0,772 0,902 0,847 0,628 0,376 0,432 1,000 0,611 0,469 0,161 0,504
SI1Cy 0,634 0,722 0,787 0,823 0,695 0,689 0,611 1,000 0,921 0,271 0,486
SIC: 0,620 0,634 0,722 0,715 0,748 0,796 0,469 0,921 1,000 0,465 0,363
1Co 0,514 0,365 0,394 0,446 0,531 0,725 0,161 0,271 0,465 1,000 0,065
Ney 0,498 0,601 0,629 0,615 0,491 0,445 0,504 0,486 0,363 0,065 1,000
rel. N¢g 0,496 0,607 0,641 0,626 0,501 0,456 0,516 0,534 0,412 0,088 0,978
Go 0,484 0,410 0,343 0,400 0,291 0,421 0,278 0,120 0,136 0,389 0,290
G1 0,477 0,419 0,357 0,409 0,309 0,404 0,278 0,117 0,152 0,335 0,382
rel. N, 0,456 0,548 0,478 0,112 0,031 0,016 0,755 0,217 0,147 0,036 0,056
Ng, 0,455 0,542 0,471 0,107 0,028 0,013 0,747 0,201 0,132 0,042 0,054
CcICy 0,430 0,492 0,583 0,528 0,576 0,562 0,405 0,889 0,942 0,253 0,282
Gs (incl.H) 0,429 0,351 0,280 0,345 0,230 0,368 0,233 0,185 0,201 0,365 0,249
G1 (incl.H) 0,423 0,360 0,293 0,352 0,246 0,350 0,234 0,183 0,216 0,316 0,331
rel. No 0,413 0,344 0,337 0,433 0,380 0,373 0,187 0,408 0,374 0,084 0,094
MW 0,378 0,288 0,226 0,284 0,212 0,292 0,162 0,263 0,291 0,310 0,242
SIC, 0,374 0,390 0,478 0,401 0,503 0,529 0,317 0,756 0,873 0,508 0,104
/\’14 0,344 0,214 0,220 0,279 0,399 0,508 0,017 0,090 0,056 0,473 0,221
MW (incl. H) 0,332 0,241 0,175 0,239 0,162 0,249 0,127 0,310 0,337 0,289 0,207

Tabelle 4.15: Ausschnitt der Korrelationsmatrix fiir die physikalische Dichte
und Deskriptoren der realen Bibliothek von Propylacrylaten

Lineare Modellierung durch beste Teilmengen—Selektion

Wir berechnen basierend auf den Beobachtungen in LS die besten linearen
Modelle bzgl. R? 4 mit n = 1, ..., 5 Deskriptoren:

n = 1 Deskriptor: pyquw,
f =0,89996X, + 0, 14597,
R2 ¢ = 0,87968, Spg =0,047187, Fig = 570,26.

n = 2 Deskriptoren: ICy, pyaw,
F=0,12217X, + 0,81813X; — 0,21835,
R24 =0,91688, Sps = 0,039474, Frg = 424, 68.

n = 3 Deskriptoren: No, rel. n — (incl. H), pyaw,
f=0,015912X, — 0,30250X; + 0,84571 X5 + 0, 39659,
R2 ¢ =0,93813, Sps = 0,034280, Fpg = 384,12.

n = 4 Deskriptoren: A, rel. No, °X, pudw
f=0,064792X, + 0,67865X; — 0,084221.X5 + 0,89515X3 + 0,062349,
R2 , =0,95060, Sps = 0,030836, Fs = 360, 76.
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‘ ‘ n=>5 ‘ n=4 ‘ n=3 ‘ n =2 ‘ n=1

LS | 0,95481 | 0,95059 | 0,93813 | 0,91688 | 0,87968
TS | 0,92018 | 0,92645 | 0,93244 | 0,89716 | 0,87341
LS | 0,95474 | 0,94903 | 0,93770 | 0,91524 | 0,87278
TS | 0,92266 | 0,91832 | 0,89164 | 0,91582 | 0,87117
LS | 0,95440 | 0,94753 | 0,93724 | 0,91415 | 0,60970
TS | 0,93862 | 0,93797 | 0,92980 | 0,88833 | 0,57425
LS | 0,95397 | 0,94716 | 0,93720 | 0,91241 | 0,59306
TS | 0,94236 | 0,91611 | 0,92598 | 0,90536 | 0,69813
LS | 0,95374 | 0,94664 | 0,93712 | 0,91082 | 0,57784
TS | 0,94436 | 0,90873 | 0,93826 | 0,90041 | 0,67580

Tabelle 4.16: Bestimmtheitsmaf fiir LS und TS der besten PD-Modelle bzgl.
R? ¢ mit n Deskriptoren

n = 5 Deskriptoren: ‘v, *x?, CICy, IC, podw,
£ = 0,034734X, — 0,041353X; + 0, 14269 X5 + 0, 123145 + 1, 0380X, — 0, 66073,
R%S =0,95481, Srs = 0,029690, Frs = 312,70.

Tabelle 4.16 vergleicht R7 ¢ und R7.¢ fiir die jeweils 5 besten linearen Mo-
delle mit n = 1, ..., 5 Deskriptoren. R? ¢ ist erwartungsgeméf fiir die meisten
Modelle gréfler als R%g. Zudem sehen wir, dass beste Modelle bzgl. LS in der
Regel nicht beste Werte bzgl. TS besitzen. Abbildung 4.16 visualisiert dieses
Phéanomen. Fiir n = 1 Deskriptor liegen dabei nur die zwei besten Modelle
innerhalb des zur Darstellung gewéhlten Bereichs fiir das Bestimmtheitsmaf3.
Unter den betrachteten QSPR hat das Modell mit groftem R7.g

n = 5 Deskriptoren: A, rel. No, W, °X, podw,
£ =0,065886 X, + 0, 68347X, — 0,000039413 X5 — 0, 079592X 5 + 0, 88018 X4+
+ 0,028970,
R2 4 =0,95374, Sps = 0,030041, Frg = 305, 10.

Abbildung 4.17 zeigt zu diesem Modell gemessene und vorhergesagte PD fiir
LS und TS als Scatterplot.

Die verwendeten Deskriptoren fiir beste LM bzgl. LS kann man Tabelle 4.17
entnehmen. Jeder Spalte ist dabei ein Modell zugeordnet. Im Spaltenkopf
steht jeweils R?. Die Modelle sind von links nach rechts bzgl. fallender
R? 4 angeordnet. Die Zeilen repriisentieren Deskriptoren, Kreuze an Position
(7,7) bedeuten, dass der Deskriptor in Zeile ¢ fiir das Modell aus Spalte
j benotigt wird. Die Tabelle reflektiert die hohe Korrelation von PD, p,q.
und mean AW (incl. H): In allen Modellen mit n > 2 Deskriptoren und
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Tabelle 4.17: Beste Teilmengen von n Deskriptoren fiir PD-Modelle

den beiden besten 1-Deskriptor-Modellen sind jeweils entweder p,q, oder
mean AW (incl. H), nie aber beide enthalten.

Lineare Modellierung durch schrittweise Teilmengen—Selektion

Es ist zu erwarten, dass unter Verwendung von mehr als 5 Deskriptoren
Modelle mit hoherem R2g gefunden werden konnen. Leider stofien wir bei
der groflen Grundmenge von 98 Deskriptoren recht bald an die Grenze der
algorithmischen Moglichkeiten bei der Suche nach besten Teilmengen von
Deskriptoren. Wir wollen an dieser Stelle von dem, in Abschnitt 3.1.4 be-
schriebenem schrittweisen Verfahren zur Variablen—Selektion Gebrauch ma-
chen.

Wir generieren Modelle mit n = 1, ..., 20 Deskriptoren. In jedem Schritt wer-
den 50 Teilmengen von Deskriptoren ausgewéhlt, fiir die man beste lineare
Modelle (bzgl. R? ) erhilt. Diese werden auf alle Moglichkeiten um je einen
Deskriptor erweitert, wiederum die besten 50 LM selektiert u.s.w. Als Ergeb-
nis erhélt man fiir jede Anzahl n = 1,...,20 von Deskriptoren 50 Modelle.
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Abbildung 4.18: Scatterplot von R? ¢ und R3¢ fiir die besten LM bzgl. R3¢
konstruiert nach 50-fachem schrittweisem Verfahren
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Abbildung 4.20: Beste Modelle bzgl. R? ¢ (bzw. R2¢) und zugehérige Werte
fir R3¢ (bzw. R}g) sowie RZ, nach Anzahl von Deskriptoren

Obwohl diese nicht notwendig die bestmoglichen LM fiir jedes n umfassen,
ist diese Vorgehensweise geeignet, um mit geringem Rechenaufwand gute
Modelle zu erhalten.

In Abbildung 4.18 ist R%g gegen R? fiir die so bestimmten Modelle abge-
tragen. Die Farbung der Datenpunkte spiegelt die Anzahl der Deskriptoren
wieder: Modelle mit einem Deskriptor sind schwarz, Modelle mit 20 Deskrip-
toren weil und alle anderen in entsprechenden Graustufen dargestellt. Bei
den Modellen mit hoher Anzahl von Deskriptoren (n > 13) ist Overfitting
zu erkennen: Die Werte von R%g sind deutlich schlechter als die fiir R? ¢. In
Abbildung 4.20 wurden fiir jedes n = 1,...,20 das beste Modell bzgl. R?
ausgewihlt und der zugehorige Wert fiir R%¢ eingetragen. Ebenso wurden
die besten Modelle bzgl. R2.¢ und deren R? ¢ bestimmt. Man sieht in beiden
Fillen, dass die Werte fiir LS mit wachsendem n streng monoton steigen,
wohingegen das Bestimmtheitsmafl fiir TS bei 7 bzw. 8 Deskriptoren sein
Maximum annimmt. Bis etwa 13 Deskriptoren bleiben die Werte fiir T'S auf
hohem Niveau, fallen dann aber wieder ab.

Zur Vorhersage von PD entscheiden wir uns fiir das Modell mit groBtem R2.g.
Es verwendet
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Tabelle 4.18: Deskriptoren der 25 besten PD-Modelle bzgl. R% berechnet
durch 50-fache schrittweise Selektion

n = 8 Deskriptoren:
N¢, No, rel. Noy, C, mean AW (incl. H), mwc®, CIC,, 1C},
f=-0,0071639X, + 0,018563 X7 — 0, 78530X5 + 0,047740 X3+
+ 0,11221X, — 0,00060864 X5 + 0,12967X¢ + 0,072563 X7 — 0, 27686,
R2¢ =0,96127, Sps = 0,028062, Frg = 220,25.

Kritisch betrachtet werden muss hierbei die Tatsache, dass fiir dieses Modell
R%Z, = 0,96174 > R? ist. Abbildung 4.19 zeigt gemessene und berechnete
Werte fiir dieses Modell. Beobachtungen des LS sind weif3, die des TS grau
markiert. Fiir die 25 besten Modelle bzgl. TS sind in Tabelle 4.18 die ver-
wendeten Deskriptoren zusammengestellt. Darunter sind mit Ausnahme von
SHDWb5 und SASy,0 keine geometrischen Deskriptoren vertreten. In allen
Modellen wird mean AW (incl. H) verwendet. Wegen der starken Korrela-
tion zwischen mean AW (incl. H) und pyq, tritt die Van der Waals Dichte
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Abbildung 4.21: Scatterplot von R? ¢ und R%,, fiir die besten LM bzgl. R7 ¢
konstruiert nach 50-fachem schrittweisem Verfahren

nicht auf. Dagegen wurden vermehrt arithmetische Deskriptoren verwendet,
insbesondere Anzahlen und relative Anzahlen von Atomen verschiedener Ele-
mente. Auch dass die zyklomatische Zahl als Deskriptor zur Modellierung
der physikalischen Dichte herangezogen wird, ist nachvollziehbar. SchliefSlich
héngt insbesondere von der Anzahl der Kreise ab, inwiefern sich die Atom-
kugeln iiberlappen. Sie nimmt damit Einfluss auf Van der Waals Volumen
und Dichte.

Wir haben gesehen, dass mit Hilfe arithmetischer und geometrischer Deskrip-
toren und OLS die physikalische Dichte von Propylacrylaten gut modellierbar
ist. Dies kommt natiirlich insbesondere der Anwendbarkeit der Modelle zugu-
te, da auf algorithmisch aufwindige Berechnung von 3D-Platzierungen und
geometrischer Deskriptoren verzichtet werden kann. Anhand einer Teststich-
probe wurde fiir diese Beispiel nachgewiesen, dass bei Verwendung von mehr
als 13 Deskriptoren die Vorhersagefahigkeit der berechneten Modelle deutlich
nachlésst. Es kommt zu Overfitting.

An dieser Stelle wiire es interessant zu untersuchen, ob auch mittels Kreuzva-
lidierung dieser Effekt erkennbar gewesen wére. Wir haben fiir die Deskrip-
toren zu den schrittweise berechneten Modellen eine LOO-CV auf dem Lern-
satz durchgefiihrt. Die R%,~Werte fiir die besten Modelle bzgl. LS und TS
wurden ebenfalls in Abbildung 4.20 eingetragen. Abbildung 4.21 zeigt einen
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Scatterplot der R?>-Werte fiir LS und CV der Modelle mit n > 3 Deskrip-
toren. Offenbar ist fiir R%, kein dhnlich deutliches Absinken wie fiir R3.g
ab n = 14 Deskriptoren zu erkennen. Bei der Auswahl von Deskriptoren—
Teilmengen durch Kreuzvalidierung ist hier Vorsicht geboten!

Lineare Modellierung durch Hauptkomponenten—Regression

Mit autoskalierten Deskriptoren- und Eigenschaftswerten wurde eine PCR
durchgefiihrt. Abbildung 4.22 zeigt die R*> Werte in Abhingigkeit von der
Anzahl verwendeter Hauptkomponenten fiir LS und TS. Fiir das beste Modell
bzgl. TS ist R3¢ = 0,95111 und R3¢ = 0,96428. Es verwendet 21 Haupt-
komponenten. Hinsichtlich seiner Vorhersagefiahigkeit ist es schlechter als die
zuvor mit OLS und schrittweiser Deskriptoren—Selektion bestimmten Model-
le. Die Komplexitéit der Modelle kann aufgrund der verschiedenen Methoden
nicht direkt verglichen werden. Es ist jedoch zu bedenken, dass zur Vor-
hersage mit Hilfe des PCR-Modells zunéchst alle 98 Deskriptoren berechnet
werden miissen, die dann geméafl der Zusammensetzung der Hauptkomponen-
ten und ihrer Gewichtung den Vorhersagewert liefern. Dieser Mehraufwand
spricht in jedem Fall fiir das zuvor bestimmte 8-Deskriptoren—Modell.
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4.4.3 Beispiel: Antibakterielle Aktivitdt von Quinolo-
nen

Im Folgenden Beispiel wollen wir Struktur-Eigenschafts-Beziehungen fiir ei-
ne biologische Eigenschaft, die antimycobakterielle Aktivitit (kurz ABA) von
Quinolon—Derivaten berechnen. Die untersuchten Verbindungen beschreibt
folgende generische Strukturformel:

R2 N

Abbildung 4.23 zeigt die Substituenten fiir R* (obere Reihe) und R? (untere
drei Reihen). Das mit ,,Z* beschriftete Atom reprasentiert dabei das Zentral-
molekiil (s.0.). ABA wird angegeben durch die minimale Konzentration (in
pg/ml), die notwendig ist, um eine hemmende Wirkung gegen Mycobacteri-
um fortuitum zu erreichen (engl. Minimum Inhibitory Concentration, kurz

MIC).

Substituent Substituent RT

R? 1 [ 2] 3] 4] 5 ]6

1 0,50 | 1,00 | 0,03 | 0,06 | 0,50 | 0,25
2 0,06 0,25
3 1,00 | 0,50 | 0,03 | 0,06 | 0,25 | 0,13
4 0,25 | 1,00 | 0,13 | 0,06 | 0,50 | 0,50
5 0,13 0,25
6 0,13 | 0,50 | 0,06 | 0,06 | 0,13 | 0,25
7 0,25 0,50
8 1,00 2,00
9 1,00 1,00
10 1,00 | 1,00 | 0,06 | 0,03 | 1,00 | 0,13
11 0,03

12 0,13

13 2,00 | 2,00 | 0,13 | 0,25 | 2,00 | 0,13
14 0,50 0,50
15 0,25

Tabelle 4.19: Gemessene MIC fiir die reale Bibliothek von Quinolonen
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Abbildung 4.23: Substituenten fiir R' (obere Reihe) und R?

Tabelle 4.19 zeigt die reale Bibliothek von m = 51 Quinolonen in Form
von Paaren aus R! und R? sowie die zugehorigen gemessenen MIC (nach
[113]). Wir werden auf verschiedene Weisen Modelle zur Vorhersage von MIC
aufstellen.

Deskriptoren

Ausgangspunkt fiir unsere Untersuchungen bilden die 48 arithmetischen und
170 topologischen Indizes aus Anhang B. Von diesen 218 Deskriptoren ent-
fernen wir 25, die auf der realen Bibliothek konstante Werte annehmen:

NO; NN, Ns, rel. Ns, NCZ7 rel. NCh NBr; rel. NBT‘; N], rel. N[,
Np, rel. Np, n=, n#, rel. n#, rel. n# (incl. H), cha, rad, HBA,

"rings, ®rings, Z%rings, Ty, con. comp., gt planar



4.4. STRUKTUR-EIGENSCHAFTS-BEZIEHUNGEN 155

Unter den verbleibenden 193 Indizes suchen wir nach vollstédndigen Korrela-
tionen. Vollstandige Korreliertheit ist eine Aquivalenzrelation. Im Folgenden
sind alle 19 Aquivalenzklassen mit mehr als einem Element aufgefiihrt. Die
meisten der vollstdndigen Korrelationen ergeben sich aus der speziellen Be-
schaffenheit der realen Bibliothek. Solche, die allgemeine Giiltigkeit haben,
sind durch ,,~“ ausgezeichnet:

rel. No ~ rel. Ny, Np ~ Ngroma, B ~ loc. B, B(incl. H) ~
loc. B (incl. H), C' ~ rings, M; ~ mwc®, My ~ mwc®, Oy ~
X%, X~ X P~ X XS~ P, O (cluster) ~ Pxe, X~
3X11;7 F ~ NGS = 2pacyc — 2P> 7Pacyc ~ 7P7 8Pacyc ~ 8P7

>9 >9 3,5 3 3 6 6
- Pacyc ~ = P, Tings ~ “Xch ™~ Xg}N Xe ™~ Xg

2

Aus jeder dieser Aquivalenzklassen verwenden wir jeweils nur den erstge-
nannten Deskriptor, die verbleibenden 22 werden von den weiteren Untersu-
chungen ausgeschlossen. Es verbleiben 171 nicht konstante, paarweise nicht
vollstéandig korrelierte Indizes. twe und twey,sqe: €rsetzen wir wie zuvor in
Abschnitt 4.4.2 durch ihre natiirlichen Logarithmen.

Regression

Wir wollen in diesem Beispiel verschiedene Methoden des iiberwachten Ler-
nens demonstrieren. Zunéchst betrachten wir ABA als kontinuierliche Va-
riable, reprasentiert durch MIC, und ermitteln Vorhersagefunktionen durch
Regression.

Wie in den vorangegangenen Abschnitten bestimmen wir beste lineare Mo-
delle mit OLS-Regression und BSS. Auf diese Weise erhalten wir als bestes
Modell mit

n = 5 Deskriptoren: Xo=">2kq, X1:6Pacyc7 Xo=ch. Jy, X3:6Xp, Xi=%e,
f=1,7782Xy + 0,26966 X7 + 142,04 X, — 8,9882X35 — 5,8961X, — 11,528,
R? =0,64597, S = 0,34676, F = 16, 421.

Offenbar lassen sich fiir MIC nicht &hnlich gute lineare Modelle aufstellen,
wie wir dies fiir BP und PD gesehen haben. Eine Ursache dafiir ist, dass MIC
nur 7 verschiedene Werte mit folgenden Haufigkeiten annimmt:

MIC 0,03 | 0,06 | 0,13 ] 0,25 | 0,50 | 1,00 | 2,00
Haufigkeit 4 7 9 9 9 9 4

Wir untersuchen, ob Regressionsbdume besser geeignet sind, um MIC zu
modellieren. Zu den Standard-Parametern (mincut = 5, minsize = 10,
mindev = 0,01) berechnet R einen RT (Abbildung 4.24) mit 7 terminalen
Knoten und
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X0 <|26,5 X2 < 2|53543

X2 <2}53379
0,90000 1,80000 0,43220

X4 <801285 X1 <9,2755

0,65000 0,28220  0,06923  0,27600

Abbildung 4.24: Regressionsbaum fiir MIC mit 5 Deskriptoren

n = 5 Deskriptoren: Xo=B, X; =", Xo=M{, X3=FRB, X4="Xpes
R? = 0, 81748.

Er zeigt damit eine wesentlich hohere Anpassung an die experimentellen Wer-
te als das beste lineare Modell mit gleicher Anzahl von Deskriptoren.

Wir verwenden die beiden Deskriptorensétze LM und RT, die fiir das beste
5—Deskriptoren—LM und den RT bestimmt wurden, zur Berechnung neurona-
ler Netze und Support—Vektor—Maschinen. Tabelle 4.20 enthilt die R?>~Werte
fiir SVM mit linearem, polynomialem (degree = 2) und radialem Kernel so-
wie fiir ANN mit einem, zwei und drei HN. Um die Reproduzierbarkeit der
ANN zu gewdhrleisten, wurden Startgewichte 0 gewéhlt. Initialisiert man
die Startgewichte per Zufall, so erhélt man in der Regel bessere Modelle.
Auf diese Weise wurde fiir Deskriptorensatz RT ein ANN mit zwei HN und
R? = 0,75380 gefunden. Das beste Modell war ein ANN mit drei HN und
R? = 0, 87415 unter Verwendung des Deskriptorensatzes RT":

n = 5 Deskriptoren: Xo=B, X; =1\, Xo=\!, X3=FRB, X4="x,c,
£ =4,40/(1+exp(—1, 88Xy +1, 10X —7,41X5 —18, 5X5 —3, 81X +19, 4))+
+4,43/(1+exp(—2, 23X —1,38X; +1,19X5 —17,8X% +0, 709X} +11, 1))+
+0,309/(1+exp(—6, 65X +3, 88X +21,2X5 —3, 51.X5 +5, 40X} —14, 7))+
40,0176,
R? = 0,87415, S = 0,25753, F = 9,5924.

Dabei bezeichnen X7, j € 4 die bereichsskalierten Deskriptorenwerte. f*
liefert den bereichsskalierten Figenschaftswert. Um die Vorhersage fiir MIC
zu erhalten, muss dieser noch riicktransformiert werden.

Die beiden bislang betrachteten Deskriptorensitze wurden so gewéhlt, dass
sie fiir lineare Modelle bzw. Regressionshdume beste Vorhersagefunktionen
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Regressions- Deskriptorensatz

verfahren LM ‘ RT ‘ BCC ‘ HCC
MLR 0,64597 | 0,39654 | 0,42980 | 0,43927
RT 0,39654 | 0,81748 | 0,75118 | 0,65189

ANN, 1HN | 0,49117 | 0,45177 | 0,43712 | 0,56780
ANN, 2HN | 0,71535 | 0,45995 | 0,43712 | 0,56904
ANN, 3HN | 0,71284 | 0,47453 | 0,43712 | 0,56903
SVM, lin 0,39005 | 0,37659 | 0,38318 | 0,32952
SVM, pol 0,37598 | 0,50894 | 0,48433 | 0,60133
SVM, rad 0,38718 | 0,55660 | 0,54426 | 0,59496

Tabelle 4.20: R? fiir Modellierung von MIC durch verschiedene Deskriptoren
und Regressionsverfahren

liefern. Wir testen zwei weitere Deskriptorensétze, die anhand der Korre-
lationskoeffizienten zu MIC ausgewéhlt wurden. Zum einen wurden die 5
Deskriptoren mit betragsméfig grofiten Korrelationskoeffizienten verwendet:

A (-0,402), R (0,369), FRB (0,346), *x (-0,313), 4. (-0,310).

Die R?>-Werte fiir diesen Deskriptorensatz sind in Spalte BCC von Tabelle
4.20 eingetragen.

Die n Deskriptoren mit betragsméafiig grofiten Korrelationskoeffizienten zur
Zielvariable bilden mitunter deutlich schlechtere Deskriptorensétze fiir MLR
als die mit BSS bestimmte Menge von Deskriptoren. Ein Grund dafiir kann
eine starke Korrelation zwischen den Deskriptoren sein, wie wir in Abschnitt
4.4.2 gesehen haben. Um dieser Tatsache Rechnung zu tragen, ermitteln wir
fiir eine Teilmenge €2 von Deskriptoren folgenden Vergleichswert:

o SRl - ()

1€9)

-1

S IRXL X))

{i,j}CQ

wobei R(X,Z) den Korrelationskoeffizienten von X und Z bezeichne. Die
5—Teilmenge mit grofitem Vergleichswert (0,18520) umfasst

®, “rings, Srings, A%, Sx. .
Fiir den nach dieser Heuristik gefundenen Deskriptorensatz stehen die R%-
Werte in Spalte HC'C. Man sieht, dass die zu HCC ermittelten Modelle bis
auf zwei Ausnahmen bessere R?-Werte besitzen als zu BCC bestimmte Mo-
delle. Insbesondere zur Berechnung von SVM mit polynomialen und radialen
Kernel liefert HCC' den besten der vier untersuchten Deskriptorensétze.
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X0 < 5I,53472
X6 < 0,034339 X2 < 2}59751
X5 < 0,0588894 X6 < 0,0331024
1 1
X3 <4,3917
0,06 0,03 2
X4 < 5{96945
0,5

X1<0,144619 |
0,5

0,25 0,13
Abbildung 4.25: Mehrklassen—CT fiir MIC mit 7 Deskriptoren

Allerdings scheint Regression angesichts der niedrigen Werte fiir R? in dem
vorliegenden Beispiel eine wenig Erfolg versprechende Methode zur Vorher-
sage von ABA zu sein. Aufgrund der bereits erwiahnten Verteilung der Ei-
genschaftswerte wollen wir Klassifikationsverfahren testen.

Multi—Klassifikation

Wie schon oben erwédhnt, nimmt MIC nur 7 verschiedene Werte an. Man
kann die Félle mit gleicher MIC als Klassen auffassen und die SAR—Suche
als Klassifikationsproblem mit 7 Klassen formulieren. Abbildung 4.25 zeigt
einen CT fiir MIC mit 8 inneren Knoten unter Verwendung von

n = 7 Deskriptoren: Xg ="M,, X; =TIC,, Xo =CIC,, X5 =1C5,
X4 = MSD, X5 = ch. J5, Xﬁ = ch. J@,
MCE = £$ =0, 31373.

Tabelle 4.21 zeigt die Verteilung gemessener und berechneter MIC fiir diesen
CT. Aufgrund der durch den CT berechneten Klassen kann man nun wieder-
um einen Wert fiir B2 berechnen. Dieser ist verstindlicherweise mit 0,34811
deutlich schlechter als fiir die zuvor berechneten RT. Oft ist bei der Vor-
hersage pharmazeutisch—biologischer Eigenschaften nur interessant, ob eine
Verbindung aktiv oder inaktiv ist. Wir wollen diesen Sachverhalt eingehend
mit bindrer Klassifikation untersuchen.
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gemessene berechnete Klasse
Klasse 0,03 0,06 0,13 0,25 0,50 1,00 2,00
0,03 4 0 0 0 0 0 0
0,06 1 4 0 0 2 0 0
0,13 0 0 4 2 1 2 0
0,25 0 0 1 5 1 0 2
0,50 0 1 0 0 6 2 0
1,00 0 0 0 0 0 9 0
2,00 0 0 0 0 0 1 3

Tabelle 4.21: Verteilung gemessener und berechneter MIC fiir den CT aus
Abbildung 4.25

Binare Klassifikation

Ein héufig verwendeter antimycobakterieller Wirkstoff ist Ciprofloxacin:
0 0

: |
‘ OH

Ciprofloxacin ist ebenfalls in unserer realen Bibliothek enthalten und hat eine
MIC von 0,06. [125] folgend werden wir alle Strukturen als antimycobakteriell
aktiv betrachten, fiir die MIC<0,06 ist. Damit kénnen wir unsere SAR-Suche
als bindres Klassifikationsproblem auffassen. Wir werden dies mit verschie-
denen Methoden zur Deskriptoren—Selektion und verschiedenen Klassifikati-
onsverfahren losen. Die Berechnung von Klassifikationsbaumen liefert einen
CT (Abbildung 4.26) unter Verwendung von

n = 3 Deskriptoren: Xy ="My, X; =3Y*, X, = ch. Js,

MCE = 2 + 25 = & =0,039216, MCEcy = £2 = 0,19608.

MCE setzt sich zusammen aus zwei Arten von Fehlern:

e Fehler erster Art: Als falsch (inaktiv) berechnete wahre (aktive) Beob-
achtungen (Strukturen).

e Fehler zweiter Art: Als wahr (aktiv) berechnete falsche (inaktive) Be-
obachtungen (Strukturen).
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X0 < 5I,68056

X2 <0,034339

X1 <0,p24583

F w
Abbildung 4.26: 2-Klassen—CT fiir ABA mit 3 Deskriptoren

Tabelle 4.22 zeigt Vierfeldertafeln fiir verschiedenen Deskriptorenséitze und
Klassifikationsverfahren. Die Tafel fiir Deskriptoren—Selektion durch CT und
Klassifikation durch CT befindet sich oben links. Tabelle 4.23 gibt T'C'E' und
in Klammern den mit LOO-CV ermittelten T'C' Eqy fiir die verschiedenen
Deskriptorensitze und Klassifikationsverfahren an.

Wir wollen ABA iiber Klassifikation durch Regression (vgl. Abschnitt 3.1.1)
modellieren. Dazu erhalten Verbindungen mit MIC<0,06 den Eigenschafts-
wert 1, solche mit MIC>0,06 Eigenschaftswert —1. Liefert die Vorhersage-
funktion Werte grofler 0, so wird die entsprechende Struktur als aktiv, an-
derenfalls als inaktiv klassifiziert. Wir ermitteln beste lineare Modelle durch
OLS-Regression mit n € 3 Deskriptoren, verwenden jedoch zur Bewertung
nicht RSS oder R?, sondern M CE. Wir erhalten Modelle mit

n = 1 Deskriptor: ch. Ji,

F=9,7362X, — 2,9152,

_ 8 0o _ 8 __ _ 11 _
MCE =& + 9 = 8 =0,15686, MCEcy = 1 = 0,21569.

n = 1 Deskriptor: 4x?,

f="5,1999X, — 0, 72345,

MCE =2 + & = £ =0,15686, MCEcy = £2 = 0,19608.

n = 2 Deskriptoren: 3k, %k,,

f =2,3886X, —1,9619X; + 3,2971,
MCE = 21 + 57 = & = 0,039216, MCEcy = & = 0,039216.

n = 2 Deskriptoren: MY xr,

f = 65,570X, + 7623,5X, — 167,42,

MCE = Z + 35 = & =0,039216, MCEcy = & = 0,11765.
Bemerkenswert ist die kleine Missklassifikationsrate fiir LOO-CV des erst-
genannten 2-Deskriptoren-Modells. Vollstéandig separiert werden kénnen die

beiden Klassen durch folgende drei Modelle unter Verwendung von je
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gemessene berechnete Klasse Klass.-
Klasse F W[F W|F W[F WI|F W][F W ]| verfahren

F 40 0 (40 O |39 1 (37 3|39 1 |37 3 CT
W 2 913 8|2 912 9|6 5|1 10

F 39 2 (40 0 |40 O |40 O |39 1 ]40 O

W 4 710 11}0 1170 1179 2|9 2 MLR
F 38 2 (38 2|40 0 |38 2|38 2|3 1 LDA
W 4 710 11}0 11}0 1116 5|6 5

F 383 2 (38 2|40 0|39 1|33 7|3 5 QDA
W 1 100 1|0 1|0 11}0 11}|1 10

F 40 0 (40 O |39 1 |37 3 |38 2|40 O

W 5 6|5 63 8|1 104 7|0 11 KNN
F 39 5 (40 O |40 O |40 O |39 1 |40 O ANN
W 0o 11,0 110 110 111 10|11 O 1HN
F 39 1 (40 O |40 O |40 0|39 1|34 6 ANN
W 0 11,0 110 110 111 100 11 2HN
F 39 1 (40 0 |40 O |40 0 |39 1 |34 6 ANN
A% o 11,0 11{0 11}{0 11}|1 100 11 3HN
F 39 1 (39 1|40 0 |40 0 |37 3 |37 3 SVM
W 4 710 11}0 110 114 7|4 7 lin

F 40 0 (40 O |40 O |40 O |39 1|3 5 SVM
W 4 710 11}0 1170 11}2 9|2 9 pol

F 40 O (40 O |40 O |40 O |39 1|3 5 SVM
ALY 2 971 100 110 115 6|2 9 rad

| Deskriptoren || CcT | LM, | LM, | LM, | FR | [125] || |

Tabelle 4.22: Verteilung gemessener und berechneter ABA fiir verschiedene
Klassifikationsverfahren und Deskriptorensétze

n = 3 Deskriptoren: 'y, CICs, A\,
f =—0,86763X, + 0,95011.X; + 55,068 X5 — 133, 16,
MCE =0, MCEcy = & =0,078431.

n = 3 Deskriptoren: 24, ®Pacye, ° P,
f=—0,89054X, — 0,042156X; + 0,095820X, — 1,4373,
MCE =0, MCE¢cy = £ = 0,078431.

n = 3 Deskriptoren: 1Cy, MSD, A\,

F=—0,87302X, — 1,0691X; + 44, 867X, — 104, 19,

MCE =0, MCEcy = = =0,078431.
Wir nennen letztere drei Modelle LMy, LM, und LMs;. In Tabellen 4.22 und
4.23 bezeichnen die entsprechenden Spalten die jeweils verwendeten Deskrip-
torensétze. Die Ergebnisse fiir Klassifikation durch multiple lineare Regres-
sion findet man bei diesen Tabellen in den mit MLR betitelten Zeilen. Des
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Klass.- Deskriptorensatz

verfahren CT | LM, [ LMy | LM, | FR | [125]
CT 2 (10)[3 (83 (12)|5 (12)| 7 (10)| 4 (8)
MLR 6 (7)|0 4]0 (4|0 (4|10 (10)| 9 (10)
LDA 6 6)|2 3]0 (312 @] 8 (120 7 (9
QDA 3 B)|2 W0 211 3| 7 9] 6 (8
KNN 5 (B)|5 B)|4 B)|4 (B)] 6 )] 0 (8
ANN, 1HN |5 (6) |0 (2)|0 ()10 ()| 2 (2)|11 (7)
ANN,;2HN |1 (3)|0 ()0 (0)|0 ()| 2 (20| 6 (1)
ANN,;3HN |1 (4|0 (0)]0 (0)|0 (0] 2 (20| 6 (3
SVM, lin 5 GB)|1 3|0 @O0 | 7 (7| 7 (7
SVM, pol 4 (510 ()0 (OO0 (O] 3 )| 7 (8
SVM,rad |2 (4|1 (2)|{0 (©)|0 ()| 6 (7| 7 (7

Tabelle 4.23: TC'E und T'C' E¢y fiir verschiedene Klassifikationsverfahren und
Deskriptorensétze

Weiteren wurden die Deskriptoren mit grofiten Fisher-Quotienten
*ka(1,32722), 2k(1,2909), ®4(1,1641)

zur Berechnung von Vorhersagefunktionen herangezogen (Spalte F'R in Ta-
bellen 4.22 und 4.23). SchlieBlich wollen wir noch die in [125] gewé#hlten
Deskriptoren

My, My, &°

in unsere Untersuchungen einbeziehen.

Als Klassifikationsverfahren wurden neben CT und LDA auch quadratische
Diskriminanzanalyse (kurz QDA), KNN, ANN mit einem, zwei und drei HN
sowie SVM mit linearem, polynomialem (degree = 2) und radialem Kernel
getestet. Die Deskriptorenwerte wurden fiir all diese Verfahren autoskaliert.
Die Anzahl k betrachteter Nachbarn fiir KNN—Klassifikation wurde dabei
iiber LOO-CV ermittelt. Tabellen 4.22 und 4.23 enthalten die Ergebnisse
fiir £ mit kleinstem T'C E¢y . Fiir die verschiedenen Deskriptorensétze wurden
folgende k ermittelt:

Deskriptorensatz CT | LM, | LM; | LM, | FR | [125]
Anzahl k von Nachbarn || 15 7 5 5 9 1

Wegen k = 1 fiir die Deskriptoren aus [125] erhdlt man trivialerweise eine
vollstandige Separierung der beiden Klassen. Dies ist beim Lesen von Tabelle
4.22 zu beriicksichtigen und erlaubt keine Aussage iiber die Eignung dieses
Deskriptorensatzes fiir KNN-Klassifikation.
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Bei ANN wurden je 10 per Zufall gewéhlte Startgewichtungen getestet und
diejenige mit kleinstem T'C'E¢y ausgewéhlt. Zu den Deskriptoren aus [125]
konnte kein ANN mit einem HN gefunden werden, welches die beiden Klassen
separiert. Bessere Resultate konnten fiir diesen Fall mit bereichsskalierten
Deskriptorenwerten erzielt werden (I'CE = 3, TCE¢cy = 6).

Auch beim Trainieren von Support—Vektor—Klassifikatoren kénnen mehrere
Parameter variiert werden. Dies wirkt sich mitunter deutlich auf die Anpas-
sung und Vorhersagefahigkeit der SVM aus. Wir haben diesbeziiglich unter
der R—-Umgebung die Parameter cost = 2°, i € {—1,...,7} und gamma = 27,
j € {-3,...,3} getestet und diejenige Parameter—Kombination mit kleinstem
TCFE¢y ausgewéhlt.

Ein Blick auf Tabelle 4.23 zeigt, dass die Deskriptorensétze fiir beste LM auch
gute ANN und SVM liefern. Die Deskriptoren mit besten Fisher—Quotienten
sind eher schlecht geeignet zur Berechnung von Klassifikatoren. Dies liegt
wohl nicht zuletzt an den hohen Korrelationen zwischen den Deskriptoren:

R(%Ka, %K) = 0,99140, R(%kq, @) = 0,97880 und R(%k, ®5) = 0, 98505.

Vorhersage

Wir wollen die linearen Modelle LMy, LM; und LM, zur Vorhersage von
ABA fiir eine virtuelle Bibliothek von Quinolonen heranziehen. Wir lassen fiir
R! die 6 Substituenten aus der oberen Reihen von Abbildung 4.23 und fiir R
die verbleibenden 15 Substituenten zu. Die resultierende virtuelle Bibliothek
umfasst 6 - 15 = 90 Strukturen. Abziiglich der realen Bibliothek verbleiben
39 zuvor nicht vermessene Verbindungen in der rein virtuellen Bibliothek.
Die Vorhersagen unserer drei Klassifikatoren sind bemerkenswert konsistent.
Von LMy und LMs werden iibereinstimmend folgende beiden Strukturen als

antimycobakteriell aktiv prognostiziert:
o) 0 o 0
F F
‘ OH ‘ OH
K\N N N N

~

LM, Kklassifiziert in der rein virtuellen Bibliothek nur eine Struktur als ak-
tiv. Dies ist gerade die linke der beiden oben gezeigten Verbindungen. Sie
erscheint damit als aussichtsreicher Kandidat fiir einen neuen Wirkstoff.
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4.5 Bemerkungen zur realen Bibliothek

Bislang haben wir noch nicht iiber die Auswahl der realen Bibliothek gespro-
chen. Bei den hier gezeigten Beispielen wurden Strukturen und Eigenschaften
existierenden Datenbanken oder der Literatur entnommen. Im Idealfall sollte
aber bereits die Auswahl der realen Bibliothek das Fundament fiir die erfolg-
reiche Optimierung eines kombinatorisch—chemischen Experimentes bilden.
Die reale Bibliothek wird dann so gewéhlt werden, dass in ihr moglichst
diverse Strukturen enthalten sind.

4.5.1 Diversitat als Auswahlkriterium fiir die reale Bi-
bliothek

Mathematische Werkzeuge zur Suche nach Teilbiliotheken hoher Diversitdit
bilden Methoden des uniiberwachten statistischen Lernens. Uniiberwachtes
statistisches Lernen wird im Gegensatz zum iiberwachten Lernen ohne die
Verwendung einer abhéngigen Variablen durchgefiihrt. Das Ziel des uniiber-
wachten Lernens besteht darin, die Beobachtungen gem&f Ahnlichkeiten in
den Werten der unabhéngigen Variablen zu strukturieren und zu klassifizie-
ren.

Fiir unsere Anwendungen in der kombinatorischen Chemie kénnen wir als
unabhéngige Variablen molekulare Deskriptoren heranziehen, und diese ent-
weder zunédchst nur auf die Bausteine, oder aber auch direkt auf die virtuelle
kombinatorische Bibliothek anwenden. Wichtige Verfahren zur Durchfithrung
uniiberwachten Lernens bilden Hauptkomponentenanalyse (engl. Principal
Component Analysis, kurz PCA) und Clusteranalyse.

Beispielsweise werden in [164] topologische Indizes und PCA herangezogen,
um die 20 Aminoséuren in Gruppen dhnlicher Strukturen einzuteilen. J. Biebl
verwendet in [17] Fuzzy—Clusteralgorithmen zur Konformationsanalyse.
Das in Abschnitt 4.3.2 beschriebene Verfahren zur Generierung aller Sub-
strukturen sowie deren Vielfachheiten fiir eine gegebene Bibliothek chemi-
scher Verbindungen scheint besonders geeignet zur Berechnung unabhéngiger
Variablen, da diese auf sehr kanonische Weise und nicht durch die subjektive
Auswahl des Benutzers bestimmt werden. In dem Beispiel 4.3.8 haben wir
alle 20 Substrukturen mit 2 bis 6 Kanten sowie deren Vielfachheiten fiir eine
reale Bibliothek von Decanen berechnet. Die Anwendung des Algorithmus
auf die virtuelle Bibliothek aller 75 Decane liefert keine weiteren Substruk-
turen. Wir verwenden die autoskalierten Substruktur—Vielfachheiten fiir eine
hierarchische Clusteranalyse. Abbildung 4.27 zeigt das Ergebnis der Cluster-
analyse als Dendrogramm. Die Blatter sind geméfl der Nummerierung der
Strukturen in Abbildungen 4.6 (R01-R50) und 4.15 (V01-V25) beschriftet.
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Abbildung 4.27: Dendrogramm der virtuellen Bibliothek von Decanen
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Bei der hierarchischen Clusteranalyse werden nahe beieinander liegende Be-
obachtungen sukzessive zusammengefasst. Die Entfernung zweier Beobach-
tungen wird dabei durch eine Metrik auf dem Raum der Vorhersagevaria-
blen X;, © € n bestimmt. In unserem Beispiel wurde die euklidische Metrik
auf R? verwendet. Das Dendrogramm visualisiert die Reihenfolge, nach der
die Verbindungen zusammengefasst wurden. Wollte man nun aufgrund der
Clusteranalyse eine reale Bibliothek mit m Verbindungen fiir Synthese und
Screening auswihlen, konnte man anhand des Dendrogramms zunéchst eine
Klasseneinteilung in m Cluster vornehmen, und je eine Struktur aus jedem
Cluster fiir die reale Bibliothek selektieren. In Abbildung 4.27 ist diese Vor-
gehensweise durch die graue vertikale Linie skizziert. Die Teilbdume rechts
der Linie représentieren 20 Cluster. Entnimmt man jedem Cluster eine Ver-
bindung, erhélt man eine Teilbibliothek hoher Diversitét.

4.5.2 Uberpriifung der Teilmengenrelation von realer
und virtueller Bibliothek

Im Normalfall — das hat sich in mehreren Kooperationsprojekten mit In-
dustriepartnern immer wieder bestétigt — bilden zunéchst vorhandene Da-
tenbestdnde den Ausgangspunkt fiir kombinatorisch—chemische Experimente.
In dieser Situation ist es sinnvoll, zu iiberpriifen, ob die bestehende reale Bi-
bliothek auch tatséchlich Teilmenge einer mit kombinatorischen Methoden
generierten virtuellen Bibliothek ist.

Dazu werden zuerst in beiden Bibliotheken aromatische Bindungen identifi-
ziert. Dann werden die molekularen Graphen auf kanonische Form gebracht.
Eine mogliche Vorgehensweise ist nun, die beiden Bibliotheken als Sequen-
zen molekularer Graphen aufzufassen. Bei der Implementierung wird man
die Strukturen dabei in moglichst komprimierter Form darstellen. Anhang A
zeigt die in der aktuellen MOLGEN—Version verwendete lineare Darstellung
molekularer Strukturen. Die einzelnen Strukturen kénnen dann als Zeichen-
folgen aufgefasst und lexikographisch sortiert werden. Die sortierten Sequen-
zen kann man mit linearem Aufwand auf Dubletten und Teilmengenrelatio-
nen iiberpriifen. Ebenso lassen sich Schnitt- und Differenzmengen zwischen

den Bibliotheken bilden.



Kapitel 5

Molekulare Strukturaufklarung

Ein Grofiteil der chemischen Laborarbeiten, sowohl in der Forschung als auch
der Industrie beschéftigt sich mit Fragen der Analytik. Wichtige Teilprobleme
sind dabei die Auftrennung von Stoffgemischen in chemische Reinsubstanzen
und die Ermittlung der Struktur dieser Reinsubstanzen. Obwohl Konfigurati-
on und Konformation einer chemischen Verbindung groflere Information lie-
fern, ist man oft nur auf die Bestimmung der Konstitution konzentriert. Wir
fassen diese Bestrebungen unter dem Begriff der molekularen Strukturauf-
kldrung zusammen.

Es gibt viele Situationen, in denen es von enormem Nutzen ist, die Struk-
turformel(n) einer chemischen Substanz zu kennen. Als Beispiele seien hier
die Qualitatskontrolle einer chemischen Synthese oder Suche nach Giftstoffen
in der Umweltanalytik genannt. Oft kénnen anhand der chemischen Struk-
tur Modelle zur Vorhersage physiko—chemischer oder biologisch-pharmazeu-
tischer Eigenschaften aufgestellt werden, wie wir in Kapitel 4 sahen. Und
nicht zuletzt ist die Kenntnis der Strukturformel einer chemischen Verbin-
dung schon deshalb wichtig, um sie datentechnisch identifizieren und verar-
beiten zu konnen.

Die Eingabe fiir ein Strukturaufklarungsproblem stammt zum einen aus dem
Vorwissen des Chemikers iiber die unbekannte Substanz und zum anderen aus
experimentellen Messungen, denen der Analyt unterzogen wurde. Vorkennt-
nisse des Chemikers konnen etwa aus dem Syntheseweg oder allgemeiner aus
der Herkunft einer Substanz resultieren. Auf Seite der experimentellen Mes-
sungen liefern Methoden der Spektroskopie den grofiten Informationsgehalt.

167
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5.1 Spektroskopische Methoden

Die chemische Analytik hat eine Vielzahl derartiger Methoden hervorge-
bracht. Die wichtigsten darunter sind:

o Kernresonanzspektroskopie (engl. Nuclear Magnetic Resonanz Spectro-
scopy, kurz NMR),

e [Infrarot- und Ultraviolettspektroskopie (IR, UV),
e Atomabsorptions- und Atomemissionsspektroskopie (AAS, AES),

o Massenspektrometrie (MS).

Prinzipiell beruhen diese Methoden darauf, dass die Molekiile des Analyten
Energiezustiande wechseln. Mit Ausnahme der Massenspektrometrie wird de-
tektiert, ob und in welchem Mafle Energie aufgenommen oder abgegeben
wird.

Bei der NMR~Spektroskopie werden bestimmte Atome in einem starken ho-
mogenen Magnetfeld angeregt. Dabei beobachtet man Ubergiéinge zwischen
Energiezustéanden von bestimmten Atomkernen, die in Form chemischer Ver-
schiebungen und Spin—Spin—Kopplungen gemessen werden. Diese lassen sehr
genaue Riickschliisse auf die Umgebungen der einzelnen Atome im Molekiil
zu. IR— und UV-Spektroskopie messen, wie stark der Analyt Licht verschie-
dener Wellenléngen absorbiert. Bestimmte Substrukturen kénnen geméaf3 ih-
res charakteristischen Absorptionsverhaltens auf diese Weise erkannt wer-
den. AAS und AES ermoglichen den Nachweis einzelner Elemente. Einen
Uberblick iiber die Funktionsweise der verschiedenen spektroskopischen Me-
thoden findet man u.a. in [18, 32, 66]. In [109] sind einfache Beispiele von
Strukturaufklarungsproblemen mit Anleitungen zur manuellen bzw. interak-
tiven computergestiitzten Bearbeitung zusammengestellt.

Fiir uns ist in erster Linie von Interesse, welche Art struktureller Informa-
tion spektroskopische Methoden liefern, wie diese aus den experimentellen
Daten gewonnen und zur molekularen Strukturaufklarung eingesetzt werden
konnen.
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5.2 Prinzip der automatisierten molekularen
Strukturaufkliarung

Bestrebungen, den Strukturaufkldarungsprozess zu automatisieren, werden
bereits seit iiber drei Jahrzehnten vorangetrieben. Beschleunigt wurden Ent-
wicklungen auf dem Gebiet der automatisierten Strukturaufkldrung durch
die Verfiigbarkeit immer leistungsfihigerer Rechner und dem einhergehenden
Fortschritt in verschiedenen Bereichen der elektronischen Datenverarbeitung.
Insbesondere begann man in verstirktem Mafle chemische Strukturen und ih-
re Eigenschaften digital zu kodieren und in Datenbanken zu sammeln. Man
kann zwei Vorgehensweisen zur automatisierten Strukturaufkldarung unter-
scheiden:

e Datenbank basierte Strukturaufklarung,

e De Novo-Strukturaufklarung.

Es gibt mittlerweile fiir die verschiedenen spektroskopischen Methoden grofle
Datenbanken, in denen Paare von Spektren und Strukturen abgelegt sind
([159], Kapitel 9). In solchen Spektren-Datenbanken kann man zu einem
experimentell ermittelten Spektrum einer unbekannten chemischen Verbin-
dung nach dhnlichen Spektren suchen, Datenbank—Spektren hinsichtlich ih-
rer Ubereinstimmung mit dem experimentellen Spektrum abfallend sortie-
ren, und die zugehorigen Strukturen geméaf dieser Sortierung als mogliche
Kandidaten fiir die Unbekannte ausgegeben lassen. Die Algorithmen zum
Spektrenvergleich sind inzwischen soweit entwickelt, dass die korrekte Struk-
tur mit hoher Wahrscheinlichkeit die erste Position in einer solchen Hitliste
einnimmt, vorausgesetzt sie ist in der Datenbank vorhanden.

Hiermit haben wir bereits dass grofite Problem der Strukturaufkldrung mit
Hilfe von Spektren—Datenbanken angesprochen. Selbst die gréfiten Daten-
banken umfassen derzeit nur mehrere Zehntausend bis wenige Hunderttau-
send Spektren. So sind in der im Rahmen dieser Arbeit verwendeten MS—
Datenbank NIST ’98 [137] 107888 Spektren zu 107812 Strukturen verzeich-
net. Die in Abschnitt 1.7 verwendete Datenbank Beilstein umfasst derzeit
8711107 als existent nachgewiesene Strukturen, die Anzahl mathematisch
moglicher Konstitutionsisomere kann schon bei Summenformeln zu kleinen
Molekiilmassen (bis 150 amu) iiber 100 Millionen liegen (vgl. Anhang E).
So ist beispielsweise die hinsichtlich ihres Molekulargewichts kleinste Sum-
menformel, fiir die mehr als 100 Millionen Konstitutionsisomere existieren,
CgHgN>O (146 amu, 109.240.025 Isomere).

Gerade im Zusammenhang mit kombinatorisch-chemischen Methoden muss
man davon ausgehen, dass Syntheseprodukte im Normalfall nicht in Spek-
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tren—Datenbanken vorliegen. Auf der Suche nach neuen Wirkstoffen und Ma-
terialien ist man aber gerade an diesen Strukturen interessiert. Wegen der
hohen Durchsatzraten neuer Synthese- und Screeningmethoden ist der Be-
darf an automatisierten Verfahren zur Strukturerkennung grofler denn je.
So wird in [70] das Verfahren des Hochauflosungs—Screenings (engl. High Re-
solution Screening, kurz HRS) beschrieben, bei dem in einem Arbeitsgang
Stoffgemische in Reinsubstanzen zerlegt, die Reinsubstanzen auf ihre biologi-
sche Aktivitdat getestet und im Falle aktiver Substanzen deren Massenspek-
tren aufgenommen werden. Auf diese Weise konnen in einem Arbeitsgang
mehrere 10000 Verbindungen innerhalb weniger Stunden analysiert werden.
Die manuelle Auswertung der spektroskopischen Daten kann fiir jede aktive
Verbindung mehrere Tage oder gar Monate in Anspruch nehmen. Automa-
tisierte Verfahren zur Strukturbestimmung sind dringend erforderlich, um
diesen Engpass zu iiberwinden.

De Novo Strukturaufklarung verfolgt das Ziel der molekularen Strukturbe-
stimmung ohne Datenbanksuche. Eines der ersten Ezxpertensysteme fiir diese
Problemstellung wurde im Rahmen des DENDRAL-Projekts [87] realisiert.
Dabei wurden ausschlieSlich MS verwendet. Seither wurde eine Vielzahl sol-
cher Expertensysteme basierend auf der Kombination verschiedener spek-
troskopischer Methoden entwickelt (RASTR [37], X-PERT (35, 36], StrE-
luc [34], SESAMI [27], CHEMICS [43, 44], SpecSolv [166], EXPEC' [88, 89],
u.s.w.). Im Wesentlichen arbeiten diese Systeme unabhéngig von den verwen-
deten spektroskopischen Methoden nach dem gleichen Grundprinzip, welches
in Abbildung 5.1 skizziert ist. Dieses Prinzip kann grob in drei Teilprobleme
gegliedert werden, die einer mathematischen Modellierung bediirfen:

e Mit Spektreninterpretation bezeichnen wir die Extraktion struktureller
Eigenschaften des Analyten aus den spektroskopischen Daten. Hierbei
kommen Methoden der Mustererkennung und des tiberwachten statisti-
schen Lernens zum Einsatz (Abschnitt 5.5).

e Im zweiten Schritt werden durch molekulare Strukturgenerierung alle
Strukturformeln konstruiert, die den extrahierten strukturellen Eigen-
schaften geniigen (Abschnitt 2.1).

o Mittels Spektrensimulation werden ausgehend von den Struktur-Kan-
didaten virtuelle Spektren berechnet. Diese werden mit den experi-
mentellen Daten verglichen. Aufgrund der Vergleichswerte konnen gu-
te Strukturkandidaten angeordnet und ausgewihlt werden (Abschnitt
5.4). Wir fassen Simulation, Vergleich, Ranking und Selektion unter
dem Begrift Struktur—Verifikation zusammen.
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Abbildung 5.1: Vorgehensweise bei der automatisierten Strukturaufklarung
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Im giinstigsten Fall ist diejenige Struktur, deren virtuelles Spektrum die beste
Ubereinstimmung zu den gemessenen Daten liefert, die Losung des Struk-
turaufkldrungsproblems. In der Regel erhélt man aber entweder nach der
Strukturgenerierung oder nach der Verifikation sehr grofle oder leere Struk-
turrdume. Dann miissen Parameter der Interpretation oder der Selektion mo-
difiziert werden. Zudem muss es moglich sein, Vorkenntnisse des Chemikers
iitber den Analyten in den Strukturaufklarungsprozess einflielen zu lassen.
Solche Vorkenntnisse konnen beispielsweise aus der Kenntnis des Synthese-
wegs resultieren.

Wiéhrend die Strukturgenerierung streng nach den mathematischen Vorga-
ben durchgefiithrt werden sollte, benttigt man zur Interpretation und Veri-
fikation eine chemische Wissensbasis. Im Extremfall ist diese wiederum eine
Spektren—Datenbank. So sucht SpecInfo [86, 102] zunéchst nach dhnlichen
Spektren in einer Datenbank und extrahiert aus den zugehorigen Strukturen
gemeinsame Substrukturen als Eingabe fiir die Strukturgenerierung. Andere
Verfahren [154, 160, 163] trainieren Spektren—Klassifikatoren mit Hilfe von
Datenbank—Spektren. Fiir den eigentlichen Strukturaufklarungsprozess sind
solche Klassifikatoren jedoch unabhéngig von Datenbank—Spektren. Good-
und Badlist Eintréage fiir die Strukturgenerierung werden direkt aus den Pro-
gnosen der Vorhersagefunktionen gewonnen [151, 155].

In [135] und [40] werden an- und abwesende Substrukturen aus IR-Spektren
ermittelt, indem man versucht, die Banden des experimentellen Spektrums
moglichst gut durch Substrukturen zu erkldren. Dabei werden solche Sub-
strukturen verwendet, fiir die bekannt ist, dass sie ein charakteristisches Ab-
sorptionsverhalten in IR-Spektren zeigen. Derartige Erfahrungswerte sind
in Form von Intervallen angegeben [66, 108] und wurden urspriinglich aus
Spektren—Datenbanken gewonnen.

Auch fiir die Struktur—Verifikation ist eine Datenbasis aufgeklarter Spektren
unentbehrlich. So werden statistische Modelle zur Vorhersage chemischer Ver-
schiebungen in NMR-Spektren [75, 92, 93, 94] mittels vorhandener Daten-
bestédnde trainiert. In Abschnitt 5.4 werden wir sehen, wie man Datenbank—
Spektren dazu verwendet, um die Selektion von Strukturkandidaten anhand
eines MS durchzufiihren.
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5.3 Grundlagen der Massenspektrometrie

Bereits der Name lédsst erahnen, dass sich die Massenspektrometrie von den
iibrigen Spektroskopie-Methoden unterscheidet. Im Gegensatz zur NMR—-
und IR-Spektroskopie werden bei der Massenspektrometrie nicht die Mo-
lekiile des Analyten selbst vermessen, sondern geladene Teilchen, die durch
Reaktionen aus dem Analyten hervorgehen. Die Anzahl und Struktur der ver-
schiedenen geladenen Teilchen ist abhédngig von Ionisierungsart und -energie.
Neu erwecktes Interesse an der Massenspektrometrie begriindet sich aus

e der Moglichkeit, sie in einen weitgehend automatisierten Prozess von
Synthese und Screening einzubinden.

e Dies wird durch die hohe Sensitivitat von MS ermdoglicht, d.h. Massen-
spektren kénnen

— mit sehr geringen Stoffmengen und

— in sehr kurzer Zeit aufgenommen werden.
e Massenspektrometrie liefert ,,vollstdndige* Strukturinformation.

Allerdings ist diese Strukturinformation nur schwer zuginglich. Wir neh-
men diese Argumente zum Anlass, uns eingehend mit dieser Methode zu
beschéftigen. Wir sind im Folgenden besonders an der niedrig auflosenden
(engl. Low Resolution, kurz LR) 70eV Elektronenstofs— (engl. Electron Im-
pact, kurz ET) Massenspektrometrie interessiert. Zu dieser Methode existie-
ren die umfangreichsten Datenbanken mit Referenzspektren, und man kann
davon ausgehen, dass zu gleichen Substanzen auf verschiedenen Spektro-
metern anndhernd gleiche Spektren aufgenommen werden. Abbildung 5.2
zeigt ein Beispiel eines solchen Massenspektrums. Dabei ist nach rechts das
Verhiltnis von Masse und Ladung, nach oben die Intensitéit abgetragen. In
der Chemie ist die Intensitédt typischerweise mit Werten zwischen 0 und 100
angegeben. Fiir unsere mathematischen Betrachtungen werden wir der ein-
facheren Schreibweise wegen im Folgenden einer Skalierung zwischen 0 und
1 den Vorzug geben.

5.3.1 Funktionsweise des EI-Massenspektrometers

Abbildung 5.3 zeigt schematisch die Funktionsweise eines EI-Massenspek-
trometers. Die Molekiile (a) der aufzukldrenden Substanz werden in einer
lonisationskammer mit Elektronen (b) beschossen. Dabei verlieren die Teil-
chen des Analyten ein Elektron aus der &ufleren Schale. Dieser Vorgang wird
als Tonisation bezeichnet und es entsteht das positiv geladene Molekiilion (c).
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Dieses wiederum zerféllt weiter in positiv geladene Ionen (d) und Neutralteil-
chen (e). Die Fragmente, die direkt aus dem Molekiilion hervorgehen, nennen
wir primdre (Fragment-)Ionen bzw. primdre Neutralteilchen. Je nach Stabi-
litét zerfallen die priméren Ionen weiter in sekunddre (Fragment-)Ilonen und
sekunddre Neutralteilchen. Dieser Vorgang, genannt Fragmentierung, kann
bei lonen beliebiger Ordnung stattfinden. Zudem kénnen Umlagerungsreak-
tionen eine noch starkere Diversifizierung des Teilchengemischs in der Ioni-
sationskammer hevorrufen.

Wiéhrend die Neutralteilchen aus diesem Teilchengemisch durch eine Vaku-
umpumpe abgesogen werden, wirkt auf die Ionen (f) eine Spannung (g), die
sie in Richtung eines Magnetfelds (h) beschleunigt. Dort unterliegt der To-
nenstrahl der Lorenzkraft. Teilchen mit kleinerem Masse—Ladungs—Verhdltnis
erfahren eine stiarkere Ablenkung als solche mit grofierem. Dementsprechend
werden die Teilchen an verschiedenen Orten von einem Detektor registriert
und auf Peaks im Massenspektrum abgebildet. Die Lage der Peaks gibt das
Masse-Ladungs—Verhiéltnis der Ionen an. Die Hohe der Peaks steht fiir die
(relative) Anzahl der Teilchen, die zu dem jeweiligen m/z—Wert registriert
wurden, und wird als Intensitit bezeichnet.

5.3.2 Problemstellungen der EI-Massenspektrometrie

Die automatische Strukturaufklarung anhand eines EI-Massenspektrums fin-
det auf mehreren Ebenen statt. Dabei sind

e die Molekiilmasse,
e die Bruttoformel und
o die Strukturformel

des Analyten zu bestimmen. Dass ausgerechnet die Bestimmung der Mo-
lekiilmasse im EI-Massenspektrometer Probleme bereitet, bedarf einer kur-
zen Erkldrung: Leider ist bei manchen Substanzen das Molekiilion derart
instabil, dass es sofort weiter in Fragmente zerféllt. Das Molekiilion selbst
ist dann nicht in geniigend hoher Konzentration vorhanden, um im Massen-
spektrum einen Peak bei der Molekiilmasse zu hinterlassen. Dies betrifft etwa
15% aller Substanzen, die in MS-Datenbanken erfasst sind. Zudem gibt es
kein deterministisches Kriterium um fiir ein EI-Massenspektrum festzustel-
len, ob die grofite auftretende Masse tatsdchlich der Molekiilmasse entspricht.
Dennoch lassen bestimmte Anhaltspunkte Riickschliisse vom Spektrum auf
die Molekiilmasse zu. Bereits in [87] wurde ein heuristisches Verfahren zur
Bestimmung von Kandidaten fiir die Molekiilmasse beschrieben. Statistische
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Ergebnisse liefert [100] fiir eine Methode zur Vorhersage der Molekiilmasse.
Dabei konnte fiir unbekannte Spektren in 91% der Fille die Molekiilmasse
korrekt vorhergesagt werden, in 95% der Fille war der korrekte Kandidat fiir
die Molekiilmasse unter den ersten beiden Vorschlédgen. Gewissermafien kom-
plementére Information zur Molekiilmasse konnen Verfahren wie [101] liefern,
die die Paritat der Molekiilmasse vorhersagen. Neuartige Massenspektrome-
ter ermoglichen eine hardwareseitige Bestimmung der Molekiilmasse durch
weiche lonisierung (engl. Soft lonisation, kurz ST). So wird das Molekiilion in
hinreichend hoher Konzentration erhalten. Dafiir liefern SI-MS in der Regel
jedoch deutlich weniger Fragmente als EI-MS.

Abbildung 5.4 zeigt schematisch unsere Vorgehensweise bei der Strukturauf-
klarung mittels MS. Schwerpunkt bilden in dieser Arbeit die Bestimmung
von Brutto- und Strukturformel. Fiir die Interpretation verwenden wir MS—
Klassifikatoren. Diese kénnen sowohl Informationen zur elementaren Zusam-
mensetzung als auch zur Struktur des Analyten liefern (vgl. Anhang C). Dazu
ziehen wir Klassifikatoren nach K. Varmuza und W. Werther aus fritheren
Arbeiten [154, 160, 163] heran, entwickeln aber auch neue Klassifikatoren un-
ter Verwendung zuvor nicht betrachteter Klassifikationsmethoden (Abschnitt
5.5.2) und neuer struktureller Eigenschaften (Abschnitt 5.5.3).

Zu gegebener Molekiilmasse kann man alle Bruttoformeln berechnen, die
dieser Masse entsprechen. Die Generierung aller Strukturformeln zu einer
vorgeschriebenen Bruttoformel wurde in Abschnitt 2.1 behandelt.

Auf den ersten Blick liefert ein Massenspektrum Informationen iiber die Mas-
sen und Intensitédten im lonengemisch des Analyten. Ein wichtiges Binde-
glied zwischen diesen priméren Informationen stellen Isotopenverteilungen
und theoretische Isotopenmuster dar. Wir werden diesen Zusammenhang in
Abschnitt 5.3.4 erldutern. Ideen aus [55, 83, 132] werden weiterentwickelt, um
aus den vorhandenen Informationen {iber Masse, Intensitédten und Isotopen-
muster Vergleichswerte fiir Bruttoformel-Kandidaten zu berechnen. Diese
werden zum Ranking und zur Selektion von Bruttoformel-Kandidaten her-
angezogen (Abschnitt 5.4.1).

Sind Kandidaten fiir die Strukturformel gegeben, kann man das Verfahren zur
Berechnung von Vergleichswerten verfeinern, indem man die Kenntnis iiber
MS-Fragmentierungsreaktionen zur Generierung der méglichen Fragmentio-
nen heranzieht. Die so gewonnen Strukturformel-Vergleichswerte werden zum
Ranking und zur Selektion von Strukturkandidaten verwendet (Abschnitt
5.4.2).

Schlielich werden die einzelnen Schritte gekoppelt, um anhand zweier Bei-
spiele die automatisierte Strukturaufklirung mit MS zu demonstrieren (Ab-
schnitt 5.6). Aufgrund der festgestellten Missklassifikationsraten der MS—
Klassifikatoren, der Grofle der Strukturrdume und der Unzulédnglichkeiten
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bei der Kandidaten—Selektion kann ein Expertensystem, welches ausschlief3-
lich auf niedrig aufgelosten EI-MS beruht, nach derzeitigem Stand der For-
schung noch nicht hinreichend zuverléssig arbeiten, um es in der Praxis im
automatischen Betrieb einzusetzen.

Allerdings konnen entscheidende Fehlerquellen durch gezielten Hardwareein-
satz beseitigt werden. Die Bestimmung der Bruttoformel kann hardwareseitig
durch eine hohere Massenauflosung verbessert werden (Abschnitt 5.8). Ste-
hen AAS oder AES zur Verfiigung, so kann mit deren Hilfe die empirischen
Formel bestimmt werden. Dann ist die Ermittlung der Summenformel meist
eindeutig moglich, wie Studien unter Verwendung von Ergebnissen aus [139]
zeigten.

5.3.3 Massenspektrum und Peakcluster

5.3.1 Definition:
Ein niedrig aufgelostes Massenspektrum ist eine Abbildung

I:N"— R{, m +— I(m)
fiir die gilt:
(i) Im :Vm >m: I(m)=0.

m ist die groffte Masse mit Intensitét grofler 0. Oft wird zudem gefordert,
dass

(ii) Alm :Vm #m o I(m) < I(m).

Die Paare P = (m, I(m)) mit I(m) # 0 heiflen Peaks des Spektrums. m ist

die Masse, I(m) die Intensitit des Peaks. P := (m,I(m)) wird Basispeak
des Spektrums genannt. P := (m, I(1h)) ist der Peak grifster Masse.

5.3.2 Beispiel:
Tabelle 5.1 zeigt die Peaks des Massenspektrums aus Abbildung 5.2. Basis-
peak ist P = (74;1,000), Peak grofier Masse ist P = (101;0,013).
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5.3.3 Bemerkung:

Bedingung (ii) aus Definition 5.3.1 besagt, dass das Spektrum korrekt aus-
gesteuert sein soll. Weisen zwei oder mehr Peaks maximale Intensitit auf, so
deutet dies auf eine iibersteuerte Aufnahme hin. Eine weitere Erscheinung
bei nicht optimal aufgenommenen Spektren ist so genanntes , Rauschen®,
d.h. es existieren Peaks geringer Intensitéit bei nahezu jeder Masse. Fiir die
Korrektur dieses Phénomens stehen mehrere Methoden zur Verfiigung.

e Wihle die k hichsten Peaks: Seien die Peaks P, = (m;, I(m;)) des Spek-
trums I abfallend geordnet nach ihrer Intensitit, d.h. I(m;) > I(m;41).
Dann setze

o

e Losche alle Peaks unterhalb der p-fachen Intensitit des Basispeaks: Sei
p €]0,1[. Dann setze

I'(m) = { ! @, iiﬁf(m) > p - I(i),

Es ist zu beachten, dass bei der Anwendung dieser Methoden wichtige Infor-
mationen, z.B. in Form von Isotopenpeaks verloren gehen kénnen. Eine an-
dere, nicht mit Informationsverlust behaftete vorverarbeitende Manipulation
des Spektrums ist die Normierung beziiglich der Intensitdt des Basispeaks.
Waéhrend es in der Chemie {iiblich ist, die Intensitit des Basispeaks auf 100
zu normieren, wollen wir der einfacheren Schreibung wegen einer Normierung
des Basispeaks auf 1 den Vorzug geben:

~

(m)
I'(m) = —=.
Eine weitere vorverarbeitende Mafinahme ist die Partitionierung des Spek-
trums in Cluster dicht zusammen liegender Peaks. Solche Cluster lassen sich
in ihrer Entstehung oft einem Ion zuordnen. Entsprechend wird bei der Inter-
pretation versucht, jedem Cluster nach Mdoglichkeit eine Bruttoformel oder
besser noch Strukturformel zuzuordnen (siehe z.B. [141]).

~

5.3.4 Definition:

Sei I ein niedrig aufgelostes Massenspektrum und d > 0, h > 0. Eine Men-
ge von Peaks P = {(m;, I(m;)) | ¢ € k} mit m; < myqy fiir alle ¢ heifit
Peakcluster zur Homogenitit h und Diversitdt d, wenn
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‘m‘[(m)Hm‘I(m)Hm‘[(m)"m‘[(m)Hm‘I(m)‘
26 | 0,031 33 | 0,005 44 | 0,032 57 | 0,300 83 | 0,009
271 0,172 38 | 0,006 45 | 0,024 58 | 0,009 84 | 0,003
28 | 0,395 39 | 0,094 o1 | 0,005 59 | 0,204 85 | 0,284
29 | 0,246 40 | 0,011 53 | 0,013 60 | 0,006 86 | 0,015
30 | 0,005 41 | 0,246 54 | 0,006 73| 0,015 87 | 0,250
31| 0,028 42 | 0,066 55 | 0,136 74 | 1,000 88 | 0,017
32 | 0,005 43 | 0,445 56 | 0,055 75 | 0,028 101 | 0,013

Tabelle 5.1: Peaks des Massenspektrums aus Abbildung 5.2

o Vi: my—mi_1 <hA (m S ]mi,l,mi[ = I(m) = 0)
e Vm € [mo—d, mo[ U Jmyg_1,my_1+d| : I(m) = 0.
Ein Peakcluster P kann auch durch folgende Abbildung dargestellt werden:

I(m;), falls 3i:m; =m,

Ip :N* — R{, m— Ip(m) := { 0 sonst.

5.3.5 Bemerkung:

Die Massen aufeinander folgender Peaks eines Peakclusters mit Homogenitét
h und Diversitat d unterscheiden sich also hochstens um i Einheiten, wihrend
Peakcluster von Peaks auflerhalb des Clusters durch mindestens d Massen
ohne Intensitdt getrennt sein miissen. Damit jeder Peak genau einem Peak-
cluster zugeordnet werden kann, wéhlt man d = h. [87] und [161] empfehlen
d=h=2.

Das Spektrum aus Beispiel 5.3.2 kann demnach in 6 Peakcluster zerlegt wer-
den, die sich iiber folgende Massenbereiche erstrecken: 26-33, 38-45, 51-60,
7375, 83-88, 101.

Im n#chsten Abschnitt wird gezeigt, wie sich die Intensitdtsverhéltnisse in
den Peakclustern theoretisch aus der Bruttoformel lassen.

5.3.4 Isotope und theoretische Isotopenmuster

Die Atome eines chemischen Elements X € &£ besitzen nicht notwendig glei-
che Atommassen. Die Masse eines Atoms wird im Wesentlichen durch den
Atomkern bestimmt. Im Atomkern gibt es zwei Arten von Elemtarteilchen
mit ganzzahliger Masse 1: Protonen und Neutronen. Die Anzahl der Proto-
nen ist durch das chemische Element festgelegt. Im Gegensatz zu Protonen
sind Neutronen ungeladen und es konnen Atome des gleichen Elements X
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‘ X H mx mX H IX(mx) ‘ Ix(mx+1) ‘ Ix(mx—{—Q) ‘

H 1 11 0 0

C 121 13 | 0,989 0,011 0

N 14| 15 0,9963 | 0,0037 0

0] 16 | 18 || 0,9976 | 0,0004 0,0020
F 191 19 |1 0 0

Si 28 | 301 0,9223 | 0,0467 0,0310
P 311 311 0 0

S 32| 341 0,9504 | 0,0075 0,0421

cl 35| 371 0,7577 |0 0,2423

Br 79| 81 0,5069 |0 0,4931
| 127 | 127 || 1 0 0

Tabelle 5.2: Natiirliche Isotopenverteilungen fiir die Elemente aus &£y

mit unterschiedlicher Anzahl von Neutronen auftreten. Solche Atome unter-
schiedlicher Masse bezeichnet man als Isotope von X (Schreibweise fiir das
Isotop der Masse m: ™ X, z.B. 33C). Aus der Tatsache, dass Isotope stets mit
bekannten, naturgegebenen relativen Haufigkeiten auftreten, kann man mit
Hilfe der Massenspektrometrie Informationen iiber die elementare Zusam-
mensetzung einer unbekannten Substanz gewinnen.

5.3.6 Definition:
Sei X € &€ ein chemisches Element. Die natiirliche Isotopenverteilung von X
ist eine Abbildung

Ix :N* — R{, m — Ix(m)
fiir die gilt:
(1) Iy : Ix(mx) >0AVmMm >mx : Ix(m) =0,
(ii) Adlmx :Vm # mx : Ix(m) < Ix(mx).

mx ist die nominale Masse, mx die gréfite und my := min{m | Ix(m) # 0}
die kleinste Isotopenmasse von X. Zudem fordern wir eine Normierung der
Intensitatssumme auf 1:

(i) S, Ix(m) = 1.

Dies wird spéter in Satz 5.3.11 eine wichtige Rolle spielen.
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Abbildung 5.5: Graphische Darstellung der natiirlichen Isotopenverteilungen

5.3.7 Bemerkung:

Tabelle 5.2 enthilt die natiirlichen Isotopenverteilungen! fiir die Elemente X
aus &p1. Fir diese Elemente ist und myx = my. Fir Massen m, die in der
Tabelle nicht angegeben sind, ist Ix(m) = 0. Die Elemente aus £;; konnen
hinsichtlich ihrer Isotopenverteilungen in drei Klassen eingeteilt werden (vgl.
auch [91]):

e Klasse 0: Nominale Masse und gréfite Isotopenmasse stimmen {iberein:
m X = m X

e Klasse 1: Nominale Masse und grofite Isotopenmasse unterscheiden sich
um eine Masseneinheit: my = myx + 1.

e Klasse 2: Nominale Masse und grofite Isotopenmasse unterscheiden sich
um zwei Masseneinheiten: my = mx + 2.

Abbildung 5.5 veranschaulicht die Isotopenverteilungen fiir die Elemente
X € &i;; graphisch. Dabei findet man in der hinteren Reihe Ix(my), in
der mittleren Ix(mx+1) und in der vorderen Ix(myx+2). Leider sind die In-
tensitdatsauflosungen realer Massenspektren ebenso begrenzt wie die optische

LQuelle: Mass Spectrometry and Chromatography - Scientific Instrument Services. Inc.,
www.sisweb.com /referenc/source/exactmaa.htm
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Auflésung dieser Graphik. So kénnen die Isotopenpeaks von N und O kaum
erkannt werden.

Verschiedene Isotope desselben Elements besitzen exakt gleiche chemische
Eigenschaften. Dies gilt insbesondere hinsichtlich ihres Bindungs- und Reak-
tionsverhaltens. Die einzelnen Molekiile einer chemische Verbindung kénnen
gemaf ihrer Zusammensetzung aus Isotopen verschiedene Molekiilmassen be-
sitzen. Die relativen Haufigkeiten der verschiedenen Molekiilmassen richten
sich nach den Isotopenverteilungen der in der Verbindung auftretenden Ele-
mente und der Bruttoformel.

5.3.8 Beispiel:
Beispielsweise gibt es Cl,-Molekiile der Masse 70 (**Cly), 72 (3CPF7Cl) und
74 (37Cly). Fiir ihre relativen Haufigkeiten gilt:

prob(*Cly) = prob(*Cl) - prob(**Cl) = 0, 7577 - 0, 7577 ,
prob(**CP*’Cl) = prob(**Cl) - prob(*'Cl) - 2 = 0, 7577 - 0,2423 - 2 ,
prob(*’Cl) = prob(*’Cl) - prob(*’Cl) = 0, 2423 - 0, 2423 .

Fiir die Verteilung der Molekiilmassen erhélt man (nach Rundung):

0, 57410929 fiir m = 70,

; ) 0,36718142 fiir m = 72,

(M) =14 005870920 fiir m — 74
0 sonst.

Diese Vorgehensweise kann auf beliebige Bruttoformeln verallgemeinert wer-
den. Dazu formulieren wir zunéchst eine weitere Definition:

5.3.9 Definition:
Ein Isotopenmuster ist eine Abbildung

I:N"— R, m — I(m)
fiir die gilt:
(i) In:I(m) >0AVYm >m: I(m)=0.

G) S, I(m)=1.

m heiflt die grdfite Masse von 1.
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5.3.10 Bemerkung:

Die natiirlichen Isotopenverteilungen der Elemente sind Beispiele fiir Isoto-
penmuster. Auch die in 5.3.8 dargestellte Verteilung der Molekiilmassen zu
einer gegebenen Bruttoformel ist ein Isotopenmuster. Diese Berechnungen
sind von wesentlicher Bedeutung fiir die Massenspektrometrie und sollen im
Folgenden einer genaueren mathematischen Betrachtung unterzogen werden.

5.3.11 Satz:
Auf der Menge Z der Isotopenmuster existiert folgende innere Verkniipfung:

IxT—T1T, (I, Iy) — Iy - Iy,

wobel
m

(I - L) (m) =Y Li(i)Iy(m — ).

i=0
Die Verkniipfung, genannt Faltung ist assoziativ und fiir die grofite Masse
mlg von Il . ]2 gllt

Beweis:
Zuerst wollen wir die Wohldefiniertheit der Faltung zeigen: Die grofite Masse
von I - I ist My := My + Mo, denn

m1-+rme
([1 . 12)(m1 —|— mg) - Z Il(l)lz(ml —|— mz - Z) 2 [1(m1)[2(m2) > O

1=0

und fiir m > my + mo gilt:

(I, - I,)(m) = Zh(i)]g(m—i)

— Z Li(a) I(b) + Z I (a) I(b) =
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Damit ist Bedingung (i) aus Definition 5.3.9 bewiesen. Zur Wohldefiniertheit

bleibt (ii) zu zeigen:

S (- B)(m)

m

>

mi+mo m

= D ) h(i)x(m -

m=0 =0

mi+ma

= > > La)h()

m=0 a+b=m

]1(&)]2((7)

a+b<ri+rhg

_ <mz [1(a)> (%h(b)) —1-1=1.

Zur Assoziativitit: Sei m € N*. Dann gilt:

((Iy - Iz) - I3)(m)

5.3.12 Definition:

M-

Y OL(i) Y L))

=0 b+c=m—1

>R Y BG)sm i - J)
Zfl(i)(b I)(m —1) = (I - (I2- I3))(m)

Sei & = {X; | i € n} eine Menge chemischer Elemente. und 3 € N¢ eine
Bruttoformel. Dann ist das theoretische Isotopenmuster von (3 definiert durch

Ig = H ]Xﬁ(X)

Xe&
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5.3.13 Lemma:
Sei 3 € N¢ eine Bruttoformel. Fiir das theoretische Isotopenmuster von /3
gilt entweder

() J:BX) =1AVi#Al: B(X:) =0

:>Ig:]X1

(ii) J0: B(X;) > 1. Sei f— X; € N¢ definiert durch

o-xe0={ G0 e

— [5 = [/3,)([ . IXZ'

Beweis:
Klar nach Definition von I. O

5.3.14 Bemerkung:
Lemma 5.3.13 liefert ein rekursives Verfahren zu Berechnung theoretischer
[sotopenmuster von Bruttoformeln.

5.3.15 Definition:
Sei € N¢ eine Bruttoformel. Dann ist

o mg:= Y mxB(X) die nominale Masse,

o g :=min{m | Vm': Ig(m) > Ig(m’)} die Masse groBiter Intensitiit,
e g :=max{m | Ig(m) > 0} die grofite Masse und
e 1z :=min{m | I3(m) > 0} die kleinste Masse

von (3.
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5.3.16 Bemerkung:
Fiir die grofite Masse von [ gilt

mg = Z mxB(X)

Xe&

und fir die kleinste Masse

mg = Z mxB(X).

Xet&

Zwischen der Masse grofiter Intensitdt von 5 und den Elementen gibt es kei-
nen dhnlich einfachen Zusammenhang. Insbesondere ist die nominale Masse
nicht notwendig gleich der Masse grofiter Intensitét, wie das folgende einfache
Beispiel zeigt:

5.3.17 Beispiel:
Sei 3 = Brp. Dann ist mg = 2- 79 = 158 und

0,25694761 fiir m = 158,
0,49990478 fiir m = 160,
0,24314761 fiir m = 162,
0 sonst,

Ig(m) =

d.h. g = 160 # mg.

5.3.5 Datenbasis aufgeklarter EI-Massenspektren

Sowohl fiir die Bestimmung der Giite von Rankingfunktionen als auch zur Be-
rechnung von MS-Klassifikatoren ist eine Datenbasis aufgeklirter Spektren
unabdingbar. Wir verwenden in dieser Arbeit Spektren und Strukturen der
NIST Massenspektren—Bibliothek?. Diese Bibliothek umfasst 107888 Spek-
tren zu 107812 Strukturen. Spektren und Strukturen werden dabei in ver-
schiedenen Files ausgeliefert und kénnen iiber nummerische Identifikatoren
einander zugeordnet werden.

Um mit hoher Sicherheit nur stimmige Paare von Spektren und Strukturen
fiir die folgenden Untersuchungen zu verwenden, wurden die Daten sehr re-
striktiven Konsistenzpriifungen unterzogen, bevor sie in die hier verwendete
Datenbasis aufgenommen wurden:

2NIST/EPA /NIH Mass Spectral Library, NIST '98 Version, U.S. Department of Com-
merce, National Institute of Standards and Technology
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[Auzabl [ H C N O F S P S d B 1]
1 176 124 17989 17936 1391 3583 1650 2224 4472 2573 590

2( 316 369 11833 19725 494 1960 250 290 1933 692 118

3] 510 645 3544 12057 1484 731 62 30 590 85 14

4| 874 1266 2356 8485 295 404 10 3 332 62 7

5] 1000 1758 980 4070 465 162 1 0 122 11 0
610 | 12218 24173 626 6043 1035 223 2 0 231 12 0
1115 | 19143 25310 4 534 245 4 0 0 2 0 0
16 — 20 || 19678 16350 0 103 16 0 0 0 0 0 0
2125 | 10949 8412 0 6 32 0 0 0 0 0 0
2630 || 7731 4606 0 o 6 0 0 0 0 0 0
>31 | 13022 2971 0 0 2 0 0 0 0 0 0
S |I85617 85984 37332 68959 5565 7067 1084 2547 7682 3435 729

Tabelle 5.3: Atomares Profil der MS—Struktur—Datenbasis zu &3

| | & || Minimum | 1. Quartil | Median | Mittel | 3. Quartil | Maximum

Atom- & 2 25 34 | 38,67 47 212
anzahl &y 2 26 35| 39,15 47 212
Molekiil- | &1 2 178 242 | 267,26 330 1014
masse & 2 168 226 | 252,02 312 1014

Tabelle 5.4: Atomanzahlen und Molekiilmassen der MS—Struktur—Datenbasis

In dem Spektren—File sind neben Peaklisten und Identifikatoren auch Brutto-
formeln und Namen der vermessenen Verbindungen abgelegt. In dem Struk-
tur—File sind neben dem Identifikator ebenfalls Namen verzeichnet. Wenn
trotz gleichem Identifikator Bruttoformel oder Name abweichen, werden die
entsprechenden Daten verworfen.

Von den verbleibenden Struktur—Spektrum—Paaren wurden solche in unsere
Datenbasis aufgenommen, die nur Elemente aus &1, keine isotopenmarkier-
ten Atome, keine Ladungen und keine ungepaarten Elektronen besitzen. Auf
diese Weise verbleiben 86052 Struktur—Spektrum—Paare. 60761 der Struktu-
ren beschranken sich auf Elemente aus &,.

Zunichst wollen wir uns einen Uberblick zu dieser Datenbasis gewinnen. Ta-
belle 5.3 zeigt das atomare Profil, Tabelle 5.4 gibt Auskunft iiber statistische
Kennwerte fiir Atomanzahlen (inkl. H-Atome) und nominale Massen der Ver-
bindungen unserer Datenbasis. Dabei unterscheiden wir zwischen der gesam-
ten Datenbasis und den Verbindungen, die nur Elemente aus &, enthalten.
Die Histogramme in Abbildungen 5.6 und 5.7 geben genaueren Aufschluss
iiber die Verteilung der Molekiilmassen in unserer Datenbasis.

Wir nutzen die Gelegenheit, um die Anwesenheit des Molekiilions in den
Massenspektren statistisch zu untersuchen. 73845 der 86052 Spektren zeigen
einen Peak bei der nominalen Molekiilmasse. Bei 12207 Spektren ist das
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Molekiilion abwesend. Dies entspricht einem Anteil von 14,186%.

Des Weiteren interessiert uns die Differenz aus der Masse des Basispeaks
Mmaz des schwersten Peakclusters und der nominalen Molekiilmasse my.
Fiir diesen Massenunterschied ergibt sich folgende Verteilung

[mar — Mmae | 0[] 1] 15] 2] -1] 18] 31| 43] 2] 29]
Hiufigkeit 66530 | 4084 | 2782 | 1876 | 1201 | 970 | 542 | 433 | 387 | 383
rel. Haufigkeit | 77,32 | 4,75 | 3,23 | 2,18 | 1,40 | 1,13 | 0,63 | 0,50 | 0,45 | 0,45

Die verbleibenden 6855 Struktur—Spektrum—Paare verteilen sich auf 360 wei-
tere Massendifferenzen. Man kann das Wissen iiber die Verteilung dieser Mas-
sendifferenzen nutzen, um Kandidaten fiir die Molekiilmasse zu bestimmen.
Allerdings wird durch diese Statistik auch deutlich, dass die Bestimmung der
Molekiilmasse iiber entsprechende massenspektrometrische Methoden (SI-
MS) einen erheblichen Vorteil fiir die automatisierte Strukturaufklarung be-
deutet.

Eingeschrankt auf Struktur—Spektrum—Paare aus &4 ist das Molekiilion in
7232 Spektren abwesend. Dies entspricht einen Anteil von 11,902%. Die Mas-
sendifferenzen my; — M4, verteilen sich wie folgt:

| My — Mgz || 0] 1] 15] -1] 18] 31 2] 43] 60| 29|
Hiufigkeit 49358 | 3060 [ 1161 | 907 | 901 [ 481 [ 327 | 309 [ 225 [ 217
rel. Héufigkeit || 81,23 | 5,04 [ 1,91 [ 1,49 | 1,48 | 0,79 | 0,54 [ 0,51 [ 0,37 [ 0,36

Bei den 3815 verbleibenden Struktur—Spektrum-Paare treten weitere 315
Massendifferenzen auf.
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5.4 Rankingfunktionen fiir Massenspektren

Wie schon anfangs erwéhnt, wird im Massenspektrometer nicht nur der Ana-
lyt selbst vermessen, sondern vielmehr ein Ionengemisch, welches aus dem
Analyten durch Fragmentierung hervorgeht. Die positiv geladenen Teilchen
werden detektiert und hinterlassen entsprechend ihrer Héufigkeit ein mehr
oder weniger starkes Signal im Massenspektrum.

Diese Signale verteilen sich fiir jede in dem Gemisch auftretende Bruttoformel
gemaf dem ihr zugeordneten theoretischen Isotopenmuster. Das Massenspek-
trum ist eine Linearkombination theoretischer Isotopenmuster mit positiven
Koeffizienten.

5.4.1 Definition:
Seien 3; € N¢, i € n Bruttoformeln und a; € Rf. Dann ist die Linearkombi-
nation von Ig, mit Koeflizienten a; die Abbildung

Za’i]ﬂi NY — Ry, ml—>Zai15i(m)

eEn ieEn

5.4.2 Bemerkung: Entstehung des Massenspektrums

Seien (3;, 1 € n die paarweise verschiedenen Bruttoformeln der im Massen-
spektrum I auftretenden Fragmentionen M;;, i € n, j € n;, wobei By, = ;.
Weiter nehmen wir an, dass die Fragmentionen M;; mit Haufigkeiten a;; vor-

kommen. Dann ist

1EN JEN;

Die Berechnung der Haufigkeiten a;; aus den Strukturformeln der Fragmen-
tionen M;; ist nach heutigem Stand der Wissenschaft nicht mdglich. Versu-
che [11, 46, 47, 62, 68, 130], diese Werte mit selbstlernenden Systemen und
neuronalen Netzen zu approximieren waren, nur auf eingeschriankten Sub-
stanzklassen erfolgreich.

Erschwerend kommt hinzu, dass selbst modernste Massenspektrometer nicht
mit der mathematischen Exaktheit arbeiten, die zur sicheren Erkennung von
Bruttoformeln durch ihre theoretischen Isotopenmuster notwendig wére.
Die folgenden Betrachtungen werden diesen beiden Tatsachen Rechnung tra-
gen, indem die H&ufigkeiten als Unbekannte und der Messfehler als Ziel-
funktion eines Optimierungsproblems modelliert werden. Dazu schreiben wir

Gleichung 5.1 als
I=>Y" (Iﬂi > aij) . (5.2)

1EN JEN;



192 KAPITEL 5. MOLEKULARE STRUKTURAUFKLARUNG

Die Summen a; := jen; Qijs © € 1 der Héaufigkeiten der Fragmentionen sind
in jedem Falle positiv und wir kénnen 5.2 umformulieren zu:

I=> ails mita; >0, i €n, (5.3)

i€
Wir fassen diese Erkenntnisse zusammen in

5.4.3 Satz:

Sei I ein mit mathematischer Exaktheit aufgenommenes Massenspektrum
und {f; | i € n} die Menge aller Bruttoformeln von Fragmentionen, die an
der Entstehung des Massenspektrums beteiligt sind. Dann existieren z; € Ry

fiir « € n, so dass
I=> aly,

€N

Beweis: Klar nach Bemerkung 5.4.2, Gleichung 5.2 und 5.3. a

Vergleichswerte fiir Brutto- und Strukturformeln

Wir kénnen obige Beziehung sowohl zur Bestimmung der Bruttoformel als
auch der Strukturformel aus einem Massenspektrum I verwenden. Dazu wer-
den wir mit Hilfe von Satz 5.4.3 zu einem gegebenen Kandidaten K fiir die
Brutto- oder Strukturformel einen Vergleichswert (engl. Matchvalue, kurz
MYV') berechnen, der aussagt, wie plausibel I durch K erkldrbar ist. Dabei
soll der Vergleichswert

(R) MV(I,K) € [0, 1]

eine reelle Zahl mit grofien /kleinen Werten sein, falls I gut/schlecht durch K
begriindet werden kann. Weitere Anforderungen fiir eine derartige Ranking-
funktion liegen nahe: Fiir den korrekten Kandidaten K7 soll

(T) MV(I, KT) =1
sein. Falschen Kandidaten K*" sollen Werte
(F) MV({, KF) < MV([,KT)

zugeordnet werden. Leider konnen wir im Falle real gemessener Massenspek-
tren keine Rankingfunktion angeben, die letzteren beiden Anforderungen ge-
nerell entspricht. Immerhin kénnen wir unter der theoretischen Annahme
mathematisch exakt aufgenommener Massenspektren eine Rankingfunktion
fiir Bruttoformeln definieren, die Bedingung (R) und (T) erfiillt.
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Seien (3;, 1 € n die Summenformeln der Fragmentionen eines Kandidaten K
fiir das Spektrum I geméafl Satz 5.4.3. Dann ist

min (I(m) - Zmi]gi(m)> =0, (5.4)

€N

falls K = KT der korrekte Kandidat ist. Kénnen Intensititsanteile durch die
theoretischen Isotopenmuster I, nicht erklart werden, so nimmt die linke
Seite in 5.4 einen positiven Wert an.

Es ist sinnvoll, grofle Intensitéitsanteile, die nicht erklirt werten konnen,
stiarker zu gewichten als mehrere kleine Abweichungen gleichen Gesamtbe-
trages. Dies erreicht man beispielsweise durch Quadrieren der Differenzen.
Wir erhalten

2
. 2
min <I<m> - Ly <m>> 0.2, (Im)?)  (55)
Durch Normierung kénnen wir eine Rankingfunktion definieren, die Bedin-
gung (R), und fiir mathematisch exakt aufgenommene Massenspektren auch

Bedingung (T) erfiillt:

MV(I,K) =1- <Z([(m))2) min ([(m)—ZxJ@.(m)> (5.6)

m en

Die Quadratwurzel im Funktionsterm bewirkt eine gleichméfligere Verteilung
der Vergleichswerte, da das Minimum aus 5.5 im Allgemeinen néher bei Null
als an der oberen Intervallgrenze liegt. Zudem wird so die Bezeichnung ,,er-
klarbarer Anteil der Gesamtintensitat® fiir unsere Rankingfunktion gerecht-
fertigt. In diesen Vergleichswert flielen zwei wichtige Typen von Informatio-
nen, die niedrig aufgeloste EI-Massenspektren liefern auf sehr natiirliche Art
und Weise ein, ndmlich

e die An- und Abwesenheit von Peaks bei bestimmten Massen und

e die Ubereinstimmung mit theoretischen Isotopenmustern.

Auf Ebene der Bruttoformel, d.h. ohne Kenntnis der Struktur der Kandida-
ten, sind dies sogar alle verfiigharen Informationen.

Im Folgenden werden wir alle Teilprobleme beleuchten, die zur Berechnung
dieses Vergleichswertes gelost werden miissen. Zunéchst gilt es, die Menge
moglicher Fragment—Summenformeln (; eines Kandidaten fiir die Brutto-
oder Strukturformel zu bestimmen.



194 KAPITEL 5. MOLEKULARE STRUKTURAUFKLARUNG

Im Falle einer Bruttoformel 5 kommen zunéchst alle 5/ C 3 in Frage. Um
die Dimension des quadratischen Optimierungsproblems 5.5 klein zu halten,
ist es wichtig, nur solche 3’ zu verwenden, die auch tatséichlich zur Erklarung
von Peaks beitragen. Eine erste Verbesserung erhilt man, in dem man sich
auf Fragment-Bruttoformeln ' beschrénkt, bei deren nominalen Massen mg
das untersuchte Spektrum I einen Peak besitzt, also

{Bilient={3"CpB|I(mg)>0}

Insbesondere ben6tigt man natiirlich eine Methode, solche Bruttoformeln zu
generieren.

Generierung von Bruttoformeln

Kandidaten 3 € N¢ fiir die Bruttoformel mit einer gegebenen nominalen
Masse m miissen die Diophantische Gleichung

> mxB(X) =m

Xe&
erfiillen. Wir 16sen diese Gleichung mit Hilfe eines Backtrack—Algorithmus.
Oft werden Bruttoformeln innerhalb eines gegebenen Masse—Intervalls beno-
tigt. Obere und untere Schranken fiir die Anzahlen von Atomen bestimmter
Elemente sollen beriicksichtigt werden konnen. Auf diese Weise kann man
Vorwissen iiber die elementare Zusammensetzung verarbeiten. Der folgende
Algorithmus generiert alle Bruttoformeln (3, deren nominale Masse innerhalb
[Mmin, Mmax] liegen und kompatibel sind zu der weichen Bruttoformel B mit

B<X1> = [ﬁmin(Xi)yﬁmax(Xi)L WObei 6 = {Xl ‘ 1 € n}:
5.4.4 Algorithmus: GenMolForm(Bumin, Bmaxs Mmin, Mmax )
(1) begin()

(2)  while EndFlag = false do
(3) Output(3)

(4) next()

(5)  end

(1)  EndFlag < false

(2) ﬁ — 6min

(3) if mg < Mmin V. Mmax < Mg
(4) next()

(5)  end
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Funktion: next()

(1) do step()
(2) while —(mpin < Mg < Mypax) A EndFlag = false

Funktion: step()

end
EndFlag < true

(1) for each 1€n do

(2) if B(X0) < Bmax(Xi) A mg+mx, < Muax
(3) B(Xi) « B(Xi) +1

(4) return

(5) else

(6) B(Xi) < Brin(X;)

(7) end

(8)

(9)

Anhang D enthéalt Tabellen mit Anzahlen von Bruttoformeln zu verschie-
denen nominalen Massen zwischen 1 und 1000. Anhang E listet alle Brut-
toformeln aus Bg mit Massen zwischen 1 und 150 und mindestens einem
C-Atom auf. Fiir die Berechnung von Vergleichswerten nach Gleichung 5.6
ist es sinnvoll, nur solche Bruttoformeln zu beriicksichtigen, deren nominale
Massen tatsidchlich im Massenspektrum auftreten.

Bruttoformeln und Ionentypen

Wie schon erwéhnt, konnen die Elemente im Massenspektrometer wegen der
auBerordentlichen energetischen Bedingungen sehr variable Atomzustdnde
annehmen. Die Notwendigkeit der Existenzkriterien (Grl) und (Gr2) aus
Satz 1.3.19 gilt nicht mehr. Insbesondere kénnen auch einfach positiv gela-
dene Ionen auftreten, die Bedingung (Grl) nicht erfiillen. Man unterscheidet
dabei Teilchen, die ein ungepaartes Elektron besitzen (engl. Odd FElectron
Ion, kurz OFET) und solche, die keine ungepaarten Elektronen besitzen (engl.
Even Electron Ion, kurz EEI). Fiir OEl ist (Grl) erfiillt, fiir EEI nicht. Bedin-
gungen (Gr2) und (Con) werden wir auch fiir Ionen beibehalten, wenngleich
dadurch wenige mogliche Bruttoformeln von Fragmentionen ausgeschlossen
werden. Dies wird gerechtfertigt durch die deutliche Beschréinkung der An-
zahl moglicher Bruttoformeln (vgl. Anhang D).
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Losung des quadratischen Optimierungsproblems

Zur Berechnung von Vergleichswerten nach Gleichung 5.6 ist ein Optimie-

rungsproblem der Form 5
min 2{: <C§ —'jz:itﬂhj)

JED iEn
NB: z; >0, 7€n

zu 16sen. Es handelt sich dabei um ein kleinstes Quadrate (engl. Least Squa-
res, kurz LS) Problem mit Nebenbedingungen, welche hier mit dem Algo-
rithmus NLPQL [126] bearbeitet wird.

5.4.1 Ranking von Bruttoformeln
Berechnung von Vergleichswerten fiir Bruttoformeln

Fiir ein gegebenes Massenspektrum I und eine Bruttoformel 3 seien 3; C 3,
1 € n alle Summenformeln, die

(Frag) — I(mg) >0,

Gr2 vxG;(X) — 2 max vx > 0 und

(Gr2) ng:g xBi(X) Smax vx

(Con) SoxBi(X)— 3. 2-8(X)+2>0
Xee Xee

erfiillen. Dann berechnen wir den Vergleichswert von 3 bzgl. I durch

MV(7,5) =1~ (Z(I(m)f) min (I(m)—Zme(m)) (57)

m 1En

5.4.5 Beispiel:

Wir berechnen den Vergleichswert von § = CgH1»0, fiir das Spektrum [
aus Beispiel 5.3.2. Tabelle 5.5 listet die Summenformeln 3; C 3, die (Frag),
(Gr2) und (Con) erfiillen. Die letzte Spalte gibt jeweils den Wert fiir z;
an, mit dem das Isotopenmuster von (; fiir eine Losung von 5.7 gewichtet
wird. Als Vergleichswert erhalten wir MV (7, 3) = 0,9942863. Dieser Wert er-
scheint — ganz subjektiv betrachtet — recht gut. Spektrum I gehort iibrigens
tatsdchlich zu einer Verbindung mit Summenformel CgH1505. Der Grund fiir
die Abweichung zum Vergleichswert 1, den man fiir den korrekten Kandidaten
erwarten wiirde, liegt an dem Peak bei Masse 75. Dieser hat fiir einen Isoto-
penpeak von C3HgO, zu niedrige Intensitédt. Aufgrund des theoretischen Iso-
topenmusters von C3HgO, miisste man bei Masse 75 ein Peak der Hohe 0,034
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Iz [ ms; v ] [ [ ms; v | B [ ms; i |
CoHa 26 | 0,0317 CoHs0 45 | 0,0000 C4HoO 73 | 0,0000
CoH3 27 | 0,1751 CaH3 51 | 0,0052 CeH> 74 | 0,0000
CoHa 28 | 0,3999 C3HO 53 | 0,0068 C3HgO2 74 | 1,0374
CoHs 29 | 0,2426 C4Hs 53 | 0,0067 C4H100 74 | 0,0000
CH,0O 30 | 0,0000 C3H20 54 | 0,0057 CeH3 75 | 0,0000
CoHe 30 | 0,0000 C4He 54 | 0,0000 C3H70, 75 | 0,0000
CH30 31 | 0,0283 C3H30 55 | 0,0000 C4H30, 83 | 0,0000
CH40 32 | 0,0047 Cy4H7 55 | 0,1419 CsH70 83 | 0,0000
O, 32 | 0,0000 C3H4O 56 | 0,0507 CeHi11 83 | 0,0096
HO» 33 | 0,0049 CaHs 56 | 0,0000 C4H40 84 | 0,0000
C3H» 38 | 0,0062 C20, 56 | 0,0000 CsHgO 84 | 0,0025
C3H3 39 | 0,0970 CoHO;, 57 | 0,3064 CeHi12 84 | 0,0000
C3Ha 40 | 0,0081 C3Hs0 57 | 0,0000 C4Hs50; 85 | 0,0889
C,0 40 | 0,0000 CaHog 57 | 0,0000 CsHgO 85 | 0,2111
CoHO 41 | 0,0093 CoH20, 58 | 0,0000 C4HeO2 86 | 0,0000
C3Hs 41 | 0,2447 C3HeO 58 | 0,0000 CsH100 86 | 0,0000
CoH,0 42 | 0,0593 C4H1o 58 | 0,0021 C4H70 87 | 0,0000
C3He 42 | 0,0000 CoH30, 59 | 0,0739 CsH1;:0 87 | 0,2637
CoH30 43 | 0,0000 C3H;0 59 | 0,1354 C4HgOo 88 | 0,0031
C3H7 43 | 0,4585 CoH405 60 | 0,0000 CsH1,0 88 | 0,0000
CoH40O 44 | 0,0000 C3HsO 60 | 0,0000 CeO 88 | 0,0000
C3Hg 44 | 0,0177 Cs 60 | 0,0000 CsHgoOs 101 | 0,0138
CO, 44 | 0,0000 CeH 73 | 0,0160
CHO» 45 | 0,0236 C3Hs50; 73 | 0,0000

Tabelle 5.5: Berechnung des Vergleichswertes fiir CgH1205 zu dem Spektrum
aus Beispiel 5.3.2

vorfinden. Jedoch ist 1(75) = 0,028. Die anderen Fragment—Bruttoformeln
fiir Masse 74, CgH, und C4H190O, wiirden sogar zu einer noch gréfleren Dif-
ferenz fithren. Leider st68t man bei experimentellen Spektren des Ofteren
auf Abweichungen bei Intensitdten von Isotopenpeaks, was die automatische
Verifikation zumindest hinsichtlich der Summenformel-Bestimmung stark be-
eintrachtigt.

Um eine Vorstellung zu gewinnen, in wie fern unser Vergleichswert zur Er-
mittlung der Bruttoformel hilfreich sein kann, wollen wir alle Bruttoformeln
g e Bgu mit Masse mg = 116 generieren, deren Vergleichswerte zu I berech-
nen und hinsichtlich dieser Werte abfallend anordnen. Wir sprechen dann
von einem Ranking. Insgesamt gibt es 1451 Summenformeln mit Masse 116,
wovon 220 aus BSCH sind. 23 Summenformeln haben einen besseren Vergleichs-
wert als CgH120,. Erlaubt man nur die Elemente aus &4, dann gibt es ins-
gesamt 162 Summenformeln zu Masse 116, 24 davon sind aus B fSetConé&,
und CgH1,0, belegt Rang 9 unter diesen 24 Formeln.

Tabelle enthélt die besten 40 Summenformeln § € Bgcu zusammen mit ihren
Vergleichswerten. In [67] werden drei empirisch ermittelte Filter angegeben,
die in der Natur selten vorkommende Summenformeln ausschlieBen. Nach
Anwendung dieser Filter verbleiben 153 Bruttoformeln mit Elementen aus



198 KAPITEL 5. MOLEKULARE STRUKTURAUFKLARUNG
R [MV(IB) [Filter ] [ [ 7 [ MV({I,5) | Filter |

1 [ GHsN,OP [ 0,9995987 | x 21 | C,HsN4P [ 0,9947663

2 [ CsHgN,O || 0,9994732 22 | CoHsNe 0,9947546

3 [ C4HsN,OF || 0,9990449 [ x 23 | CsHsOSiP || 0,9945391 | x
4 [ GHs0,P || 0,9981975 | x 24 | CéHoO; | 0,9942863 | x
5 | C4HsN20, || 09978946 | x 25 | C4Hs0,Si || 0,9941528 | x
6 | CsHN2O || 09976136 | x 26 | C4HsOFSi | 0,9940334 | x
7 [ CsHgN,0Si || 09974305 | x 27 | CéHoOF | 0,9940301 | x
8 | CsHaN,03 || 0,9966711 28 | CaHN,Si [ 0,9808372 | x
9 [ C4HoNoP || 0,9962826 | 29 | CeHisN> || 0,9808041 | x
10 | C3HsNoF 0,9962825 | x 30 | C;H160 09867311 | x
11 | C4HiN, 09962643 | x 31 | CsH1OSi | 0,9867233 | x
12 | CsHoOP 0,9962090 | x 32 | GsHoNoFP [[0,9786070 | x
13 | CsHsNoFSi || 0,9961477 | 33 | CsHsFP_ | 0,9786049 | x
14 | CsHoN,F 0,9960570 | x 34 | CuHoSiP | 09785747 | x
15 | C,HaN,O, || 0,9958909 35 | CaHaNoF, | 0,9782367 | x
16 | CsHgOs 0,9958316 | x 36 | CoHisP 09782361 | x
17 | CsHsOoF 0,9952805 | 37 | CeHsF2 0,9782056 | x
18 | C;HaN,0,5i [ 0,9949604 | x 38 | CGHN,O-F [ 0,9768266 | x
19 | CoHsNoSiP [ 0,9948218 | 39 | C,HN,0,P || 0,9765410

20 | CoHsNaSi || 0,9948070 | x 40 | C,HN,OF [ 0,9760385

Tabelle 5.6: Ranking von Bruttoformeln mit Masse 116 zu dem Spektrum
aus Beispiel 5.3.2

&11, von denen sich CgH1,0, auf Platz 19 in die Rangordnung einreiht. Ein-
geschriankt auf die Elemente aus &, findet man CgH1,0, auf Rang 5 von 9
Formeln. Abbildung 5.8 gibt einen Uberblick iiber die Vergleichswerte aller
220 Bruttoformeln. Solche aus &, sind dabei grau, diejenigen welche den Fil-
ter nach S. Heuerding und T. Clerc [67] erfolgreich durchlaufen mit einem
Punkt markiert. Auf die korrekte Bruttoformel ist ein Pfeil gerichtet.

Wirft man einen genaueren Blick auf die Ranglisten, so stellt man fest,
dass Summenformeln mit mehreren verschiedenen Elementen die vorderen
Platze belegen. Dies liegt daran, dass fiir diese Kandidaten die Menge der
moglichen Summenformeln von Fragmentionen grofler ist. Insbesondere wer-
den fiir Summenformeln mit mehreren verschiedenen monoisotopischen Ele-
menten oft besonders hohe Vergleichswerte berechnet, da sich experimentelle
Peakcluster besonders gut durch theoretische Isotopenmuster mit wenig oder
gar ohne Isotopenanteil erkldren lassen.

Nun, da wir in der Lage sind, Vergleichswerte fiir Bruttoformeln bzgl. ei-
nes Massenspektrums zu berechnen und Ranglisten zu erstellen, schiebt sich
eine weitere Frage in den Vordergrund: Wie viele Kandidaten aus einer Hit-
liste muss man eigentlich beriicksichtigen, wenn man mit einer vorgegebenen
Zuverlassigkeit den richtigen Kandidaten nicht ausschlieBen mochte?
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Abbildung 5.8: Vergleichswerte fiir die Bruttoformeln mit Masse 116

Selektion relevanter Kandidaten aus einem Ranking

Dazu betrachten wir die Verteilung der Vergleichswerte korrekter Kandidaten
fiir die Bruttoformel bzgl. der zugehorigen Spektren. Fiir eine zufillige Stich-
probe von n = 1000 Spektren /; berechnen wir die jeweiligen Vergleichswerte
der zugehodrigen Summenformeln j3;.

Abbildung 5.9 zeigt die Verteilung der Vergleichswerte x; := MV([;, 5;) als
Histogramm.

Fir p = ﬁ, %,..., % bestimmen wir nun so genannte p—Quantile von
(%i)ien. Dabei heiit eine Zahl ¢, € R ein p-Quantil von (;);e,, wenn

1 L.
~Hienfzisg zp A —Hien|zizgl 21-p.

Abbildung 5.9 veranschaulicht die Bestimmung von p—Quantilen graphisch,
Tabelle 5.7 enthélt p—Quantile fiir verschiedene p.

Maéchte man nun innerhalb der Stichprobe zu einem zufillig gewahlten Spek-
trum I;, j € n eine moglichst kleine Familie (3;);cq von Summenformel be-
stimmen, die mit einer Wahrscheinlichkeit > p die korrekte Formel 3; enthilt,
so geniigt es alle §; mit MV([;, 5;) > ¢1—p zu betrachten.

Die berechneten Quantile dienen im Folgenden dazu, fiir einen beliebigen
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lr | 4 VLl ¢ JLp [ ¢ |
0,01 | 0,6056967 0,10 | 0,9313282 0,91 | 0,9970228
0,02 | 0,7323542 0,20 | 0,9596450 0,92 | 0,9974521
0,03 | 0,8171856 0,30 | 0,9720852 0,93 | 0,9975946
0,04 | 0,8519153 0,40 | 0,9801180 0,94 | 0,9977639
0,05 | 0,8775297 0,50 | 0,9843779 0,95 | 0,9979752
0,06 | 0,8969463 0,60 | 0,9878099 0,96 | 0,9982111
0,07 | 0,9111062 0,70 | 0,9913571 0,97 | 0,9984834
0,08 | 0,9205837 0,80 | 0,9941656 0,98 | 0,9987761
0,09 | 0,9255477 0,90 | 0,9969016 0,99 | 0,9992254

Tabelle 5.7: Quantile g, fiir Bruttoformel-Vergleichswerte zu verschiedenen
Wabhrscheinlichkeiten p

Summenformel-Kandidaten zu entscheiden, ob er bei vorgegebener Zuver-
lassigkeit akzeptiert werden soll, oder nicht. Generiert man dann zu einem
der Spektren unserer Stichprobe alle Summenformeln  mit korrekter Masse
m = mg, gibt eine Zuverldssigkeit p vor und wéhlt alle diejenigen 3 aus, deren
Vergleichswerte MV(I, 5) > ¢, sind, so gehort mit Wahrscheinlichkeit p die
korrekte Summenformel zu unserer Auswahl.

5.4.6 Beispiel:

Wir entnehmen unserer Stichprobe jeweils 100 Spektren, deren zugehorige
Verbindungen nur Elemente aus &7 bzw. & enthalten. Fiir jedes dieser Spek-
tren generieren wir zunéchst alle Bruttoformeln, die korrekte Molekiilmasse
haben, berechnen dann Vergleichswerte und nehmen ein Ranking vor. Um die
Qualitét der Rangfolgen fiir verschiedene Beispiele vergleichen zu konnen, de-
finieren wir einen Kennwert, der die Position des korrekten Kandidaten in der

Rangfolge zur Gesamtzahl der Kandidaten in Beziehung setzt: Die relative
Ranking—Position (kurz RRP)

Position des korrekten Kandidaten — 1
Gesamtzahl der Kandidaten — 1

RRP =

hat den Wert 0, falls der korrekte Kandidat an erster bzw. 1, falls dieser
an letzter Position platziert ist. Sie wéchst linear mit steigender Position
des korrekten Kandidaten im Ranking und ist sinnvoller Weise fiir einele-
mentige Kandidatenmengen nicht definiert. Um die Anzahl der Kandida-
ten iiberschaubar zu halten, wurden nur Datensidtze mit maximaler Mo-
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lekiilmasse 200 gewahlt. Folgende Tabelle fasst die Ergebnisse zusammen:

‘ & H Min. ‘ 1.Quart. ‘ Median ‘ Mittel ‘ 3.Quart. ‘ Max.

&, || 0,0000 0,0632 | 0,1962 | 0,2463 0,4206 | 0,7273
&1 || 0,0000 0,0098 | 0,0685 | 0,1037 0,1443 | 0,8022

Die erste Spalte enthélt die Minima der relativen Ranking—Positionen. Es
gibt also fiir beide Grundmengen &£, und &;; von Elementen Fille, bei denen
der korrekte Kandidat an erster Stelle platziert ist. Das erste Quartil ist
ein Synonym fiir das 25%—Quantil. In mindestens einem Viertel der Félle
ist die RRP kleiner als 0,06176 bzw. 0,00983. Der Median bezeichnet das
50%—Quantil, das dritte Quartil das 75%—Quantil. Spalte Mittel enthalt den
arithmetischen Mittelwert.

Abbildung 5.11 zeigt die Verteilung relativen Ranking—Positionen basierend
auf den Elementen aus &4 als Histogramm. In 36% der Félle ist die RRP also
kleiner als 0,1. Das entsprechende Diagramm zu Elementen aus £;; enthélt
Abbildung 5.13. Hier sind die Rangfolgen besser als fiir die Beispiele zu &j.
Dies liegt einerseits daran, dass Spektren zu Verbindungen mit stark isoto-
penhaltigen Elementen wie Silizium, Schwefel, Chlor oder Brom gut erkannt
werden. Andererseits erhalten falsche Bruttoformel-Kandidaten mit isoto-
penhaltigen Elementen deutlich schlechtere Vergleichswerte und finden sich
auf hinteren Pliatzen der Rangfolge wieder.

Zuletzt wollen wir noch untersuchen in wie vielen Féllen sich die korrek-
te Bruttoformel unter den vorgeschlagenen Kandidaten befindet. Folgende
Tabelle zeigt diese Anzahlen fiir verschiedene Verlésslichkeiten 7:

1€ [[r=0,99]r=0,95]r=0,90|r=0,75 | r=0,50 |
& 99 98 93 85 66
&n 98 96 87 76 55

Der Scatterplots von Abbildung 5.12 und 5.14 zeigen die Ranking—Position
und die Kandidaten—Anzahl bei Verlédsslichkeit 0,9. Punkte oberhalb der Dia-
gonalen repriasentieren demnach Félle, bei denen die korrekte Summenformel
falschlicherweise ausgeschlossen wiirde, Punkte auf und unterhalb der Dia-
gonalen représentieren Beispiele, bei denen sich die korrekte Bruttoformel
unter den ausgewihlten Kandidaten befindet.

Reduzierung der Dimension

Bevor wir uns der Berechnung von Vergleichswerten fiir Strukturformeln zu-
wenden, sollen an dieser Stelle noch einige Details zur Berechnung der Ran-
kingfunktion nachgetragen werden. Ein wichtiger Schritt, um die Anwendung
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des Verfahrens praktikabel zu machen besteht darin, das Spektrum geméf
Bemerkung 5.3.5 zu partitionieren und die Rankingfunktion zunéchst lokal
fiir die einzelnen Peakcluster zu berechnen. Somit muss man mehrere Opti-
mierungsprobleme wesentlich kleinerer Dimension 16sen. Der Vergleichswert
fiir das gesamte Spektrum ergibt sich dann aus der Summe der Werte fiir die
einzelnen Peakcluster: Sei J,.,, P; die Zerlegung des Spektrums I in Peak-
cluster geméfl Bemerkung 5.3.5. Zu einen Bruttoformel-Kandidaten (3 seien
Bij < B, i €n, j € n; diejenigen Bruttoformeln mit I'p, (mg,,) > 0, die (Gr2)
und (Con) erfiillen. Dann ist

2
MV(I,3) =1- (Z ) min (In = @il (m )

m JEN;

eine Rankingfunktion, die mit deutlich geringerem Rechenaufwand ausgewer-
tet werden kann. Bei der Stichprobe von 1000 Datenbankspektren betrug die
durchschnittliche CPU-Zeit® pro Spektrum 0,75s statt vorher 6,8s. Die so
ermittelten Vergleichswerte weisen nur in wenigen Fillen (28 von 1000) Dif-
ferenzen zu den iiber das gesamte Spektrum berechneten Werten auf. Diese
Differenzen waren fiir unsere Stichprobe meist so klein (in 25 der 28 Félle
< 1079), dass sie fiir die Kandidaten—Selektion nicht relevant wiren.

Eine weitere Verringerung der Dimension der Optimierungsprobleme liefle
sich erreichen, indem man nur deutlich verschiedene theoretische Isotopen-
muster Ig, beriicksichtigt.

Simultane Berechnung von Bruttoformel und Isotopenmuster

Bei dem Algorithmus zur Generierung von Bruttoformeln entsteht die jeweils
néchste Bruttoformel aus ihrem Vorgéinger durch Inkrementierung der An-
zahl von Atomen eines Elements um 1 (Algorithmus 5.4.4, Funktion Step(),
Zeile 3). Es liegt nahe, an dieser Stelle auch das Isotopenmuster fiir die
néchste Bruttoformel {iber 5.3.13 zu berechnen. Dies ist, falls grofle Anzahlen
von Bruttoformeln und deren Isotopenmuster generiert werden miissen von
Vorteil, da so in jedem Schritt nur eine Faltung von Isotopenmustern notwen-
dig ist, wihrend nach 5.3.12 ohne weitere Optimierungen fiir Bruttoformeln
mit n Atomen n — 1 Faltungen notwendig sind.

Abgesehen von der Zeitersparnis bei groflen Problemen ercffnet die Berech-
nung der Isotopenmuster wiahrend der Bruttoformel-Generierung eine wei-
tere Verbesserungsmoglichkeit: Wie schon in Beispiel 5.3.17 gezeigt, gibt es

3gemessen auf einem PC Pentium III mit 833MHz
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Bruttoformeln 3, bei denen die nominale Masse mg und die Masse grofiter In-
tensitdt mg nicht identisch sind. Um solchen Fillen besser gerecht zu werden,
miisste man Bedingung (Frag) fiir Gleichung 5.7 ersetzen durch

(Frag)  I(iis) > 0.

Sind Isotopenmuster der (3; wiahrend der Generierung von Fragment—Brutto-
formeln bekannt, so kann diese Bedingung mit ebenso wenig Aufwand iiber-
priift werden, wie zuvor (Frag).

5.4.2 Ranking von Strukturformeln
Berechnung von Vergleichswerten fiir Strukturformeln

Wie bereits erwahnt, verlauft die Fragmentierung im Massenspektrometer
nach grofitenteils bekannten Reaktionsschemata. Wir werden dieses Wissen
nutzen, um fiir Strukturformel-Kandidaten M eine Vergleichswert beziig-
lich einem experimentellen Massenspektrum I zu berechnen. Die Berechnung
verlauft dhnlich wie bei Bruttoformel-Kandidaten. Allerdings kénnen wir im
Falle von Strukturformeln die Menge der méglichen Fragment—Bruttoformeln
0; deutlich einschranken. Wir werden nun nur noch solche Bruttoformeln
beriicksichtigen, zu denen es Fragmente gibt, die durch sukzessive Anwen-
dung von Ionisierungs- und Fragmentierungsreaktionen aus M hervorgehen.
Um diese zu simulieren, greifen wir auf unsere Vorarbeiten aus Abschnitt 1.5
zuriick.

In Bemerkung 1.4.3 wurde darauf hingewiesen, dass fiir die Definition von
Reaktionsschemata im Massenspektrometer ein eigener Atomtyp eingefiihrt
wurde. Wir verwenden diesen Atomtyp, um verschiedene Mengen von Ele-
menten zu kodieren:

A: alle Elemente

C: Kohlenstoff

H: Wasserstoff

Y: alle schweren Atome (d.h. alle Elemente auler H)

Z: alle Atome mit freien Elektronenpaaren (N, O, P, S, Halogene)

Die Reaktionen im Massenspektrometer kénnen in drei Klassen unterteilt
werden: Ionisierungs-, Fragmentierungs- und Umlagerungsreaktionen. Durch
die Ionisierung im MS entsteht aus einem Molekiil ohne Ladung und unge-
paarten Elektronen ein einfach positiv geladenes Ion mit einem ungepaarten
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Elektron. Ionisierungsreaktionen finden ausschlieSlich zu Beginn des Frag-

mentierungsweges statt. Wir werden folgende Ionisierungsreaktionen verwen-
den:

e n—Jonisation
e m—lonisation

e o—lonisation

cC—c——>c+c

Alternativen fiir Bindungsvielfachheiten sind dabei als gestrichelte Linien ko-
diert. Nachdem eine der Ionisierungsreaktionen abgelaufen ist, konnen ver-
schiedene Fragmentierungsreaktionen stattfinden. Wahrend des Reaktions-
verlaufs entstandene Neutralteilchen spielen fiir die weitere Fragmentierung
keine Rolle. Auf positiv geladene Teilchen werden sukzessive weitere Frag-

mentierungsreaktionen angewandt. Wir wollen folgende Zerfalls- und Umla-
gerungsreaktionen beriicksichtigen:

e a—Spaltung

e o—Spaltung

Yy—z"* >y + z°¥
e H-Umlagerungen

H z"7 H—2Zz"

i —

Y—Y Y—Y
e H o
Y .Z.+. \'a I;*
| i — i
Y Y Y Y
" H
M z" Y z
{ i —1 i
Y Y Y Y
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Abbildung 5.15: MS—-Reaktionen von n—Pentansiduremethylester

Zur Berechnung des Vergleichswertes werden die Bruttoformeln (;, i € n der
Fragmentionen bestimmt, fiir die I(1mg,) > 0 ist, und dann

MV(I,M)=1- <Z(I(m))2) i ([(m)—in]gi(m)>

m 1EN

wie zuvor im Falle von Bruttoformel-Kandidaten berechnet. Natiirlich ist
auch hier die Reduzierung der Dimension des Optimierungsproblems sehr
ratsam. Fiir die folgenden Berechnungen wurden die Spektren geméafl Bemer-
kung 5.3.5 in Peakcluster aufgeteilt. An dieser Stelle sie darauf hingewiesen,
dass die oben angegebenen Reaktionen keinerlei Anspruch auf Vollstandigkeit
erheben. Vielmehr bilden sie eher ein minimales System, um die Vorgéinge
im Massenspektrometer zu beschreiben. In den folgenden Betrachtungen wird
gezeigt, in wie fern sie geeignet sind, um Vergleichswerte und Rangfolgen fiir
Strukturkandidaten zu bestimmen.

5.4.7 Beispiel:

Abbildung 5.15 zeigt die Abfolge der MS—Reaktionen fiir n—Pentansaure-
methylester. Es finden n-Ionisation (n-I), H-Umlagerungen mit 4 Atomen
(H-R) und a—Spaltungen (a—C) statt. Dabei entstehen Fragmentionen der
Massen 116, 115, 87, 85, 74 und 43. H-Umlagerungen mit 5 Atomen und
Fragmentionen, die durch o-Ionisation entstehen wurden aus Griinden der
Uberschaubarkeit in Abbildung 5.15 vernachlissigt. Durch H-Umlagerungen
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B me | &) (B [ms |
GHs | 29]0,2515] [GHsO; | 73] 0,0156
CoH;0 | 43 0,0000| | CsHeO, | 74| 1,0379
CH; | 4304606 |[CsHoO || 85 0,3008
CHO, | 45]0,0242| [ CsHyp0 | 86 | 0,0000
CaHy | 5703134 [CyH,0, | 8702619
CoH;0, | 59 0,2093 | [ CsHeO, || 101 | 0,0138
C.H.0, | 60 | 0,0013

Tabelle 5.8: Berechnung des Vergleichswertes fiir n—Pentansduremethylester
zu dem Spektrum aus Beispiel 5.3.2

mit 5 Atomen entstehen keine weiteren lonen, die fiir die Erkldrung des
Spektrums relevant sind.

Abbildung 5.2 zeigt ein Massenspektrum I von n—Pentanséduremethylester.
Beim Vergleich des Spektrums und der Massen von Fragmentionen, die iiber
n-Ionisation entstehen, stellt man fest, dass einige Peaks nicht erklart werden
konnen. Dazu gehoren die Intensitdaten bei Masse 57, 55, 41, 39, 29, 28 und
27. Einige dieser Peaks konnen durch o-Ionisation erkldrt werden. Dabei
entstehen 8 weitere Fragmentionen der Massen 101, 87, 73, 59, 57, 43, 29
und 15.

In Abbildung 5.16 werden alle 32 Fragmentionen aufgefiihrt, die iiber obige
Reaktionsschemata aus n—Pentansduremethylester hervorgehen. Die Struk-
turen sind aufsteigend nach ihrer Masse sortiert. Die Masse ist jeweils auf
der rechten Seite der Kopfzeile abzulesen. Wie wir sehen, befinden sich unter
unseren virtuellen Fragmenten keine mit Masse 27, 28, 39, 41 oder 55.

Als néchster Schritt zur Berechnung des Vergleichswertes werden die Sum-
menformeln der Fragmentionen bestimmt. Tabelle 5.8 listet alle diese Brut-
toformeln (; auf, bei deren Masse grofiter Intensitét I(rmg,) > 0 ist. In der
letzten Spalte ist wiederum die Losung x; des Optimierungsproblems ange-
geben. Wir erhalten einen Vergleichswert MV (7, M) = 0,6052978.

Man kann diese Werte verwenden, um den Anteil erkldrbarer Intensitit sei-
nerseits als Spektrum darzustellen, indem man I’ = ). x;4; berechnet. Ab-
bildung 5.17 zeigt im oberen Bereich nochmals das gemessene Spektrum 7,
unten den Anteil erklarbarer Intensitét I’ und in der Mitte die absolute Dif-
ferenz |1 — I'|.

Als néchsten Schritt wollen wir untersuchen, ob unser Vergleichswert geeig-
net ist, verschiedene Strukturformeln hinsichtlich ihrer Relevanz beziiglich
des experimentellen Spektrums zu unterscheiden. Dazu generieren wir alle
Konstitutionsisomere zur Summenformel CgH1,0,. Wir erhalten insgesamt
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CH, m=15/|C,Hs m=29|C,H;0 m=43||C;H, m=43
CHO, m=45||C,Hy m=57|[C,H,0, m=59|[c,H,0, m=60

/

¢

o
+
o

H

C,H,0, m=60(|C5H50, m=73(|C5HgO, m=74(|C5HgO m=85
OH* [¢) + OH* OH*
0
o
. o
CsH;00 m=86|(C,H,0, m=87||C,H,0, m=87||C,H,0, m=87
OH* + 0 OH* OH™*
\\\ . />N .
CgHq0, m=101||CsHg0, m=101||C5Hq0, m=101||C¢H;;,0, m=115
+
(¢} (¢} OH* 0
(¢} OH* o OH*
CgH110, m=115||CgH;,0, m=115||CgH,,0, m=115||C¢H;;,0, m=115
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] } OH*
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Abbildung 5.16: Mogliche Fragmentionen von n—Pentansduremethylester
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Vergleich
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MV: 0,744806 1||MV: 0,744228 2|{MV: 0,721902 3||MV: 0,721902 4
OH OH o
o
o
OH OH
MV: 0,703889 5||MV: 0,703605 6||MV: 0,703605 7||MV: 0,702666 8
OH
OH
o
o
OH
ol o
MV: 0,702642 9||MV: 0,695252 10||MV: 0,686349 11||MV: 0,636257 12
OH OH
o
o
0
ol
MV: 0,60556 13||MV: 0,605465 14|IMV: 0,605373 15(|MV: 0,605298 16
OH OH
OH
o
0
MV: 0,605019 17||MV: 0,60495 18||MV: 0,604914 19| MV: 0,59458 20
o
o
o
o
o o
MV: 0,594556 21||MV: 0,583546 22||MV: 0,583215 23||MV: 0,579914 24
OH
OH oH
o

Abbildung 5.18: Ranking von CgH120, Isomeren bzgl. des Spektrums aus

Beispiel 5.3.2
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1313 Kandidaten. Ordnen wir diese nach abfallenden Vergleichswerten an, so
finden wir den korrekten Kandidaten n—Pentansduremethylester auf Rang 16.
Abbildung 5.18 zeigt die 24 bestplatzierten Kandidaten zusammen mit ihren
Vergleichswerten. Auf den ersten 13 Plédtzen sehen wir zyklische Strukturen.
Dabei ist das Verhéltnis von zyklischen und azyklischen Strukuren bei den
Isomeren von CgH1,0; in etwa ausgeglichen (641 azyklische, 672 zyklische).
Gébe es eine Moglichkeit, anhand des Spektrums festzustellen, dass es sich
um ein eine azyklische Struktur handelt, wiirde sich der korrekte Kandidat
auf Platz 2 in dem Ranking verbessern. In Abschnitt 5.5 werden wir versu-
chen, derartige Kriterien fiir strukturelle Eigenschaften auf empirische Weise
zu finden.

Abbildungen 5.19 und 5.20 zeigen ein Histogramm und die Verteilung der
Vergleichswerte aller Konstitutionsisomere von CgH1,0,. Wir sehen, dass fiir
dieses Beispiel unsere Vergleichswerte zumindest gut geeignet ist, um eine
Grofiteil der Kandidaten auszuschliefen. Man konnte hier eine Kandidaten—
Selektion anhand der Verteilung der Vergleichswerte vornehmen und etwa
alle Isomere mit Vergleichswerte kleiner 0,3 als irrelevant betrachten. Eine
andere Vorgehensweise richtet sich an Erfahrungswerte, die wir aus einem
Datensatz aufgekldarter Spektren gewinnen.

Selektion relevanter Strukturformel-Kandidaten

Wie schon im Fall von Bruttoformeln berechnen wir zunéchst wieder fiir eine
zuféllige Stichprobe von n = 1000 Spektren I; die Vergleichswerte der zu-
gehorigen Strukturen M;. Abbildungen 5.21 und 5.22 zeigen ein Histogramm
und die Verteilung der Vergleichswerte x; := MV (I;, M;).

Erwartungsgeméaf sind die Vergleichswerte generell deutlich kleiner als bei
Bruttoformeln. Zumindest in den Féllen mit Werten nahe Null liegt aber
der Verdacht nahe, dass die Datenbank—Spektren entweder von schlechter
Qualitét, oder die angegebenen Strukturen schlichtweg falsch sind.

Wie gehabt bestimmen wir fiir p = T:o’ %, vy %.90 p—Quantile von (x;);e, (s.

Tabelle 5.9).

5.4.8 Beispiel:

Wir wollen unser Verfahren zum Ranking und zur Kandidaten—Selektion wie-
derum an einem gréferen, per Zufall ausgewihlten Datensatz von 100 MS te-
sten. Dabei beriicksichtigen wir jedoch nur solche Spektren, deren zugehorige
Molekiilmasse hochstens 200 ist und zu deren korrekten Bruttoformel maxi-
mal 10000 Konstitutionsisomere existieren. Wir generieren alle Konstituti-
onsisomere, ermitteln deren Vergleichswerte und nehmen ein Ranking vor.
Folgende Tabelle und Abbildung 5.23 fassen die Ergebnisse fiir die relativen
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lr |l o Jlp»] @ J[p] & |
0,01 | 0,0045723 0,10 | 0,0777678 0,91 | 0,8142182
0,02 | 0,0142139 0,20 | 0,1777486 0,92 | 0,8224115
0,03 | 0,0182292 0,30 | 0,2680536 0,93 | 0,8381855
0,04 | 0,0288057 0,40 | 0,3435098 0,94 | 0,8462994
0,05 | 0,0348364 0,50 | 0,4405285 0,95 | 0,8664180
0,06 | 0,0464190 0,60 | 0,5335016 0,96 | 0,8845612
0,07 | 0,0545087 | | 0,70 | 0,6163113 | [ 0,97 | 0,8975282
0,08 | 0,0615875 0,80 | 0,7099822 0,98 | 0,9104603
0,09 | 0,0679465 0,90 | 0,8073853 0,99 | 0,9326578

Tabelle 5.9: Quantile g, fiir Strukturformel-Vergleichswerte zu verschiedenen
Wahrscheinlichkeiten p

Ranking—Positionen zusammen:

‘ Min. ‘ 1.Quart. ’ Median ’ Mittel ‘ 3.Quart. ’ Max. ’
| 0,00000 | 0,07438 | 0,19210 | 0,29910 | 0,50000 | 1,00000

In Abbildung 5.24 sieht man die Anzahl ausgewéhlter Kandidaten bei Ver-
lasslichkeit 90% im Bezug zur Position des korrekten Kandidaten im Ranking.
Punkte oberhalb der Diagonalen reprisentieren Fille, bei denen der korrek-
te Kandidat nicht ausgewihlt wiirde. Fiir andere Verldsslichkeiten r zeigt
folgende Tabelle die Anzahl der Félle, bei denen sich die korrekte Struktur-
formel in der Menge der ausgewéhlten Kandidaten befindet.

|r=0,9[r=0,95]r=0,90 | r=0,75 | r =0,50 |
| 99 | 96 | 91 | 75 | 54 |

Im obigen Beispiel haben wir nur solche Félle betrachtet, bei denen die An-
zahl moglicher Konstitutionsisomere hochstens 10000 ist. In der Regel bilden
solche Félle eher die Ausnahme (vgl. Anhang E). Schon fiir kleinen Mo-
lekiilmassen gibt es Summenformeln, zu denen deutlich mehr Isomere existie-
ren. Bereits bei Massenzahlen um 200 gibt es Summenformeln, fiir die Anzahl
von Isomeren mehrere Milliarden iibersteigt, und somit selbst fiir &uflerst ef-
fiziente Algorithmen eine vollstdndige Strukturgenerierung in vertretbarer
Zeit nicht mehr moglich ist. Erschwerend kommt hinzu, dass Molekiilmasse
200 eher die untere Grenze typischer Analyten fiir sie Massenspektrometrie
darstellt (vgl. Abbildung 5.6 und 5.7). Es ist deshalb unbedingt notwendig,
bereits vor der Strukturgenerierung den Strukturraum sinnvoll einzugrenzen.
Mit dieser Problematik wollen wir uns im néchsten Abschnitt auseinander
setzen.
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5.5 Klassifikation von Massenspektren

Fiir die statistischen Untersuchungen im letzten Abschnitt haben wir uns
auf Massenspektren beschrankt, zu denen die Strukturrdume bei vorgege-
bener korrekter Bruttoformel eine Grofle von 10000 Konstitutionsisomeren
nicht iibersteigen. Tatséchlich werden diese Félle eher die Ausnahme bilden
(vgl. Anhang E). Um die Strukturrdume einzuschrénken ist es wichtig, schon
vor der Strukturgenerierung strukturelle Eigenschaften (engl. Structural Pro-
perties, kurz SP) des Analyten bestimmen zu konnen, die im giinstigsten
Fall bereits wdhrend der Strukturgenerierung beriicksichtigt werden. Eine
Moglichkeit, um aus Massenspektren Informationen iiber vorhandene und
abwesende SP zu gewinnen, bieten MS-Klassifikatoren.

Ein MS—Klassifikator ®¢ zu der bindren strukturellen Eigenschaft S ist eine
Abbildung

by:7 — B,

die einem Massenspektrum [ eine Klasse b € B zuweist. In der Regel wird
S durch eine molekulare Substruktur definiert, und ist wahr, falls ein mo-
lekularer Graph diese Substruktur besitzt, anderenfalls falsch. Allgemeiner
kann S aber ein beliebiger bindrer molekularer Deskriptor sein.

Abbildung 5.25 zeigt die Vorgehensweise zur Berechnung und Anwendung
eines MS—Klassifikators. Dabei sei bemerkt, dass dieses Prinzip nicht auf
MS beschrénkt ist. So wird beispielsweise in [105] die Konstruktion von IR~
Klassifikatoren nach demselben Schema beschrieben.

Voraussetzung fiir die Konstruktion eines Spektren—Klassifikators ist eine Da-
tenbasis aufgeklarter Spektren, in der hinreichend viele Strukturen mit und
ohne der untersuchten strukturellen Eigenschaft S vorliegen. Das Vorhan-
densein von S bildet die Zielvariable fiir ein statistisches Lernverfahren zur
Klassifikation.

Nun ldge im Fall von Massenspektren der Gedanke nahe, die Intensitiaten
der Peaks als Vorhersagevariablen zu verwenden. Allerdings sind die Inten-
sitdten selbst kaum mit strukturellen Eigenschaften in Beziehungen zu brin-
gen. Stattdessen verwendet man MS-Deskriptoren, die besser geeignet sind,
um MS-Struktur-Beziehungen zu modellieren.

Das Klassifikationsverfahren liefert eine Vorhersagefunktion, die verwendet
werden kann, um fiir unbekannte Spektren zu entscheiden, ob S fiir die wei-
tere Strukturaufkldarung als gegeben oder verboten zu betrachten ist.

5.5.1 MS—Deskriptoren

Analog zur Vorgehensweise bei der Bestimmung von Struktur—Eigenschafts—
Beziehungen werden Massenspektren durch MS-Deskriptoren auf reelle Zah-
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Abbildung 5.25: Vorgehensweise bei der Vorhersage struktureller Eigenschaf-

ten durch Spektren—Klassifikation
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len abgebildet. Die so gewonnen Werte sind geeignet, um Beziehungen zwi-
schen Massenspektren und strukturellen Eigenschaften zu finden.

5.5.1 Definition:
Ein MS-Deskriptor ist eine Abbildung

D:7T —R, I— D(I).

In der Literatur [154, 163] werden solche Abbildung auch MS-Features oder
MS—-Invarianten genannt. Wir wéahlen hier der einheitlichen Nomenklatur
wegen die Bezeichnung MS—-Deskriptor. Im Folgenden werden einige wichtige
MS-Deskriptoren vorgestellt.

5.5.2 Beispiele:

Tonenserien—Deskriptoren summieren Intensitdten in Abstdnden von je 14
Masseneinheiten. Dieser Abstand entspricht gerade der Massendifferenz, die
durch Abspaltung einer CH,—~Gruppe auftritt. Fiir » € 14 sind die Modulo—
14-Deskriptoren definiert durch

MD14,(I) = " I'(14i + 1),
wobei nur Massen iiber 38 beriicksichtigt werden:

I fall >
I'(m) ::{ (m) falls m > 39,

0 sonst.

Autokorrelations—Deskriptoren beschreiben die Massenunterschiede in einem
Spektrum. Fiir Massendifferenzen d > 0 definiert man

_ S Im)I(m + d)
> L(m)?

sowie eingeschrankt auf die untere bzw. obere Hélfte des Spektrums

AUCO,(I)

ACLHy(I) = Zm<m§f(;z¥)(:1 +d),
ACUH,(I) = Zmzmm I(m)I(m+d)

2 L(m)?

Logarithmische Intensititsverhdltnisse werden fiir Paare aus Massen m und
Massendifferenzen d > 0 berechnet:

I'(m)

LIQN, () =In ————
Q m,d() n[’(m+d)’
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wobei Intensitéten, die kleiner als 0,01 sind, angehoben werden:

I'(m) = I(m) falls I(m) > 0,01,
0,01 sonst.

Spektrentyp—Deskriptoren beschreiben die Form des Massenspektrums, also
beispielsweise die Verteilung der Peaks oder die Symmetrie. Der Schwerpunkt
des Massenspektrums ist definiert als

CENT(I) = %05 > mI(m).

Die Symmetrie des Spektrums beziiglich der Masse m lasst sich durch die
Symmetriefunktion

m—m

sym(m) = 3 T(m — d)I(m +d)

d=0

bewerten. Die kleinste Masse, bei der die Symmetriefunktion ihr Maximum
annimmt, findet Verwendung in

1
SYMX(I) = = min{m’ | Vm : sym;(m’) > sym,(m)}.

Weitere MS—Deskriptoren werden iiber den Basispeak definiert:

m

A )

MBAS(I) = 100-
BASE(I) = 100. 0%
> A (m)

Der Anteil kleiner Fragmente wird beschrieben durch

277;:1 I(m)
Zﬂmll I(m)

den Intensitdtsanteil von Peaks geradzahliger Massen an der Gesamtinten-
sitdt berechnet ‘
2. 1(20)

EVEN(/) =100 - &=———.

2 m 1(m)
Ein weiterer Deskriptor PN10 liefert die Anzahl der wichtigen Peaks im Spek-
trum. Dies sind Peaks, deren Intensitidt grofier als 10% der Basisintensitét
betrégt. Ist ein solcher Peak bei Masse m gefunden, so werden die Peaks bei

DUST(I) = 100 -



222 KAPITEL 5. MOLEKULARE STRUKTURAUFKLARUNG

m+1 und m+ 2 nicht gezéhlt. Dies verfolgt den Zweck, Isotopenpeaks hoher
Intensitét zu vernachlédssigen. Damit ist dieser Deskriptor jedoch abhéingig
von der Richtung, in der das Spektrum durchlaufen wird, und ist somit keine
Spektren—Invariante im engeren Sinn. Gleiches trifft auf SYMX zu.

Eine Vielzahl weiterer Deskriptoren wurden bei der Entwicklung der Softwa-
re MSclass [154] zur Klassifikation von Massenspektren getestet. Schliellich
fanden in den 160 Klassifikatoren aus MSclass 32 Deskriptoren mit insgesamt
431 Parameter-Kombinationen Verwendung.

In den néchsten beiden Abschnitten werden wir verschiedene Verfahren zur
Klassifikation fiir bereits frither behandelte sowie zuvor nicht untersuchte
strukturelle FEigenschaften vergleichen.

5.5.2 MS—Klassifikatoren

Gegeben sei eine Bibliothek von Massenspektren mit den zugehorigen Verbin-
dungen, dargestellt durch ihre molekularen Graphen. Zur Konstruktion eines
MS-Klassifikators ®¢ fiir die strukturelle Eigenschaft S w#hlt man aus die-
ser Bibliothek m" MS-Struktur-Paare, die diese Eigenschaft aufweisen und
m!" Paare, bei denen S nicht vorliegt. Ausgangspunkt fiir die Konstruktion
unseres MS—Klassifikators sind also Tupel

(I,y;) €I xB, iem:=m" +m",

wobei y; = wahr, falls S bei der zu I; gehorigen Struktur vorliegt, y; = falsch
anderenfalls. Gesucht wird eine Funktion

by:7 — B,

die unsere MS—-Struktur-Beziehung mathematisch beschreibt. Wie man ®g
bestimmt, wurde bereits zu Beginn von Abschnitt 5.5 und in Kapitel 3
erlautert. Typischerweise ist ®¢ aus mehreren, nacheinander auszufiihren-
den Abbildungen zusammengesetzt:

e Zuerst werden Massenspektren durch MS—Deskriptoren D = (D;);cn
auf reelle Zahlen abgebildet:

D:7 — R", I— (Di(I))ien-
e Transformationen der Deskriptorenwerte
T = (Ti)ien : R" — R",

die zum Trainieren der Vorhersagefunktion notwendig oder hilfreich
waren, miissen durchgefithrt werden.
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e Die eigentliche Vorhersagefunktion f : R" — B, die aus einem statisti-
schen Lernverfahren gewonnen wurde, wird angewendet.

Zusammenfassend kénnen wir den MS—Klassifikator schreiben als Komposi-
tion
$bg=foroD.

Als Klassifikationsverfahren wurden in einer fritheren Arbeit [163] LDA,
KNN, SIMCA und ANN getestet und verglichen. Dabei erwiesen sich ANN
und LDA als besser geeignete Verfahren. Wir werden im Folgenden zunéchst
Klassifikatoren durch CART und LDA berechnen, und dann mit SVM und
ANN vergleichen.

Klassifikation durch Entscheidungsbidume

In einer Grundmenge von 86052 Paaren aus Strukturen und zugehorigen Mas-
senspektren der NIST-Massenspektren—Bibliothek (Abschnitt 5.3.5) wurde
zundchst nach strukturellen Eigenschaften geméifi Anhang C gesucht. Fiir
insgesamt 77 solcher Eigenschaften wurden je mindestens 300 Datensétze
gefunden, die diese Eigenschaft besitzen und mindestens 300, bei denen sie
nicht vorliegt. Per Zufall wurden nun disjunkte Lern- und Testsétze aus-
gewdhlt. Beide enthalten je 150 Spektren, deren Strukturen die untersuchte
strukturelle Eigenschaft aufweisen sowie 150, bei denen die Eigenschaft nicht
vorliegt.

Fiir jedes dieser so ausgewéhlten Spektren wurden 445 MS-Deskriptoren
geméif [163] berechnet:

e MDI14,,r=1,...,14,
L AUCOd, ACLHd, ACUHd, d= 1, ...,50,

e LIQN, . m=39,..,175,d=1, 2,

m,d>

e CENT, SYMX, MBAS, BASE, DUST, EVEN, PN10.

Sie sind die Vorhersagevariablen fiir unser Klassifikationsverfahren. Zielva-
riable ist die Klassenzugehorigkeit, also wahr, falls S vorhanden, falsch an-
derenfalls.

5.5.3 Beispiel:
Zunéchst konstruieren wir einen Klassifikationsbaum zur Erkennung der Sub-
struktur Methylester (s. Anhang C.5). Wir verwenden dabei die in der R—
Schnittstelle festgelegten Standardparameter (mincut = 5, minsize = 10,
mindev = 0,01).
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VO: Xll<—(i|),00502517

V1: X1241,94458 V2: X10<(,0100013

V3: X7<3,67666 V4: X026,4535 V5: X6<44,83904 V6: X5411,2144
V7. X82,34916 V8: X95,43762 V11: X443,88211 V12: X1440,675434
V9: W V10: W V13:F V14:F
V16: X13<-0,1164 V23: X345,89872 V25: X1414,9325
V15: F V17: W V18: F V24: F V26: F
VAT7: X2<40,643887 V52: X047,01632
V33: F V34: W V48: W V51: W

V95: F V96: W V105: W V106: F

Abbildung 5.26: Klassifikationsbaum fiir Methylester

Der resultierende CT (Abbildung 5.26) verwendet 15 Deskriptoren:

X, =MD14,, X, =ACLH;, X, = ACUHS,,
X3 :ACLHQ(;, X4 :AUCOQQ, X5 :AUCO:ﬂ,
Xe = AUCOs, X; = ACUHs,, Xs = ACLHa,,
Xo = ACUHy4, X;0 = LIQN, ,, X1y = LIQN
Xig = LIQNyq 5, X153 = LIQN;,, X14 = LIQNg .

Er hat 16 innere und 17 terminale Knoten. Die Knoten sind gemé&fl Abschnitt
3.2.4 nummeriert. Tabelle 5.10 zeigt die Belegung der inneren Knoten V; mit
Entscheidungsregeln X;, < a; sowie die Riickgabewerte der terminalen Kno-
ten. Zudem ist in den Spalten m;, m}", m!" angegeben, wieviele Beobachtun-
gen insgesamt und aus den einzelnen Klassen bei der Konstruktion in den
jeweiligen Knoten verarbeitet werden.

Dieser Tabelle kann man die Fehlklassifikationen fiir den Lernsatz entneh-
men: Fiir den Fehler erster Art (als falsch klassifizierte wahre Beobachtun-
gen) summieren wir 1 +1+2+ 1+ 2+ 1+ 3 = 11 Beobachtungen, fir
den Fehler zweiter Art 1 + 3 = 4 Beobachtungen. Dies ergibt eine Missklas-
sifikationsrate von MCFEpg = % + ﬁ = 0,05. Erwartungsgemaf liegt die
Missklassifikationsrate fiir den Testsatz MCErg = % + % = % =0, 25667
deutlich hoher.

Bei einem genaueren Blick auf den CT erkennen wir zwei Knoten, V; und
Ve, deren Nachfolger terminale Knoten sind, und jeweils die gleiche Antwort
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i gl X ] a; | mi [ mi” [ m] ]
0 | 11 | LIQNsg,1 | -0,00502517 | 300 | 150 | 150
1|12 | LIQNsg,2 1,94458 | 126 | 105 | 21
3| 7| ACUHsq 3,67666 | 59 39 | 20
7 8 | ACLHjzg 2,34916 29 12 17
15 terminal falsch 13 1 12
16 | 13 [ LIQN745 20,1164 | 16| 11 5
33 terminal falsch 6 1 5
34 terminal wahr 10 10 0
81 9 | ACUHyg 5,43762 | 30 27 3
17 terminal wahr | 25 25 0
18 terminal falsch 5 2 3
41 0 | MD14, 26,4535 | 67 66 1
9 terminal wahr 62 62 0
10 terminal wahr 5 4 1
2 | 10 | LIQNs; 3 0,0100013 | 174 45 | 129
5| 6| AUCOs3, 4,83904 | 97 42 | 55
11 | 4| AUCO9 3,88211 | 59 15| 44
23 | 3| ACLHgg 5,89872 | 27 14| 13
47 | 2 ACUH; 0,643887 | 18 5 13
95 terminal falsch | 10 0 10
96 terminal wahr 8 5 3
48 terminal wahr 9 9 0
24 terminal falsch | 32 1 31
12 | 14 | LIQNgg 1 0,675434 | 38 27 | 11
25 | 1 ACLH3 14,9325 | 29 26 3
51 terminal wahr 18 18 0
52| 0] MDI14, 7,01632 | 11 8| 3
105 terminal wahr 6 6 0
106 terminal falsch 5 2 3
26 terminal falsch 9 1 8
6| 5] AUCOs; 11,2144 | 77 3] 1
13 terminal falsch | 69 0| 69
14 terminal falsch 8 3 5

Tabelle 5.10: Details der Knoten des

225

Klassifikationsbaums fiir Methylester

0| MDI4; | 3050069 | [ 5| AUCOs, | 30,00479 | [10 | LIQNs1: | 0,000000
1 ACLH;3 | 8,214255 6 | AUCOg3, 8,717663 11 | LIQNsg,1 | -3,015535
2 | ACUHj3 | 1,733027 7 | ACUHso 2,985316 12 | LIQNsg2 | 3,015535
3 | ACLHys | 0,000000 8 | ACLHgsg 0,000000 13 | LIQN742 | 4,605170
4 [ AUCOs | 10,24026 | | 9 | ACUHy | 0,1361653 | | 14 | LIQNgg, | 0,000000

Tabelle 5.11: Deskriptorenwerte fiir das Spektrum aus Beispiel 5.3.2
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Abbildung 5.27: Komplexitat der Klassifikationsbdume

liefern. Man kénnte demnach V; durch einen terminalen Knoten ersetzen, der
wahr ausgibt, ebenso Vs durch einen terminalen Knoten, der falsch liefert.
Dies kann im Zuge des Lichtens eines Entscheidungsbaumes durchgefiihrt
werden. Andererseits enthélt aber der ungelichtete Entscheidungsbaum In-
formationen, die fiir die Verlésslichkeit einer Vorhersage herangezogen werden
kénnen. So wiirde man einer Vorhersage durch Vi3 aufgrund der Fehlklassifi-
kationen des Lernsatzes wohl eine hohere Verlisslichkeit einrdumen als einer
Vorhersage durch V4.

Schlielich wollen wir den CT zur Vorhersage {iber das Vorhandensein von
Methylester fiir das Spektrum aus Beispiel 5.3.2 heranziehen. Tabelle 5.11
enthélt die benotigten Deskriptorenwerte. Bei der Anwendung des CT werden
Knoten Vg, V4 und Vj durchlaufen. Die Vorhersage terminiert in Vjq. Wir
erhalten wahr als Prognose. Das untersuchte Spektrum gehort tatséchlich
zu einer Verbindung, die Methylesterals Substruktur enthélt (vgl. Abschnitte
5.4.2 und 5.6.1).

Wir werden unsere weiteren Untersuchungen auf die bereits angesprochenen
77 strukturellen Eigenschaften gemafi Anhang C ausdehnen. Besonders in-
teressiert uns dabei, inwiefern die Komplexitét der Klassifikationsbaume ihre
Vorhersagefihigkeit beeinflusst. Wir messen die Komplexitéat von CT in der
Anzahl verwendeter Deskriptoren und der Anzahl von Knoten. Der CART—
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Algorithmus kann iiber mehrere Parameter gesteuert werden, die sich auf die
Komplexitiat der CT auswirken.

In der hier verwendeten Implementierung gibt es einen Parameter mindev,
der vorschreibt, wie grofl im Vergleich zur Wurzel die Abweichung innerhalb
eines Knotens mindestens sein muss, damit eine weitere Aufspaltung erfolgt.
Kleinere Werte fiir mindev werden also zu komplexeren CT fiithren. Wir kon-
struieren zu jeder der 77 strukturellen Eigenschaften Klassifikationsbaume
mit mindev = k - 0,005 fiir £ =0, ..., 20.

Abbildung 5.27 zeigt die arithmetischen Mittel der Anzahlen von Knoten
und Deskriptoren in Abhéngigkeit von mindev. Zudem sind die Deskriptoren-
und Knotenanzahlen fiir CT zu Methylester in die Graphik aufgenommen.
Es ist deutlich erkennbar, dass die Komplexitét der Klassifikationsbdume mit
wachsendem mindev abnimmt.

Abbildung 5.28 gibt Aufschluss iiber die Missklassifikationsraten der CT zu
verschiedenen Werten fiir mindev. Dabei wurden arithmetische Mittel der
MCE hinsichtlich Lern- und Testsatz fiir die 77 strukturellen Eigenschaften
gebildet. Erwartungsgeméaf nehmen die Missklassifikationsraten M C'Epg fiir
den Lernsatz mit abnehmender Komplexitiat der CT zu. Die Missklassifika-
tionsraten fiir den Lernsatz sind deutlich niedriger als fiir den Testsatz. Fiir
MC Erg erhdlt man Minima bei Klassifikationsbdumen mittlerer Komple-
xitat. So ist fiir Klassifikationsbaume zu Methylester M C Epg minimal bei
mindev = 0,45. Das arithmetische Mittel der M C Erg iiber alle 77 struktu-
rellen Eigenschaften ist am kleinsten fiir mindev = 0, 4.

Abbildung 5.29 zeigt nochmals das arithmetische Mittel der MCE sowie die
Missklassifikationsraten beschriankt auf die beiden Klassen. Uberraschend
grofl ist der Unterschied fiir die arithmetischen Mittel der Missklassifikati-
onsraten MCFELg und MCE)Y. In Tabelle 5.12 sind MCE~L,, MCE} und
MCErg fir CT mit mindev = 0,04 zu den 77 strukturellen Eigenschaften
im Einzelnen aufgefiihrt.

Klassifikation durch lineare Verfahren

Zum Vergleich wollen wir unter denselben Voraussetzungen (gleiche struk-
turelle Eigenschaften, gleiche Lern- und Testsétze, gleiche Grundmenge von
Deskriptoren) MS—Klassifikatoren durch lineare Verfahren bestimmen.

Die Deskriptoren—Selektion nehmen wir mit einem [-fachen schrittweisen
Verfahren vor. Wir fithren das schrittweise Verfahren bis zu n = 30 Deskrip-
toren durch und testen dabei verschiedene Parameter [ € {5,20,50}. Die
Bestimmung der Modelle erfolgt mit Klassifikation durch (OLS—)Regression
(Abschnitte 3.1.1 und 3.2.1). Zur Bewertung der Modelle in den einzelnen
Schritten ziehen wir M CEps heran (vgl. Abschnitt 4.4.3).
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Abbildung 5.28: Mittlere Missklassifikationsraten fiir Lern- und Testsatz bei
Klassifikation durch CT
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| Name [MCEL4|MCE}4[MCErs| | Name [MCEL;|MCEG|MCErs|
C quart ch || 0,2733 | 0,4867 | 0,3800 benz-0 0,4400 | 0,1467 | 0,2933
C4 H9 0,3467 | 0,1467 | 0,2467 ar—-COOCH2* || 0,1733 | 0,3600 | 0,2667
C5 Hi1 0,3133 | 0,1800 | 0,2467 naph 0,3800 | 0,1133 | 0,2467
C5 H11l * 0,2533 | 0,5600 | 0,4067 phen-1-0H | 0,3800 | 0,4000 | 0,3900
C6 H13 0,2200 | 0,2200 | 0,2200 phen 0,2867 | 0,4200 | 0,3533
C6 H13 n 0,1667 | 0,2867 | 0,2267 phen-2-0H | 0,3467 | 0,3400 | 0,3433
C7 H15 0,1533 | 0,1333 | 0,1433 C0-C6H3-0 || 0,5133 | 0,1067 | 0,3100
C8 H17 0,1067 | 0,1000 | 0,1033 r>C=C<r 0,5067 | 0,2000 | 0,3533
C9 H19 0,2267 | 0,0800 | 0,1533 (CH3)2>C=C || 0,3800 | 0,1400 | 0,2600
C10 H21 0,2067 | 0,1067 | 0,1567 Br 0,1800 | 0,1867 | 0,1833
C11 H23 0,1133 | 0,1533 | 0,1333 Cl 0,1200 | 0,2067 | 0,1633
hydr carb || 0,3000 | 0,1533 | 0,2267 N 0,3800 | 0,2267 | 0,3033
(CH3)3-C 0,2400 | 0,1533 | 0,1967 N 2 0,5000 | 0,1667 | 0,3333
ar—-CHO 0,2400 | 0,2067 | 0,2233 P 0,4000 | 0,2533 | 0,3267
ar-C0,N2 0, 2400 | 0,5000 | 0,3700 Si 0,3600 | 0,2200 | 0,2900
ar—-CH2 0,2400 | 0,4067 | 0,3233 Sit 0,2800 | 0,2400 | 0,2600
ar-N, NHN 0,4200 | 0,3800 | 0,4000 Si >=2 0,1933 | 0,1667 | 0,1800
ar-C ch 0,4000 | 0,1067 | 0,2533 S 0,2733 | 0,2133 | 0,2433
ar-C r 0,1800 | 0,1867 | 0,1833 CH3-C00 0,3600 | 0,1400 | 0,2500
ar-C0 0,3467 | 0,2800 | 0,3133 CH3-CO 0,2400 | 0,1267 | 0,1833
ar—-CH 0,4800 | 0,1600 | 0,3200 alc tert 0,4333 | 0,1467 | 0,2900
ar-CH2CH2 || 0,3667 | 0,3467 | 0,3567 am tert 0,5400 | 0,1867 | 0,3633
ar-Cl 0,0933 | 0,1333 | 0,1133 n-C4H9-0 0,1200 | 0,2067 | 0,1633
ar-CO-CH2 || 0,5533 | 0,1400 | 0, 3467 C2H5-C0 0,2333 | 0,3400 | 0,2867
ar-C00 0,3000 | 0,3400 | 0,3200 CF3 0,1867 | 0,1667 | 0,1767
ar-F 0,1933 | 0,2467 | 0,2200 CF3-CO 0,0933 | 0,4133 | 0,2533
ar-N 0,4200 | 0,2067 | 0,3133 NH-CH2-CH2 || 0,3000 | 0,2600 | 0,2800
ar-N ch 0,4467 | 0,2733 | 0,3600 CH3-0-CH2 || 0,1467 | 0,0933 | 0,1200
ar-N r 0,4933 | 0,2067 | 0,3500 N(CH3)2 0,2200 | 0,1867 | 0,2033
ar-0 0,3467 | 0,3733 | 0,3600 CH3-COOCH || 0,1667 | 0,2067 | 0,1867
ar-0-CH2 0,6000 | 0,0800 | 0,3400 et-est 0,4333 | 0,2400 | 0,3367
ar—-0-CH3 0,2600 | 0,2733 | 0,2667 me-est 0,2467 | 0,2067 | 0,2267
ar-S r 0,3333 | 0,2600 | 0,2967 C2H5-0 0,7333 | 0,1667 | 0,4500
biphenyl 0,2067 | 0,2267 | 0,2167 (CH2)6-CO || 0,2467 | 0,2467 | 0,2467
C6H4-Br 0,1467 | 0,1867 | 0,1667 NO 0,3933 | 0,3533 | 0,3733
C6H4 omp 0,2600 | 0,3067 | 0,2833 S-CH2 0,4200 | 0,2467 | 0,3333
ph-C 0,2933 | 0,1733 | 0,2333 (CH3)3 si || 0,0400 | 0,0667 | 0,0533
ph-CH2-0 0,0467 | 0,0933 | 0,0700 r 5+6 0,2933 | 0,4600 | 0,3767
ph 0,3000 | 0,2733 | 0,2867

Tabelle 5.12: Missklassifikationsraten von MS—Klassifikatoren (CT) fiir 77
strukturelle Eigenschaften
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Dies wirft weitere Probleme auf. Die Effizienz des [-fachen schrittweisen
Verfahrens beruht darauf, dass in jedem Schritt nur die besten [ Model-
le ausgewihlt und weiter verwendet werden. Treten mehrere Modelle mit
gleichem MCE auf, so gibt es Situationen, in denen die besten [ Modelle
nicht eindeutig bestimmt werden konnen. Zunéchst kann man sich behel-
fen, indem man die Selektion in dem betroffenen Schritt um all die Modelle
vergroBert, welche gleiche MCE wie das [-te Modell haben. Da die MCE
aufgrund der Grofle des Lernsatzes nur 300 verschiedene Werte annehmen
konnen, kommt es zu Féllen, wo diese Situation in mehreren aufeinander
folgenden Schritten eintritt, und somit sehr grofle Mengen gleich guter Mo-
delle beriicksichtigt werden miissen. Wir schaffen dem Abhilfe, indem wir bei
gleicher Missklassifikationsrate RSS als zusétzliches Kriterium heranziehen.
Kleine RSS bedeuten, dass die Klassen gut separiert werden. Wir wahlen
deshalb MCFEps + |LS|'RSSs als Auswahlkriterium.

Fiir die so gewonnen Deskriptorensitze verwenden wir LDA zur Klassifika-
tion*. Abbildung 5.30 zeigt die arithmetischen Mittel der Missklassifikati-
onsraten fiir Lern und Testsatz bei verschiedenen [ in Abhéngigkeit von der
Anzahl verwendeter Deskriptoren. Wir sehen, dass fiir den Lernsatz die Werte
der MCE mit zunehmender Deskriptorenanzahl streng monoton abnehmen,
bei groflerem [ sind die arithmetischen Mittel fiir gleiche Anzahl von De-
skriptoren kleiner. Letzteres gilt auch fiir den Testsatz. In Abhéngigkeit der
Deskriptorenanzahl haben wir auf dem Testsatz jedoch Minima im Bereich
zwischen 10 und 15 Deskriptoren. Fiir groflere Anzahlen von Deskriptoren
wachsen die Werte tendenziell wieder an.

Genaueren Aufschluss iiber dass Verhalten der Mittelwerte von MC Erg fiir
[ = 50 liefert Abbildung 5.31. Wir erkennen ein globales Minimum bei n = 13
Deskriptoren. Zusétzlich sind die mittleren Missklassifikationsraten fiir die
einzelnen Klassen eingezeichnet. Zwar sind die Werte fiir Klasse falsch meist
hoher als fiir Klasse wahr, jedoch sind die Abweichungen nicht so deutlich
wie bei Klassifikationsbdumen.

Tabelle 5.12 zeigt MCELy, MCEYS und MC Erg fiir die Modelle mit n = 13
Deskriptoren im Einzelnen. In Abbildung 5.32 sind die MC Erg der Klassi-
fikationsbaume mit mindev = 0,04 und der linearen Modelle mit n = 13
Deskriptoren gegeneinander abgetragen. Datenpunkte oberhalb der Diago-
nalen stehen dabei fiir strukturelle Eigenschaften, die durch LM besser vor-
hergesagt werden als durch CT. Man sieht deutlich die Vorteile zugunsten
der linearen Methode. Bei strukturellen Eigenschaften, fiir die entweder Mo-

4Unter den hier bestehenden Voraussetzungen — binire Klassifikation mit gleich vielen
Beobachtungen beider Klassen im Lernsatz — ist LDA identisch mit Klassifikation durch
MLR.
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[Name  [MCEIS[MCEV,[MCErs| [Name  [MCERIMCEYG[MCErs]
C quart ch || 0,3400 | 0,3933 | 0,3667 | [ benz-0 0,2200 | 0,1933 | 0, 2067
C4 HY 0,2467 | 0,2333 | 0,2400 | | ar-COOCH2* || 0, 1400 | 0,2067 | 0, 1733
C5 Hil 0,2933 | 0,1533 | 0,2233 | | naph 0,2933 | 0,0033 | 0,1933
C5 H11 * || 0,4000 | 0,4067 | 0,4033 | | phen-1-0H || 0,3200 | 0,3000 | 0,3100
C6 H13 0,2267 | 0,2800 | 0,2533 | | phen 0,2867 | 0,3333 | 0,3100
C6 HI3 n || 0,2333 | 0,1467 | 0,1900 | | phen-2-0H || 0,2867 | 0,2867 | 0,2867
C7 H15 0,1533 | 0,1533 | 0,1533 | | CO-C6H3-0 || 0,3467 | 0,2533 | 0,3000
C8 H17 0,2067 | 0,0933 | 0,1500 | | r>C=C<r 0,1533 | 0,2867 | 0,2200
Co H19 0,1800 | 0,0600 | 0,1200 | | (CH3)2>C=C || 0,2733 | 0,2600 | 0, 2667
C10 H21 0,2000 | 0,1133 | 0,1567 | | Br 0,1067 | 0,1867 | 0, 1467
C11 H23 0,1600 | 0,0533 | 0,1067 | | c1 0,0600 | 0,2400 | 0, 1500
hydr carb | 0,2600 | 0,1067 | 0,1833 | [N 0,3000 | 0,2333 | 0,2667
(CH3)3-C || 0,1267 | 0,1533 | 0,1400 | | N 2 0,3533 | 0,3333 | 0,3433
ar-CHO 0,2533 | 0,2067 | 0,2300 | | P 0,2267 | 0,3133 | 0,2700
ar-CO,N2 || 0,3600 | 0,2267 | 0,2933 | | si 0,1467 | 0,1200 | 0, 1333
ar-CH2 0,2867 | 0,3467 | 0,3167 | | 81 1 0,1933 | 0,2600 | 0, 2267
ar-N,NHN || 0,3467 | 0,2267 | 0,2867 | | Si >=2 0,0933 | 0,0933 | 0,0933
ar-C ch 0,2600 | 0,1467 | 0,2033 | | S 0,2933 | 0,3133 | 0,3033
ar-C r 0,1667 | 0,1733 | 0,1700 | | cH3-COO 0,2733 | 0,2133 | 0,2433
ar-C0 0,3600 | 0,1600 | 0,2600 | | CH3-CO 0,1600 | 0,1933 | 0, 1767
ar-CH 0,2867 | 0,2600 | 0,2733 | | alc tert | 0,2533 | 0,3533 | 0,3033
ar-CH2CH2 || 0,2867 | 0,1933 | 0,2400 | | am tert 0,2800 | 0,3533 | 0,3167
ar-Cl 0,0867 | 0,1067 | 0,0967 | | n-C4H9-0 || 0,1533 | 0,2533 | 0,2033
ar-CO-CH2 || 0,3300 | 0,3267 | 0,3533 | | C2H5-CO 0,1733 | 0,2267 | 0, 2000
ar-C00 0,3533 | 0,2333 | 0,2933 | | CF3 0,1400 | 0,1667 | 0, 1533
ar-F 0,2200 | 0,1800 | 0,2000 | | CF3-CO 0,1267 | 0,2267 | 0, 1767
ar-N 0,2000 | 0,2867 | 0,2433 | | NH-CH2-CH2 || 0,2200 | 0,3200 | 0,2700
ar-N ch 0,3067 | 0,2133 | 0,2600 | | CH3-0-CH2 || 0,1067 | 0, 1467 | 0, 1267
ar-N 0,3200 | 0,2600 | 0,2900 | | N(CH3)2 0,2133 | 0,1733 | 0,1933
ar-0 0,3533 | 0,2933 | 0,3233 | | CH3-COOCH || 0,2400 | 0,2200 | 0,2300
ar-0-CH2 || 0,3533 | 0,3467 | 0,3500 | | et-est 0,3467 | 0,3400 | 0, 3433
ar-0-CH3 || 0,3267 | 0,2400 | 0,2833 | | me-est 0,2000 | 0,3400 | 0, 2700
ar-S r 0,2867 | 0,2133 | 0,2500 | | C2H5-0 0,2600 | 0,3267 | 0,2933
biphenyl | 0,2933 | 0,1400 | 0,2167 | | (CH2)6-CO || 0,2000 | 0,2133 | 0,2067
C6H4-Br 0,0800 | 0,1400 | 0,1100 | | NO 0,3667 | 0,3733 | 0,3700
C6H4 omp || 0,2600 | 0,1933 | 0,2267 | | S-CH2 0,1867 | 0,3800 | 0,2833
ph—C 0,2467 | 0,1467 | 0,1967 | | (CH3)3 Si || 0,0533 | 0,0667 | 0,0600
ph-CH2-0 || 0,0733 | 0,0467 | 0,0600 | | r 5+6 0,3600 | 0,3267 | 0,3433
ph 0,1600 | 0,1933 | 0,1767

Tabelle 5.13: Missklassifikationsraten von MS—Klassifikatoren (LDA) fiir 77
strukturelle Eigenschaften
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Abbildung 5.32: Missklassifikationsraten fiir CT mit mindev = 0,04 und LM
mit 13 Deskriptoren

delle mit MC Erg < 0,15 oder keine Modelle mit MC Epg < 0,35 bestimmt
wurden, sind zudem die Namen der strukturellen Eigenschaften eingetragen.

Klassifikation durch ANN und SVM

Neben CT und LDA wollen wir auch ANN und SVM zur Klassifikation von
Massenspektren testen. Beim CART-Algorithmus erfolgt die Auswahl der
Deskriptoren wéahrend der Konstruktion des Entscheidungsbaumes. MLR
kann mit sehr geringem Zeitaufwand durchgefiihrt werden. Deshalb ist es
moglich, eine Vielzahl verschiedener Teilmengen innerhalb vertretbarer Zeit
zu testen, und gut geeignete Teilmengen von Deskriptoren auszuwéhlen.
Fiir ANN und SVM scheiden diese Moglichkeiten aus. Um die verschiedenen
Verfahren trotzdem vergleichen zu konnen, berechnen wir ANN und SVM fiir
die durch CT und MLR bestimmten Teilmengen von Deskriptoren. Wir te-
sten dabei fur die 77 strukturellen Eigenschaften neben CT (mindev = 0,04)
und LDA auch ANN mit einem, zwei und drei HN sowie SVM mit linearem,
radialem, polynomialem (degree = 2) und sigmoid Kernel.
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‘ H Min. ‘ 1.Quart. ‘ Median‘ Mittel ‘S.Quart. ‘ Max. ‘

CT 0,05333 | 0,20333 | 0,26667 | 0,26468 | 0,33333 | 0,45000
LDA 0,07667 | 0,19333 | 0,24000 | 0,24762 | 0,31333 | 0,46000
ANN, 1HN || 0,07000 | 0,19000 | 0,24333 | 0,24498 | 0,30333 | 0,48667
ANN;, 2HN || 0,08000 | 0,19333 | 0,25333 | 0,25260 | 0,31333 | 0,45333
ANN;, 3HN || 0,06000 | 0,20333 | 0,26333 | 0,26048 | 0,32667 | 0,44667
SVM, lin 0,08333 | 0,19667 | 0,24000 | 0,24749 | 0,31667 | 0,47000
SVM, rad || 0,06667 | 0,19000 | 0,23333 | 0,24082 | 0,30333 | 0,45667
SVM, pol 0,06667 | 0,19333 | 0,24000 | 0,24368 | 0,31333 | 0,44667
SVM, sig 0,08667 | 0,22000 | 0,28000 | 0,28831 | 0,36333 | 0,47333

Tabelle 5.14: Missklassifikationsraten verschiedener Klassifikationsverfahren
bei Deskriptoren—Selektion durch CT

‘ H Min. | 1.Quart. | Median‘ Mittel |3.Quart. | Max. ’

CT 0,07000 | 0,21000 | 0,25667 | 0,26485 | 0,33667 | 0,45667
LDA 0,06000 | 0,17667 | 0,23000 | 0,23186 | 0,29000 | 0,40333
ANN;, 1HN || 0,08000 | 0,18000 | 0,24333 | 0,23740 | 0,29667 | 0,40667
ANN, 2HN || 0,09000 | 0,19000 | 0,25000 | 0,24823 | 0,29667 | 0,41333
ANN, 3HN || 0,08667 | 0,18000 | 0,25000 | 0,24848 | 0,30000 | 0,44000
SVM, lin 0,06000 | 0,17333 | 0,23333 | 0,23329 | 0,28667 | 0,42000
SVM, rad || 0,06333 | 0,17667 | 0,22333 | 0,23160 | 0,29333 | 0,42333
SVM, pol 0,05333 | 0,18000 | 0,23333 | 0,23247 | 0,29333 | 0,43333
SVM, sig 0,09333 | 0,18667 | 0,24667 | 0,24831 | 0,30667 | 0,41000

Tabelle 5.15: Missklassifikationsraten verschiedener Klassifikationsverfahren
bei schrittweiser Deskriptoren—Selektion durch MLR

Deskriptoren wurden zum einen durch den CART-Algorithmus (mindev =
0,04) gewéhlt. Hierbei kann die Anzahl von Deskriptoren fiir die einzelnen SP
variieren. Als zweites Verfahren zur Variablen—Auswahl wurde das bereits zu-
vor verwendete schrittweise Verfahren in Verbindung mit MLR herangezogen.
Dabei wurden Teilmengen von 13 Deskriptoren durch 50-fache schrittweise
Variablen—Selektion ausgewihlt.

Tabellen 5.14 und 5.15 fassen die Missklassifikationsraten auf den Testsédtzen
zusammen. Tabelle 5.14 enthélt Ergebnisse fiir die Variablen—Selektion durch
CART. Man sieht, dass LDA fiir diese Deskriptoren—Satze bessere Vorher-
sagefidhigkeit hat als Klassifikation durch CT. Gemessen am arithmetischen
Mittel und am Median iiber alle 77 SP liefern SVM mit radialem Kernel die
kleinsten Missklassifikationsraten.
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Abbildung 5.33 veranschaulicht die Ergebnisse durch einen Bozplot. Die
Rechtecke in einem Boxplot werden begrenzt durch das erste und dritte Quar-
til, die vertikale Linie innerhalb der Box repréasentiert den Median. Der durch
gestrichelte Linien angedeutete Bereich beschreibt den grofiten und den klein-
sten Wert, der weniger als die range—fache Hohe der Box von deren Grenzen
entfernt ist. Hier wurde range = 0,75 gewédhlt. Werte, die aulerhalb dieses
Bereichs liegen, werden durch Kreise repréisentiert.

Tabelle 5.15 fasst die Missklassifikationsraten auf dem Testsatz fiir Variablen—
Selektion durch das schrittweise Verfahren mit MLR zusammen. Hier sind die
linearen Modelle deutlich besser als CT, und werden nur von SVM mit radia-
lem Kernel geringfiigig iibertroffen. Im Vergleich zur Deskriptoren—Selektion
durch CT schneiden bei der schrittweisen Selektion LDA, ANN und SVM
besser ab. Abbildung 5.34 illustriert die Ergebnisse wiederum als Boxplot.
Man sieht, dass die Boxen tiefer liegen als in Abbildung 5.33.

Unter den hier getesteten Verfahren zeigen SVM mit radialem Kernel in Ver-
bindung mit Variablen—Selektion durch MLR die beste Vorhersagefiahigkeit.
Tabelle 5.12 zeigt zu diesem Verfahren MCELy, MCE}, und MCErg fiir
die 77 SP im Einzelnen.

Leider kénnen die Ergebnisse mit anderen Arbeiten auf diesem Gebiet nur
eingeschrinkt verglichen werden. Zunéchst unterscheiden sich die zufillig
ausgewdhlten Lern- und Testsétze, weiterhin wurden unterschiedliche Ver-
fahren zur Deskriptoren—Selektion verwendet. Jedoch wird beim Vergleich
mit den Ergebnissen aus [163] deutlich, dass iibereinstimmend manche SP
gut zur Klassifikation geeignet sind, andere schlechter.

Jingst konnten durch Verwendung von Boosted Trees [149] deutliche Verbes-
serungen in der Vorhersagefdhigkeit gegeniiber Entscheidungsbdumen und
linearen Verfahren erzielt werden. Allerdings unterscheiden sich diese Be-
rechnungen in den verwendeten Deskriptoren und den Gréfien von Lern- und
Testsatz von den hier dargestellten Ergebnissen.

Um die Forschung auf diesem entscheidenden Teilgebiet der CASE mit MS
voranzutreiben, wére es wichtig, Referenz—Datensétze anzulegen und offent-
lich verfiigbar zu machen, damit verschiedene Ansétze vergleichbar werden,
und die rasanten Entwicklungen auf dem Gebiet der maschinellen Lernver-
fahren rasch fiir die konkrete Anwendung genutzt werden konnen.

5.5.3 Systematische Suche nach neuen Substrukturen
fiir MS—Klassifikatoren

Wir fragen uns, ob es jenseits der in Anhang C vorgestellten strukturellen
Eigenschaften kleine Substrukturen gibt, die gut durch MS-Klassifikatoren



5.5. KLASSIFIKATION VON MASSENSPEKTREN 237

Name ||MCETES|MCE¥{9|MCETS| | Name ||MCETES|MC’E%|MC’ETS|
C quart ch || 0,4000 | 0,3000 | 0,3500 benz-0 0,1867 | 0,1667 | 0,1767
C4 H9 0,2333 | 0,2667 | 0,2500 ar-C0O0OCH2* || 0,1667 | 0,1733 | 0,1700
C5 Hi11 0,2600 | 0,1733 | 0,2167 naph 0,1800 | 0,1533 | 0,1667
C5 H11 =* 0,4200 | 0,4267 | 0,4233 phen-1-0H 0,2933 | 0,3400 | 0,3167
C6 H13 0,1733 | 0,3067 | 0,2400 phen 0, 3200 | 0,3400 | 0,3300
C6 H13 n 0,1933 | 0,2133 | 0,2033 phen-2-0H 0,2600 | 0,2600 | 0,2600
C7 H15 0,1200 | 0,2000 | 0,1600 C0-C6H3-0 0,3333 | 0,2800 | 0,3067
C8 H17 0,1600 | 0,1267 | 0,1433 r>C=C<r 0,1200 | 0,3000 | 0,2100
C9 H19 0,1800 | 0,0800 | 0,1300 (CH3)2>C=C || 0,2867 | 0,2133 | 0,2500
C10 H21 0,1533 | 0,0800 | 0,1167 Br 0,1667 | 0,2333 | 0,2000
C11 H23 0,1133 | 0,1133 | 0,1133 Cl 0,1200 | 0,1867 | 0,1533
hydr carb 0,1867 | 0,1067 | 0,1467 N 0,3333 | 0,2267 | 0,2800
(CH3)3-C 0,1400 | 0,1600 | 0,1500 N 2 0, 3400 | 0,3667 | 0,3533
ar-CHO 0,2067 | 0,2000 | 0,2033 P 0,3067 | 0,3200 | 0,3133
ar-C0,N2 0,3533 | 0,2267 | 0,2900 Si 0,1000 | 0,1400 | 0,1200
ar-CH2 0,3533 | 0,2867 | 0,3200 Si 1 0,2067 | 0,2533 | 0,2300
ar-N,NHN 0,3800 | 0,2067 | 0,2933 Si >=2 0,0800 | 0,1067 | 0,0933
ar-C ch 0,2533 | 0,1533 | 0,2033 S 0,3067 | 0,2667 | 0,2867
ar-C r 0,2067 | 0,1800 | 0,1933 CH3-C00 0,2400 | 0,1933 | 0,2167
ar-C0 0,4067 | 0,1733 | 0,2900 CH3-CO 0,1600 | 0,1800 | 0,1700
ar-CH 0,3200 | 0,2867 | 0,3033 alc tert 0,2800 | 0,3867 | 0,3333
ar-CH2CH2 0,3200 | 0,1600 | 0,2400 am tert 0,2800 | 0,2667 | 0,2733
ar-Cl 0,0933 | 0,1000 | 0,0967 n-C4H9-0 0,1467 | 0,2133 | 0,1800
ar-C0-CH2 0,3667 | 0,3133 | 0,3400 C2H5-CO 0,1533 | 0,2267 | 0,1900
ar-C00 0,4000 | 0,1800 | 0,2900 CF3 0,1600 | 0,1733 | 0,1667
ar-F 0,1933 | 0,2533 | 0,2233 CF3-CO0 0,1267 | 0,2667 | 0,1967
ar-N 0,2133 | 0,3000 | 0,2567 NH-CH2-CH2 || 0,2467 | 0,3133 | 0,2800
ar-N ch 0,3000 | 0,2333 | 0,2667 CH3-0-CH2 0,0867 | 0,1467 | 0,1167
ar-N r 0,2933 | 0,3067 | 0,3000 N(CH3)2 0,2267 | 0,1800 | 0,2033
ar-0 0,3867 | 0,2867 | 0,3367 CH3-COOCH 0,2200 | 0,1867 | 0,2033
ar-0-CH2 0,3267 | 0,3200 | 0,3233 et-est 0,4333 | 0,3067 | 0,3700
ar-0-CH3 0,2667 | 0,2267 | 0,2467 me-est 0,1733 | 0,3400 | 0,2567
ar-S r 0,2533 | 0,2067 | 0,2300 C2H5-0 0,2867 | 0,3067 | 0,2967
biphenyl 0,2733 | 0,1533 | 0,2133 (CH2)6-CO 0,2200 | 0,1667 | 0,1933
C6H4-Br 0,0733 | 0,1467 | 0,1100 NO 0,3267 | 0,3867 | 0,3567
C6H4 omp 0,2133 | 0,1800 | 0,1967 S-CH2 0,2667 | 0,3267 | 0,2967
ph-C 0,1867 | 0,2000 | 0,1933 (CH3)3 Si 0,0333 | 0,0933 | 0,0633
ph-CH2-0 0,0733 | 0,0867 | 0,0800 r 5+6 0,3333 | 0,3933 | 0,3633
ph 0,1733 | 0,2400 | 0,2067

Tabelle 5.16: Missklassifikationsraten von MS-Klassifikatoren (SVM mit ra-
dialem Kernel) fiir 77 strukturelle Eigenschaften
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| Substruktur | Verfahren | MCEfy | MCEJ, | MCErg |

C—Si—C SVM, rad | 0,0467 | 0,1133 | 0,0800
C—Si—N LDA 0,0800 | 0,0667 | 0,0733
C=C—Cl ANN, 11N | 0,0800 | 0,1067 | 0,0933
CI—C=C—Cl | LDA 0,0467 | 0,0733 | 0,0600
O=C—0-Si | SVM, rad | 0,0733 | 0,0600 | 0,0667
C—C—N-=Si [CT 0,0267 | 0,0867 | 0,0567
C=C—N-Si |CT 0,0400 | 0,0800 | 0,0600
C,>N—Si | LDA 0,1000 | 0,0733 | 0,0867
C—N—-Si—C | LDA 0,0733 | 0,0800 | 0,0767
C,>Si—N | SVM, rad | 0,0667 | 0,0867 | 0,0767
C=C—0-Si | LDA 0,1067 | 0,0533 | 0,0800
C—0—Si—C |SVM, pol | 0,1067 | 0,0533 | 0,0800
C,>5i—0 | SVM, pol | 0,0667 | 0,0867 | 0,0767
C,>S5i—C SVM, pol | 0,0600 | 0,1333 | 0,0967
C—C=C—Cl | ANN, 31N | 0,0733 | 0,1000 | 0,0867

Tabelle 5.17: Missklassifikationsraten fiir gut klassifizierbare Substrukturen

erkennbar sind. Wir wollen eine systematische Suche nach Substrukturen
durchfiihren, fiir die gute MS—Klassifikatoren bestimmt werden koénnen.

Wir verwenden dafiir Algorithmus 4.3.7, der zu einer gegebenen Menge mole-
kularer Graphen systematisch alle molekularen Teilgraphen findet. In unserer
MS-Struktur—Datenbasis werden auf diese Weise alle Substrukturen mit bis
zu 3 Kanten ermittelt. Davon existieren 1790. Diese werden als strukturel-
le Eigenschaften zur Klassifikation von Massenspektren herangezogen. Wir
verfahren wie unter Abschnitt 5.5.2 beschrieben, und bilden zunéchst Lern-
und Testsétze mit je 150 Datenséitzen pro Klasse.

Von den 1790 Substrukturen verbleiben 301, fiir die die geforderten Lern-
und Testsdtze gebildet werden konnen. Fiir jede dieser 301 Substrukturen
berechnen wir MS-Klassifikatoren. Zur Deskriptoren—Selektion verwenden
wie zuvor beschrieben das 50-fache schrittweise Verfahren mit MLR. Auf
diese Weise werden fiir jede Substruktur 13 MS—Deskriptoren ermittelt, die
fiir die Modellierung relevant sind. Zur Klassifikation verwenden wir CT,
LDA, ANN mit einem, zwei und drei HN sowie SVM mit linearem, radialem,
polynomialem (degree = 2) und sigmoid Kernel.

Wir sind nur an Substrukturen interessiert, fiir die gute Klassifikatoren ge-
funden werden konnen. Es gibt 15 Substrukturen, fiir die insgesamt 80 Klas-
sifikatoren mit MCFEpgs < 0,1 ermittelt werden. Diese 80 Klassifikatoren
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verteilen sich wie folgt auf die einzelnen Verfahren:

CT | LDA | ANN | ANN | ANN | SVM | SVM | SVM | SVM
1HN | 2HN | 3HN | lin rad pol sig

4] B ] 10| 4 [ 6 [ 12 ] 10 [ 14 ]| 7|

Tabelle 5.17 gibt fiir jede der 15 Substrukturen MCEXy, MCE}, MCErg
und das Klassifikationsverfahren des Klassifikators mit bester Vorhersagefé-
higkeit an.
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5.6 Automatisierte Strukturaufkliarung mit
Massenspektrometrie

Die beschriebenen Verfahren zur MS-Klassifikation und zum Ranking von
Brutto- und Strukturformeln legen es nahe, diese einzelnen Prozeduren in
Verbindung mit einem Strukturgenerator zur automatisierten Strukturauf-
klarung nach Schema 5.1 und 5.4 zu koppeln. Nach den Ergebnissen iiber
die Giite von Rankingfunktionen (Abschnitt 5.4) und die Missklassifikati-
onsraten von MS-Klassifikatoren (Abschnitt 5.5) diirfte jedoch auch dem
optimistischen Leser bewusst sein, dass die Verwendung solchen Systems im
automatischen Modus nach derzeitigem Stand der Forschung riskant ist. Im
interaktiven Betrieb kann das Zusammenspiel der einzelnen Komponenten
dagegen durchaus zu einen Erkenntnisgewinn fiir konkrete Anwendungen ge-
reichen. In MOLGEN-MS [58, 76] wurde ein solcher Prototyp realisiert. Im
Folgenden wird die automatische Strukturaufklarung mit MS anhand zweier
Beispiele durchgefiihrt.

5.6.1 Beispiel: n—Pentansduremethylester

Fiir die Extraktion struktureller Eigenschaften verwenden wir MS—Klassifi-
katoren aus MSclass [154]. Diese Klassifikatoren wurden iiber Klassifikation
durch Regression (Abschnitt 3.1.1) ermittelt. Beim Trainieren der Klassifi-
katoren wurden fiir die Werte der Diskriminanzfunktion Prozent—Quantile
berechnet. Somit ist es bei der Vorhersage moglich, eine Genauigkeit fiir
die Prognose anzugeben. Klassifikator—Antworten mit geringer Genauigkeit
konnen auf diese Weise unterdriickt werden. Allerdings verringert sich da-
mit auch die Anzahl struktureller Eigenschaften fiir die Bruttoformel- und
Strukturgenerierung.

Insgesamt stehen 160 Klassifikatoren zu 85 strukturellen Eigenschaften (An-
hang C) zur Verfiigung. Fiir manche Eigenschaften gibt es bis zu 4 ver-
schiedene Klassifikatoren. Solche Klassifikatoren zur gleichen strukturellen
Eigenschaft unterscheiden sich in den verwendeten Deskriptoren und/oder
dem Klassifikationsverfahren.

MS—Klassifikation

Angewandt auf das Spektrum I aus Beispiel 5.3.2 erhalten wir 68 Klassifika-
tor-Antworten mit einer Genauigkeit von mindestens 95%, wovon 5 positiv
und 63 negativ ausfallen. Die Ausgabe von MSclass fiir die positiven Klassi-
fikations—Ergebnisse lautet:
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Name Class Prec Description Type
non ar /2 true 99.03 aroma: non aromatic RBF
me-est /1 true 98.16 func: ester: methyl LDA
non ar /1 true 97.20 aroma: non aromatic LDA
me-est /2 true 97.14 func: ester: methyl LDA
me-est /4 true 95.07 func: ester: methyl RBF

Dabei wird pro Zeile ein Klassifikator-Ergebnis angegeben. In der ersten Spal-
te befindet sich der Name des Klassifikators. Dieser ist zusammengesetzt aus
der Abkiirzung fiir die strukturelle Eigenschaft und der Nummer des Klassi-
fikators. Wir haben hier 3 positive Antworten zur strukturellen Eigenschaft
Methylester. Des Weiteren ist in Spalte Prec die Genauigkeit der Vorhersage
und in der letzten Spalte das verwendete Klassifikationsverfahren aufgefiihrt.
Als Klassifikationsverfahren werden in MSclass LDA und ANN mit radialen
Basis—Funktionen (kurz RBF') verwendet.

Wichtigstes Resultat in diesem Beispiel ist die Erkennung der funktionellen
Gruppe Methylester, die 3 von insgesamt 4 Klassifikatoren fiir diese Sub-
struktur als vorhanden prognostizieren. Die Aussage, dass der Analyt nicht
aromatisch ist, erweist sich fiir den weiteren Strukturaufklarungsprozess als
wenig ergiebig.

Zunachst muss man Klassifikationsergebnisse fiir gleiche strukturelle Eigen-
schaften zusammenfassen. Hierfiir bieten sich verschiedene, auf Mehrheits-
beschluss basierende Verfahren an: relative, absolute, qualifizierte, konsisten-
te oder einstimmige Mehrheit. Wir verwenden das Prinzip der konsisten-
ten Mehrheit, d.h. es muss mindestens eine Klassifikator—-Antwort mit der
geforderten Mindestgenauigkeit vorliegen und es diirfen keine gegenteiligen
Klassifikationsergebnisse eintreten. Auf diese Weise werden 2 strukturelle Ei-
genschaften als anwesend und 40 als abwesend vorhergesagt.

Bestimmung der Bruttoformel

Wegen der Anwesenheit von Methylester muss fiir die Bruttoformel 5 des
Analyten gelten
B(C) =2, f(H) =3, 5(0) = 2.

Aus demselben Grund muss  mindestens ein Doppelbindungséquivalent auf-
weisen: DBE() > 1. Negative Klassifikator-Antworten liefern Informationen
iiber die Abwesenheit der Elemente P und Si:

B(P) = B(Si) = 0.

Fiir die Bestimmung von Bruttoformel-Kandidaten wollen wir voraussetzen,
dass die Molekiilmasse von 116 amu bekannt ist. In Beispiel 5.4.5 haben wir
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bereits Bruttoformeln zu dieser Masse unter verschiedenen Nebenbedingun-
gen generiert. In Bgm gibt es 9 Bruttoformeln, welche die oben genannten An-
forderungen fiir die Vielfachheiten der Elemente erfiillen. Eine davon versto83t
gegen die DBE-Bedingung : DBE(CyH3F30,) = 0. Fiir die verbleibenden 8
Bruttoformeln werden folgende Vergleichswerte berechnet:

1. MV(I,C4HgN,0,) = 0,9978946
2. MV(I,C5H4N,05) = 0,9966711
3. MV(I,CoH4N4O,) = 0,9958909
4. MV(I,CsHgO3) = 0,9958316
5. MV(I,CsHsFO,) = 0,9952805
6. MV(I,CeH120,) = 0,9942863
7. MV(I,C4Hs04) = 0,8240869
8. MV(I,C4Hs0,5) = 0,8205838

Basierend auf den Quantilen fiir Bruttoformel-Vergleichswerte aus Tabelle
5.7 kann man nun eine Auswahl relevanter Bruttoformel-Kandidaten treffen.
Mochte man mit einer Zuverlissigkeit von 95% die korrekte Bruttoformel in
der Selektion vorfinden, so muss man alle Kandidaten § mit Vergleichswert
MV(I,3) > 0,8775297 berticksichtigen. Auf diese Weise werden C4H404 und
C4H40,S ausgeschlossen.

Bestimmung der Strukturformel

Zu den verbleibenden 6 Summenformeln gibt es insgesamt 118669 Struk-
turformeln. Aus der strukturellen Eigenschaft Methylester gewinnt man eine
vorgeschriebene Substruktur und aus den 40 abwesenden strukturellen Eigen-
schaften erhélt man 52 verbotene Substrukturen. Mit diesen Restriktionen
verbleiben 123 Strukturformeln. Unter Verwendung der permanenten Badlist
nach [150] mit 32 Substrukturen kann man den Strukturraum um weitere 4
Kandidaten verkleinern.

Abbildung 5.35 zeigt die Strukturformel—Vergleichswerte zu den 123 Kandi-
daten. Vergleichswerte der 4 Strukturen, die durch die permanente Badlist
ausgeschlossen werden, sind grau markiert. Auf der rechten Seite sind entlang
der y—Achse Prozent—Quantile fiir Strukturformel-Vergleichswert nach Ta-
belle 5.9 aufgetragen. Méchte man nach diesen Werten eine Menge von Kan-
didaten auswéhlen, die mit einer Genauigkeit von 80% die korrekte Struktur
umfasst, so sind die 13 besten Kandidaten zu betrachten. In diesem Beispiel
heben sich die Vergleichswerte der 13 besten Kandidaten deutlich von den
itbrigen Werten ab. In Abbildung 5.36 sind die 28 bestplatzierten Struktur-
kandidaten sortiert nach abfallenden Vergleichswerten dargestellt. Die kor-
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Abbildung 5.35: Vergleichswerte der Strukturkandidaten fiir das Spektrum
aus Beispiel 5.3.2

rekte Struktur, n—Pentansduremethylester, befindet sich in diesem Ranking
tatséchlich an erster Position.

Ein besonders deutliches Ergebnis erhilt man, wenn man sich auf Struktur-
formeln zur korrekten Bruttoformel CgH;2,0, beschriankt. Man erhélt dann 4
Strukturkandidaten. Die korrekte Strukturformel hat einen Vergleichswert
von 0,60530. Die weiteren Strukturkandidaten zu CgHi20, und ihre Ver-
gleichswerte sind:

/OW /O\H)\/ /O\H><
o o o)

MV: 0,52757 MV: 0,09723 MV: 0,03732

In Abbildung 5.35 sind die Vergleichswerte von Strukturen zur korrekten
Bruttoformel durch eine schwarze Markierung hervorgehoben.
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Abbildung 5.36: Ranking von Strukturkandidaten fiir das Spektrum aus Bei-

spiel 5.3.2
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Abbildung 5.37: Massenspektrum von 3-Hydoxyphenylessigsidureethylester

5.6.2 Beispiel: 3—Hydoxyphenylessigsdureethylester

Abbildung 5.37 zeigt das Massenspektrum unseres zweiten Beispiels. Wir
beginnen unsere Strukturaufklarung wie zuvor mit MS—Klassifikation.

MS—Klassifikation

Die 160 Klassifikatoren aus MSclass liefern bei 95% Mindestgenauigkeit 6
positive und 42 negative Antworten. Die positiven Klassifikator—-Ergebnisse
sind:

Name Prec  Description Type
phen /1 99.17 aroma: phenol (1-3 OH), alkyl-subst. LDA
phen /2 99.15 aroma: phenol (1-3 0OH), alkyl-subst. LDA
benz-0 /1 99.03 aroma: CH2 - C6H4 - 0 - (o,m,p) LDA
phen-1-0H /2 99.01 aroma: phenol (1 0H), alkyl-subst. LDA
phen-1-0H /1 99.00 aroma: phenol (1 OH), alkyl-subst. LDA
et-est /1 96.11 func: ester: ethyl RBF

Wir fassen die Klassifikator-Ergebnisse fiir gleiche strukturelle Eigenschaften
wieder durch Mehrheitsprinzip zusammen. Mit konsistenter Mehrheit erhal-
ten wir 4 vorhandene und 26 verbotene strukturelle Eigenschaften.
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Bestimmung der Bruttoformel

Fiir die Bruttoformel 3 der unbekannten Verbindung erhalten wir daraus
folgende Einschrankungen

B(C) > 17, B(H) > 6, B(0) > 2, A(Si) = 0 und DBE(G) > 4.

Die Molekiilmasse von 180 amu setzen wir wiederum als bekannt voraus. Ba-
sierend auf den Elementen aus &7 gibt es zu dieser Masse insgesamt 14353
Bruttoformeln. Davon sind 2064 aus Bgﬂ. Unter Beriicksichtigung der Be-
schriankungen fiir die Vielfachheiten der Elemente verbleiben 23 Bruttofor-
meln, 9 geniigen zusétzlich der DBE-Einschrankung. Fiir diese berechnen
wir folgende Vergleichswerte:

1. (I C9H12N202) = 0,9923722
2. (I C10H902 ) = 0,9921804
3. MV(1,Ci;H1602) = 0,9915165
4. MV(I,CyoH1205) = 0,9914339
5. MV(I,CoHeO,P) = 0,9911746
6. MV(I,CsHgN,O3) = 0,9909998
7. MV(I,C;HgN,O,) = 0,9905219
8. MV(I,CoHg0,) = 0,9896856
9. MV(I,CqHg0,S) = 0,9818188

Bei einer Genauigkeit von 95% fiir die Bruttoformel-Selektion werden alle 9
Kandidaten ausgewéhlt.

Bestimmung der Strukturformel

Als Eingabe fiir die Strukturgenerierung erhélt man neben den Summen-
formeln 3 Eintrage fiir die Goodlist und 26 Eintrédge fiir die Badlist. Der
Goodlist-Eintrag fiir benz-O besteht seinerseits aus 5 Substrukturen, die mit
logischem oder verkniipft sind (vgl. Anhang C.2). Die fir MOLGEN ver-
wertbaren strukturellen Informationen, welche phen und phen-1-OH liefern,
beschrinken sich auf einen, einfach mit OH substituierten Benzolring. Die
Strukturgenerierung liefert folgende 3 Strukturen:
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I I I
OH
OH
MV: 0,79346 OH

MV: 0,79346 MV: 0,79198
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Die 3 Strukturkandidaten unterscheiden sich also nur in der Position der,
an den Benzolring substituierten OH-Gruppe. Die groBe Ahnlichkeit dieser
Strukturen driickt sich auch in ihren Vergleichswerten bzgl. I aus. Die korrek-
te Struktur ist in der Mitte abgebildet, 3-Hydoxyphenylessigsiureethylester.

Fazit und Ausblick

Wie wir in den beiden Beispielen gesehen haben, kénnen die vorgestellten
Verfahren grundsétzlich zur automatisierten Strukturaufkliarung herangezo-
gen werden. Es ist aber notwendig alle Verbesserungsmoglichkeiten, insbe-
sondere fiir die Interpretation und Verifikation auszuschopfen. Dazu zdhlen

im Problemkreis der

o MS—Klassifikation

— die Entwicklung weiterer Deskriptoren, die fiir die einzelnen Klas-

sifikationsprobleme speziell angepasst sind,

— die Entwicklung von Deskriptoren, die weitere verfiigbare Informa-
tionen, wie etwa die Molekiilmasse oder exakte Fragmentmassen

einbeziehen konnen,

— die Testung weiterer Verfahren zur Deskriptoren—Selektion,

— die Testung weiterer Klassifikationsverfahren, wie SVM, sowie die

Parameter—Optimierung fiir diese Verfahren,

— die Beriicksichtigung weiterer struktureller Eigenschaften, auch
wenn fiir diese nur Klassifikatoren mit geringer Vorhersagefihig-
keit gefunden werden konnen. Dies kann dann kompensiert werden

durch

— die Filterung der Klassifikationsergebnisse unter Einbezichung der
logischen Implikationen zwischen den einzelnen strukturellen Ei-

genschaften [153].
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e Strukturgenerierung

— die direkte Verarbeitung aromatischer Substrukturen.
e MS—Verifikation

— die Testung weiterer Rankingfunktionen, etwa aus [132],

— die Testung verschiedener Parameter fiir Rankingfunktionen, wie
eine untere Grenze fiir die DBE von Fragment—Bruttoformeln bei
der Berechnung von Vergleichswerten fiir die Summenformel, oder
die Verwendung verschiedener Sétze von Fragmentierungsreaktio-
nen bei der Bestimmung von Strukturformel-Vergleichswerten,

— die Entwicklung und Testung von Kriterien zur Plausibilitdt von
Brutto- und Strukturformeln,

— die Beriicksichtigung reaktionsdynamischer Aspekte.
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5.7 Quantitative MS—Eigenschafts—
Beziehungen

Wie wir gesehen haben bereitet sowohl die Strukturaufklarung als auch die
Suche nach Struktur-Eigenschafts-Beziehung mitunter erhebliche Probleme.
Natiirlich ist die topologische, und noch mehr die geometrische Struktur ei-
ner chemischen Verbindung der Schliissel zur Berechnung und Vorhersage
ihrer Eigenschaften. In den meisten Féllen ist man schon allein aus Gesichts-
punkten der Datenverarbeitung und Dokumentation darauf angewiesen, die
Struktur einer untersuchten Verbindung moglichst exakt zu bestimmen.

Es gibt allerdings auch Situationen, in denen man bestrebt ist, den erhebli-
chen Aufwand einer Strukturbestimmung zu vermeiden. Man stelle sich ein
kombinatorisch—chemisches Experiment vor, bei dem sowohl die Synthese
als auch die spektroskopische Vermessung der untersuchten Verbindungen
zu geringen Kosten durchgefithrt werden kénnen, das Screening jedoch mit
verhiltnisméBig hohen Kosten zu Buche schlégt. Falls die Strukturaufklarung
wegen der beschriebenen Probleme ein uniiberwindbares Hindernis darstellt,
kann man versuchen, die vorhandenen spektroskopischen Daten mit der be-
trachteten Eigenschaft direkt in Beziehung zu setzen.

Abbildung 5.38 skizziert die Vorgehensweise bei der Suche und Anwendung
quantitativer Spektrum—Figenschafts—Beziehungen. Die untersuchte Eigen-
schaft ist dabei Zielvariable fiir ein statistisches Lernverfahren. Vorhersa-
gevariablen werden iiber spektrale Deskriptoren gewonnen.

Beispiel: Siedepunkte von Decanen

Wir wollen diese Vorgehensweise an dem einfachen Beispiel von Decanen
und ihren Siedepunkten demonstrieren: In unserer Spektrendatenbank sind
Massenspektren zu 37 Decanen abgelegt, der Beilstein—Datenbank haben wir
bereits in Abschnitt 4.4.1 Siedepunkte fiir 50 Decane entnommen. Zunéchst
stellen wir fest, welche Strukturen in beiden Datenbestéinden vorhanden sind.
Dazu bringen wir die Strukturen beider Anfragen auf kanonische Form, be-
stimmen den Durchschnitt, und ordnen die Siedepunkte den Massenspektren
gleicher Struktur zu. Auf diese Weise erhalten wir 29 Paare von Massenspek-
tren und Siedepunkten (Abbildung 5.39).

Deskriptoren

Wir verwenden wieder die 445 MS-Deskriptoren aus Abschnitt 5.5. Zunéchst
entfernen wir alle Deskriptoren, die auf den 29 MS konstant sind. Es handelt
sich dabei um 167 logarithmische Intensitétsverhiltnisse, die durchwegs den
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Unbekannte Spektren mit Unbekannte
gemessener Eigenschaft Spektren
Eigenschafts- Spektren
werte
\ 4 \ 4
Spektrale Spektrale
Deskriptoren Deskriptoren
Ziel- Vorhersage-
variable variablen
\4 \ 4

Statistisches Lernverfahren
(Klassifikation, Regression)

Vorhersage- Vorhersage-
funktion variablen

Anwendung der
Vorhersagefunktion

A 4

Vorhergesagte
Eigenschaftswerte

Abbildung 5.38: Vorgehensweise bei der Vorhersage von Eigenschaften durch
Spektren—Eigenschafts—Beziehungen
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Abbildung 5.39: Massenspektren, Strukturen und BP von 29 Decanen
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Wert Null annehmen. Weitere 15 Deskriptoren sind nur fiir jeweils ein Spek-
trum ungleich Null. Dies sind logarithmische Intensitétsverhéltnisse LIQN,, ,
mit folgenden Parametern (m, d):

(45,1), (45,2), (50,2), (76,2), (78,2), (80,2), (81,1), (109,2), (110,1),
(115,1), (116,1), (116,2), (124,2), (125,1), (126,2).

Diese werden wir ebenfalls vernachléssigen. Unter den verbleibenden 263 De-
skriptoren suchen wir nach vollstdndigen Korrelationen. Wir finden solche
Korrelationen wiederum nur unter logarithmischen Intensitétsverhéltnissen
bei folgenden Parametern (m, d):

(49,2) ~ (50,1), (58,1) ~ (58,2), (63,2) ~ (64,1) ~ (65,1), (72,1)
(72,2), (75,2) ~ (76,1), (79, 1) ~ (79,2), (86,1) ~ (86,2), (96,2) ~ (9
(97,2) ~ (99,2), (100,1) ~ (100,2), (110,2) ~ (111,1), (111,2) ~ (1
( ) ~

125,2) ~ (127, 1) ~ (127,2), (140,2) ~ (141, 1) ~ (142, 1) ~ (142, 2).

1) ~
97,1),
13,2),

Auf diese Weise entfernen wir weitere 18 Deskriptoren.

Lineare Modelle

Unter den iibrigen 245 Deskriptoren suchen wir n—Teilmengen vonn = 1,...,5
Deskriptoren®, die beste lineare Modelle bzgl. R? liefern. Wir erhalten mit

n = 1 Deskriptor: ACLHyg
f = —6628,0X, + 161,17
R? =0,32093, S =6,7378, F = 12,760, R2, =0,16159, Scy = 7,4866

n = 2 Deskriptoren: MD149, AUCO4

f=—22,767X, + 1,1299X, — 152,18
R? =0,55538, S =5,5558, F = 16,238, R%, = 0,43511, Scy = 6,2623

n = 3 Deskriptoren: MD14y, ACLH;5, ACUH3;

f=-25,070X, —0,77719X; + 24,750X2 + 153,69
R?* =0,70976, S = 4,5777, F = 20,379, R%,, =0,61497, Scv = 5,2725

n = 4 Deskriptoren: MD14g, ACLH;5, ACUH,;, ACUH3;
f = —27,862X, + 0,82634X, — 6,1882X, + 25,663 X5 + 152, 45
R? =0,78011, S = 4,0666, F = 21,287, R%,, = 0,65533, Scv = 5,013

n = 5 Deskriptoren: AUCO;5, AUCOgy, ACUH35, AUCO34, AUCO34
f=1,2582X7 —90,607X; + 42,643X5 — 38,316X3 + 138,14 X, + 153,99
R? =0,90551, S =2,7231, F = 44,085, R2,, = 0,64012, Scy = 5,3144

®Der Fall fiir n = 5 wurde dabei mit der Funktion regsubsets aus dem R-Paket leaps
berechnet.
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Abbildung 5.40: Scatterplot gemessener und vorhergesagter BP fiir das beste

LM mit 4 MS—Deskriptoren
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Abbildung 5.41: Scatterplot gemessener und vorhergesagter BP fiir das beste

LM mit 5 MS—Deskriptoren
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ANN, 11N ANN, 20N ANN, 30N

R Rty R Rty R Ry
0,31739 0,13562 | 0,36684 0,16172 | 0,37585 0,14647
0,55609 0,15128 | 0,55655 0,31550 | 0,55656 0,34845
0,71538 0,57385 | 0,71531 0,57192 | 0,71520 0,56007
0,79181 0,60404 | 0,79213 0,60005 | 0,79240 0,60473
0,90266 0,62013 | 0,90463 0,62322 | 0,90565 0,62194

Uk W N 3

SVM, lin SVM, pol SVM, rad
R RrR, | B R, | B Ry
0,28778 0,00864 | 0,37342 0,21192 | 0,28385 -0,0452
0,54330 0,50699 | 0,56767 0,47356 | 0,59001 0,33982
0,70816 0,58911 | 0,73234 0,34815 | 0,59760 0,31635
0,77338 0,66210 | 0,85029 0,67688 | 0,76924 0,45853
0,76256 0,09732 | 0,69839 -15,669 | 0,70315 0,43496

U W N RS

Tabelle 5.18: R? und R%,, verschiedener MS-BP-Beziehungen

Wir sehen, dass hauptséchlich Autokorrelations—Deskriptoren fiir die besten
linearen Modelle ausgewéhlt werden, wéhrend logarithmische Intensitétsver-
héltnisse keinen Einfluss nehmen. Dies erklart sich aus der Tatsache, dass
es sich bei den Strukturen um Isomere handelt, und zudem in der Sum-
menformel abgesehen von Kohlenstoff keine stark isotopenhaltigen Elemente
auftreten.

Auffillig ist, dass R%, fiir n = 5 Deskriptoren kleiner ist als fir n = 4
Deskriptoren. Dies resultiert im Wesentlichen aus dem durch LOO-CV vor-
hergesagten Wert von 1786 fiir Spektrum 14 in Abbildung 5.39, der somit
deutlich von dem experimentellen Wert 159.8 abweicht. Abbildungen 5.40
und 5.41 zeigen Scatterplots gemessener und berechneter BP fiir die besten
LM mit 4 und 5 Deskriptoren sowie die durch LOO-CV berechneten Werte.

Nichtlineare Modelle

Wir wollen die durch BSS ermittelten Teilmengen von Deskriptoren zur Be-
stimmung weiterer, nichtlinearer Modelle heranziehen: Neuronale Netze mit
einem, zwei und drei versteckten Neuronen sowie Support—Vektor-Maschinen
mit linearem, polynomialem und radialem Kernel.

Zunichst berechnen wir ANN mit Startgewichten 0 (Abschnitt 3.2.2). Diese
haben den Vorteil der Reproduzierbarkeit, fithren aber mitunter zu schlech-
teren Vorhersagefunktionen als ANN mit zufillig gewidhlten Startgewichten.
Als vorverarbeitende Mafinahme wurde eine Bereichsskalierung von Deskrip-
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ANN, 10N ANN, 20N ANN, 30N

R Rty R Rty I Rty
0,32699 0,29209 | 0,37655 0,24402 | 0,37698 0,08144
0,55610 0,62940 | 0,64321 0,46891 | 0,62491 0,51761
0,71375 0,67758 | 0,73173 0,67563 | 0,74387 0,55154
0,79057 0,84058 | 0,83141 0,84403 | 0,86065 0,75792
0,88069 0,93096 | 0,91965 0,93035 | 0,92811 0,91350

Tk W o~ 3

SVM, lin SVM, pol SVM, rad
P ®y | B Ry | B Ry
0,28778 0,04655 | 0,37342 0,21635 | 0,20122 0,18359
0,54331 0,51416 | 0,60301 0,52595 | 0,59853 0,51139
0,70846 0,59146 | 0,73063 0,60683 | 0,72864 0,71497
0,77534 0,66717 | 0,83984 0,71080 | 0,82497 0,60157
0,90162 0,68102 | 0,33187 0,12913 | 0,92570 0,66596

U W N S

Tabelle 5.19: R? und R%,, verschiedener optimierter MS-BP-Beziehungen

toren- und Eigenschaftswerten vorgenommen. Tabelle 5.18 enthélt R? und
R%,, fiir die so ermittelten Modelle bei verschiedenen Anzahlen von Deskrip-
toren n.

Weiterhin werden entsprechende Werte fiir SVM angegeben. Zur Berechnung
der SVM wurde eine Autoskalierung der Variablen durchgefiihrt, fiir die Pa-
rameter cost und gamma {ibernehmen wir zunéchst die Default-Einstellungen
des R—Pakets e1071. Diese Einstellungen sind fiir manche Problemstellungen
nur schlecht geeignet. Dies manifestiert sich in sehr niedrigen, teilweise sogar
negativen Werten fiir RZ,,.

Fiir diese Fille bietet e1071 die Funktion tune zur Suche nach besseren
Parameter—Sitzen. Wir testen Parameter cost = 2¢, i € {—1,...,7} und
gamma = 2/, j € {—7,...,3} und wihlen diejenigen SVM zu den Kombinatio-
nen mit kleinster RSScy aus. Tabelle 5.19 zeigt die zugehorigen Werte fiir
R? und RZ, .

Fiir ANN testen wir jeweils 10 verschiedene zufillig gewihlte Startgewichtun-
gen. Wiederum wéhlen wir Modelle mit kleinster RS Sy aus. Die resultieren-
den Werte fiir R? und R%, sind ebenfalls in Tabelle 5.19 zusammengefasst.
Man beachte jedoch, dass bei dieser Vorgehensweise R%,, mitunter grofer
als R? wird, was hauptsichlich durch Zufallseinfliisse bedingt ist, und somit
RZ,, nur eingeschrinkt zur Modell-Selektion herangezogen werden kann.
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Ausblick

Wir haben gesehen, dass sich iiber MS—Deskriptoren und statistische Lern-
verfahren Beziehungen zwischen Massenspektren und Siedepunkten von De-
canen finden lassen. Bei anderen spektroskopischen Methoden, insbesondere
NMR, ist es moglich, strukturelle Eigenschaften iiber molekulare Deskripto-
ren und statistische Lernverfahren mit spektroskopischen Daten in Beziehung
zu setzen [75, 92, 93, 94], und somit vorhergesagte Peaklagen fiir das Ranking
von Strukturkandidaten heranzuziehen.

Bei MS sind Strukturen nur schwer mit den spektralen Daten in Beziehung
zu bringen. Zumindest fiir die Lage der Peaks kann man dies iiber virtuelle
Fragmentierung (Abschnitt 5.4.2) erreichen. Allerdings ist allein die Lage der
Peaks bei groflien Strukturrdumen dhnlicher Strukturen oft nicht ausreichend,
um aussagekriftige Rankings zu erzielen. Zur Verbesserung muss man nach
Wegen suchen, die Intensitédten der Peaks einzubeziehen.

Die Vorhersage von Peakintensitéiten aus Strukturen ist, wie bereits mehrfach
angesprochen, nach derzeitigem Kenntnisstand nur fiir kleine Substanzklas-
sen unter Beriicksichtigung ausgewéhlter Fragmentierungsreaktionen méglich
[11, 46, 47, 62, 68, 130]. MS—Deskriptoren zeigen einen Weg, um massenspek-
trometrische Daten unter Beriicksichtigung der Peakintensitidten fiir stati-
stische Lernverfahren aufzubereiten. Im Falle von MS-Klassifikatoren (Ab-
schnitt 5.5.2) und quantitativen MS-Eigenschafts—Beziehungen wurde dies
bereits gezeigt.

Im Folgenden wollen wir drei Alternativen vorschlagen, die die Verwendung
von MS—Deskriptoren zur Spektren—Verifikation aufzeigen:

e Spektren—Verifikation durch quantitative Spektren—Struktur Beziehun-
gen (Abbildung 5.42): Hier werden ausgehend von einer Datenbasis
aufgeklarter Spektren Modelle zur Vorhersage molekularer Deskripto-
ren aus Spektren iiber spektrale Deskriptoren und Regression ermittelt.
Sind solche Modelle gefunden, kénnen fiir ein unbekanntes Spektrum
Werte molekularer Deskriptoren der gesuchten Struktur vorhergesagt,
und mit den Deskriptorenwerten von Strukturkandidaten verglichen
werden. Bei n verwendeten molekularen Deskriptoren erhélt derjenige
Strukturkandidat die héchste Ranking—Position, der den kiirzesten Ab-
stand zu den vorhergesagten Werten molekularer Deskriptoren im R"
aufweist.

e Spektren—Verifikation durch quantitative Struktur—Spektren—Beziehun-
gen (Abbildung 5.43): Dabei ermittelt man ausgehend von einer Daten-
basis aufgeklarter Spektren Modelle zur Vorhersage spektraler Deskrip-
toren aus Strukturformeln iiber molekulare Deskriptoren und Regressi-
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Abbildung 5.42: Vorgehensweise bei der Spektren—Verifikation durch quanti-
tative Spektren—Struktur-Beziehungen
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Abbildung 5.43: Vorgehensweise bei der Spektren—Verifikation durch quanti-
tative Struktur—Spektren—Beziehungen
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on. Sind solche Modelle gefunden, kénnen fiir einen Strukturkandidaten
Werte spektraler Deskriptoren vorhergesagt, und mit den tatséchlichen
Deskriptorenwerten des gemessenen unbekanntes Spektrums verglichen
werden. Bei n verwendeten spektralen Deskriptoren erhélt derjenige
Strukturkandidat die hochste Ranking—Position, der den kiirzesten Ab-
stand zu den vorhergesagten Werten spektraler Deskriptoren im R"
aufweist.

e Spektren—Verifikation durch quantitative Strukturx Spektren—Kompati-
bilitats—Beziehungen (Abbildung 5.44): Bei dieser Methode wird zu-
néchst das kartesische Produkt aus Spektren und Strukturen einer Da-
tenbasis aufgeklarter Spektren gebildet. Paare aus zusammengehorigem
Spektrum und Struktur erhalten den Wert 1, andere den Wert -1 zu-
gewiesen. Diese Werte bilden die Zielvariable fiir ein statistisches Lern-
verfahren. Als Vorhersagevariable werden spektrale und molekulare De-
skriptoren zu den Spektrum—Struktur—Paaren herangezogen. Wir erhal-
ten eine Vorhersagefunktion, die fiir ein Paar aus einem unbekanntem
Spektrum und einem Strukturkandidaten eine Prognose iiber die Kom-
patibilitdt dieses Paares erlaubt. Auf diese Weise konnen Vergleichs-
werte fiir Strukturkandidaten ermittelt werden.

Die vorgeschlagen Verfahren kombinieren drei méachtige Werkzeuge zur Spek-
tren— und Struktur—Vorhersage,

e molekulare Deskriptoren,
e spektrale Deskriptoren und

e statistische Lernverfahren,

und wurden nach Wissen des Autors in dieser Weise noch nicht angewen-
det. Natiirlich ist die Entwicklung dieser Verfahren mit einem betrachtlichen
Forschungsaufwand verbunden, der den Rahmen der vorliegenden Arbeit
endgiiltig sprengen wiirde. So muss untersucht werden, welche Deskripto-
ren als Ziel-, welche als Vorhersagevariable geeignet sind. Es wére denkbar,
neue molekulare Deskriptoren heranzuziehen, die etwa Informationen iiber
die Fragmentierung einfliefen lassen. Es muss geklart werden, welche Norm
auf R™ zum Ranking bestmdogliche Ergebnisse liefert.

Insbesondere ist fraglich, ob eine grofie Datenbasis, wie etwa in Abschnitt
5.3.5 verwendet werden soll, oder ob es erfolgreicher ist, spezialisierte Modelle
zu entwickeln, die auf das Ranking von Konstitutionsisomeren beschrénkt
sind. Die Bestimmung der Bruttoformel kann, wie wir im néchsten Abschnitt
zeigen werden, schon jetzt durch Einsatz moderner massenspektrometrischer
Hardware unter bestimmten Nebenbedingungen als gelost betrachtet werden.



260 KAPITEL 5. MOLEKULARE STRUKTURAUFKLARUNG
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Abbildung 5.44: Vorgehensweise bei der Spektren—Verifikation durch quanti-
tative StrukturxSpektren-Kompatibilitdts-Beziehungen
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5.8 Hochaufl6sende Massenspektrometrie

Sowohl zur Interpretation als auch zur Verifikation von LR-MS wurden in den
vorangegangen Abschnitten Methoden getestet, die dem aktuellen Kennt-
nisstand der Wissenschaft entsprechen. Fiir eine automatische Strukturauf-
klarung sind die Ergebnisse jedoch noch nicht ausreichend. Dennoch kénnen
die vorgestellten Methoden zumindest eine Hilfestellung im Rahmen einer
computerunterstiitzten Strukturaufklarung bieten, und als Ausgangsbasis fiir
die weitere Forschung auf diesem Gebiet eingesetzt werden.

Die Losung muss im Zusammenspiel mit anderen (massen-)spektroskopischen
Methoden gesucht werden. Weiche lonisierungsarten gewahrleisten die An-
wesenheit des Molekiilions im Spektrum und erlauben somit die Bestimmung
der Molekiilmasse. Hochauflosende Massenspektrometrie liefert Massenzah-
len mit einer Genauigkeit von mehreren Dezimalstellen. Damit kann die Sum-
menformel oft auf wenige Kandidaten eingeschriankt, oder meist sogar ein-
deutig bestimmt werden. Auch hinsichtlich der Vergleichswert—Berechnung
fiir Strukturformeln kann sich eine hohere Auflésung der Fragmentmassen
positiv auswirken. Leider sind derzeit (noch) keine groBeren Datenbestédnde
an hochaufgelosten Massenspektren verfiighbar, um dies statistisch zu bele-
gen. Nicht zuletzt drangt sich Tandem-MS geradezu auf fiir eine rechner-
unterstiitzte Auswertung und néhrt die Hoffnung auf Fortschritte in der
automatischen Strukturaufkldrung via massenspektrometrischer Verfahren.
Leider befinden sich Datenbanken zu den genannten verfeinerten massen-
spektrometrischen Methoden erst im Aufbau. Wir wollen dieses Kapitel mit
einer theoretischen Betrachtung zu der Leistungsfihigkeit und den Grenzen
hochauflésender Massenspektrometrie beschlieen.

Exakte Isotopenmassen

Tabelle 5.20 enthéalt hochaufgeloste Isotopenmassen und Isotopenverteilun-
gen fiir die Elemente aus &7 (vgl. Tabelle 5.2). Dabei bezeichnet mx; die ex-
akte Masse des Isotops von X, das sich um ¢ ganzzahlige Masseneinheiten von
mx unterscheidet, und Iy ; dessen relative Héufigkeit. Isotope mit relativer
Héaufigkeit unter 0,001 wurden in dieser Tabelle nicht beriicksichtigt. Dies be-
trifft 2H mit my 1=2,014102 amu, Iy 1=0,00015 und 3°S mit ms ,=35,967079
amu, Is 4=0,00020. Aus den exakten Isotopenmassen berechnet man die ge-
brauchliche Grofle der mittleren Atommasse eines chemischen Elements. Da-
bei werden die exakten Massen der Isotope geméf3 ihrer Haufigkeit gewichtet:



262 KAPITEL 5. MOLEKULARE STRUKTURAUFKLARUNG

‘ X H mx, ‘ Ix H mx, ‘ Ix H mx2 ‘ Ixo ‘
H 1,007825 | 1,0000
C 12,000000 | 0,9890 || 13,003355 | 0,0110
N 14,003074 | 0,9963 || 15,000109 | 0,0037
O 15,994915 | 0,9976 || 16,999131 | 0,0004 || 17,999159 | 0,0020
F 18,998403 | 1,0000
Si 27,976928 | 0,9223 || 28,976496 | 0,0467 || 29,973772 | 0,0310
P 30,973763 | 1,0000
S 31,972072 | 0,9504 || 32,971459 | 0,0075 | 33,967868 | 0,0421
Cl 34,968853 | 0,7577 || 36,965903 | 0,2423
Br 78,918336 | 0,5069 || 80,916290 | 0,4931
||| 126,904477 | 1,0000

Tabelle 5.20: Hochaufgeloste Isotopenmassen und Isotopenverteilungen fiir
die Elemente aus &y

5.8.1 Definition:
Fiir ein chemisches Element X € & ist seine mittlere Atommasse definiert als

mX = E mXJ-IXJ-.
i

Diese spielt jedoch im Bereich der Massenspektrometrie keine Rolle. Wir wol-
len im Folgenden untersuchen, inwiefern sich durch genauere Massenangaben
die Kandidatenmengen fiir die Summenformel einschrénken lassen. Des wei-
teren interessiert uns die Frage, unter welchen Bedingungen es moglich ist,
die Bruttoformel eindeutig anhand ihrer exakten Masse zu bestimmen und
mit welcher Genauigkeit dazu die Molekiilmasse gemessen werden muss.

Bruttoformeln mit identischen exakten Massen

Prazise hochauflosende Massenspektrometer konnen auf bis zu 6 Dezimalstel-
len genaue Massenangaben liefern. Zunéchst wollen wir hier feststellen, dass
damit die Summenformel generell nicht eindeutig bestimmt werden kann.
So treten schon bei Masse 129, 954034 die ersten Paare von Bruttoformeln in
Bgcl , mit gleichen Molekiilmassen auf. Einige solcher Paare von Bruttoformeln
gleicher Masse sind:

TMUH,F,SSi, TMHCIO,P, 129, 954034
TNCH,4F,SSis TMCHCIO,P, 141, 954034
MH;3FNSSi, = TIICINO,P, 142,949283
MCHEF2SSi;, =  TNCH3CIO,P, 143, 969684
TMHsFNSSi, =  TH,CINO,P, 144, 964933
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Natiirlich konnte man einwenden, dass keine chemischen Verbindungen mit
solchen Bruttoformeln existieren. Jedoch erhélt man beispielsweise durch
Hinzufiigen gleichvieler C— oder H-Atome wiederum Paare von Bruttofor-
meln gleicher Masse. Die ersten beiden Bruttoformeln gleicher Masse mit
mindestens 5 C— und 10 H-Atomen sind CsH14F>SSi, und CsHq1CIO,P, bei
200,032284 amu.

Massendifferenzen zwischen Bruttoformeln

Nun stellt man sich die Frage, wie dicht im Allgemeinen die exakten nomi-
nalen Massen von Bruttoformeln zusammenhéngender molekularer Graphen
liegen. Dazu generieren wir alle Bruttoformeln aus Bgcl . mit exakter Masse
bis m = 500: Es gibt n = 84204768 solcher Bruttoformeln. Wir sortieren die
exakten Massen dieser Bruttoformeln aufsteigend

m; < Mmip1, t€n—1
und ordnen sie ganzzahligen Massenbereichen zu:
Q={ien|m;eljj+1[}, jem.

Dann ermitteln wir die Differenzen aufeinander folgender Massen und bil-
den deren Minima, Maxima und arithmetische Mittel fiir die ganzzahligen
Massenbereiche j € m mit Q; # 0:

MinMD; = min{m; —m;_1 | i € Q;},
MaxMD; := max{m; —m;_1 | i€ Q;},
MeanMD; = Q]! Z m; — my_q
€82,

= |Qj|_1(mmax§2j _mmian_l).

Dariiber hinaus interessiert uns, wie weit fiir jede Bruttoformel die néchst-
gelegene exakte Masse weiterer Bruttoformeln entfernt ist. Zu diesem Zweck
definieren wir die minimalen Massendifferenzen (kurz MMD)

MMD; := min{m;1 —mj,m; —m;—1}, 1<i<n-—1

Auch fiir die MM D bilden wir wieder Minima, Maxima und arithmetische
Mittel iiber ganzzahlige Massenbereiche:

MinMMD; = min{MMD, |ie€ Q;},
MaxMMD; = max{MMD; |iecQ,},
MeanMMD; = ;7' MMD;.

i€Q);
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So kann man die Dichte exakter Massen von Bruttoformeln in Abhéngigkeit
zu ganzzahligen Masseneinheiten darstellen. Entsprechendes fithren wir auch
fiir Bruttoformeln aus Bg mit einer exakten Masse bis m = 1000 durch
(n = 1737956 Bruttoformeln).

Abbildungen 5.45 und 5.47 visualisieren MinM D;, MaxMD;, MeanM D;,
MinMMD;, MaxMMD; und MeanMMD; in Abhéngigkeit von ganzzah-
ligen Massen j > 100. In diesem Bereich sind MinMD; und MinMMD;
identisch, und werden somit durch die gleiche Kurve dargestellt.

MinMD und MinMM D; sind fiir uns von besonderem Interesse. Sie geben
Auskunft wie nahe die exakten Massen von Bruttoformel-Kandidaten bei-
einander liegen konnen. Daraus kann man auf die Messgenauigkeit schlieflen,
die notwendig ist, um die Bruttoformel anhand der experimentell ermittelten
exakten Masse stets eindeutig identifizieren zu kénnen.

Fiir Bruttoformeln zu Elementen aus &, stellen wir fest, dass MinMMD;
einen Wert von 0,000014 amu nicht unterschreiten. Basierend auf den Ele-
menten aus &, geniigt es also, die Masse des Molekiilions mit einer Fehlerto-
leranz kleiner £0, 000007 zu messen, um die Bruttoformel immer eindeutig
bestimmen zu konnen. Dies ist erfiillt, wenn die Masse auf 5 Dezimalstellen
genau ermittelt werden kann.

Anders stellt sich die Situation bei Beriicksichtigung aller Elemente aus &4
dar. Dann ist MinMMD; bereits fiir 7 = 129 erstmals Null, da in dem
Massenintervall [129, 130] Bruttoformeln mit identischer exakter Masse exi-
stieren. Aber natiirlich existieren auch in diesem Fall Bruttoformeln, fiir die
es nicht leere Massenintervalle gibt, in denen sich keine weiteren Bruttofor-
meln befinden. Abbildung 5.48 zeigt die relativen Haufigkeiten der MMD
aufgeteilt in Intervalle [107¢,107%*!] d = 0,...,6. So haben bei einer ganz-
zahligen Masse von 300 amu noch iiber die Hélfte der Bruttoformeln eine
MMD; > 0,000001. Abbildung 5.46 zeigt die relativen Héaufigkeiten der
MMD fiir Bruttoformeln mit aus Bg.

Bestimmung von Bruttoformel-Kandidaten anhand exakter Mo-
lekiilmassen

Doch was bedeuten diese Erkenntnisse fiir die Anzahl von Kandidaten fiir die
Bruttoformel bei verschiedenen Genauigkeiten von Massenspektrometern?
Wenn die Massenauflésung — oder sagen wir besser der Messfehler fiir die
exakte Molekiilmasse einer Summenformel mit Masse m; kleiner als die Hilfte
des Abstands zu den jeweils benachbarten Massen weiterer Kandidaten mit
benachbarten Massen m;_; und m;; ist, kann die Summenformel eindeutig
bestimmt werden. Wir illustrieren diese Tatsache anhand zweier Stichproben
von Substanzen aus unserer MS—-Datenbasis (Abschnitt 5.3.5). Dazu wurden
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‘ ‘ d H Min. ‘ 1. Quart. ‘ Median Mittel ‘ 3. Quart. ‘ Max. ‘
&4 |0 6 60,00 107,0 230,759 254,00 3355

1 1 19,00 37,0 52,089 64,25 504
2 1 2,00 4,0 5,398 6,00 49
3 1 1,00 1,0 1,232 1,00 5
4 1 1,00 1,0 1,012 1,00 2
5 1 1,00 1,0 1,000 1,00 1
6 1 1,00 1,0 1,000 1,00 1

Enl| 0 19 | 2072,00 | 8421,0 | 670560,053 | 75144,00 | 170389109
1 1 158,75 4920 | 35464,212 | 3181,00 | 16064782
2 1 11,00 47,5 3579,303 281,50 1610209
3 1 2,00 6,0 355,120 28,25 159045
4 1 1,00 1,0 36,673 4,00 16140
5 1 1,00 1,0 4,747 1,00 1738
6 1 1,00 1,0 1,368 1,00 153

Tabelle 5.21: Anzahlen von Bruttoformel-Kandidaten fiir eine Stichprobe
von Verbindungen aus &, bzw. &1

1000 Verbindungen per Zufall ausgew&hlt, die sich nur aus Elementen von &,
bzw. &1 zusammensetzen.

Es wurden jeweils die exakten nominalen Molekiilmassen m berechnet, auf
d = 0,...,6 Dezimalstellen gerundet, und dann alle Bruttoformeln mit Ele-
menten aus & bzw. £17 berechnet, die von der gerundeten Masse um maximal
0,5 -10~% abweichen. Tabelle 5.21 fasst die Ergebnisse fiir die Anzahlen von
Kandidaten zusammen.

Insbesondere sind wir natiirlich daran interessiert in wie vielen Fillen die
Bruttoformel eindeutig bestimmt werden kann. Folgende Tabelle gibt die
Anzahlen einelementiger Kandidatenmengen an:

1€ |d=1]d=2]d=3[d=4|d=5]d=6]
& 8| 134] 812] 983 ] 1000 | 1000
Eu 10| 78] 213] 562 835] 938

In Ubereinstimmung mit unseren vorangegangenen Betrachtungen zu den
MMD bei &, ist ab einer Genauigkeit von d > 5 Dezimalstellen eine eindeu-
tige Bestimmung der Bruttoformel sichergestellt. Fiir £;; gibt es selbst fiir
d = 6 Dezimalstellen Beispiele in unserer Stichprobe, fiir die die Bruttofor-
mel nicht eindeutig ermittelt werden kann. Im extremen Fall liegen 153 Brut-
toformeln innerhalb des relevanten Intervalls fiir die exakte Molekiilmasse.
Abbildungen 5.49 und 5.51 zeigen Boxplots (mit range = 5) der Anzahlen
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von Bruttoformel-Kandidaten fiir die beiden Stichproben.
Versténdlicherweise ist die Anzahl der Bruttoformel-Kandidaten abhéingig
von den Molekiilmassen in unseren Stichproben. Zunéchst wollen wir uns
eine Ubersicht der Molekiilmassen in den beiden Stichproben verschaffen:

‘ & H Min. ‘ 1. Quart. ‘ Median ‘ Mittel ‘ 3. Quart. ‘ Max. ‘
&y || 56,03 180,15 | 226,63 | 258,42 310,24 | 787,30
&1 || 70,08 184,04 | 233,12 | 265,18 328,16 | 918,43

Wir sehen, dass in allen Kennwerten die Stichprobe mit Elementen aus &
groflere Werte annimmt als die, welche auf Elemente aus £, beschrinkt ist.
Dies rithrt daher, dass Elemente aus &7 \ &4 schwerer sind als die aus &, und
spiegelt sich in den Molekiilmassen der Stichproben wieder. Abbildungen
5.50 und 5.52 zeigen Scatterplots, in denen die Anzahl von Bruttoformel-
Kandidaten in Abhéngigkeit von der Molekiilmasse dargestellt wird. Wir be-
trachten dabei exemplarisch die Genauigkeiten von d = 0 und d = 2 Dezimal-
stellen. Man sieht dabei sowohl das exponentielle Wachstum der Kandidaten—
Anzahl mit zunehmender Masse als auch die Verringerung der Kandidaten—
Anzahl bei Beriicksichtigung von 2 im Vergleich zu 0 Dezimalstellen.

In der Praxis wird man sich oft nicht auf Elemente aus &; beschranken
kénnen, aber es wird auch nicht nétig sein, alle Bruttoformeln mit Elementen
aus &1 zu beriicksichtigen. Vielmehr wird man die Anzahl von Atomen fiir
die einzelnen Elemente einschrinken kénnen. Dann kann man anhand der
oben beschriebenen Vorgehensweise entscheiden, welche Messgenauigkeit ein
Massenspektrometer gewahrleisten muss, um die Bruttoformel eines Analy-
ten eindeutig anhand der Molekiilmasse bestimmen zu kénnen.



Kapitel 6

Patentwesen in der Chemie

In den vorangegangen beiden Kapiteln wurden Methoden vorgestellt, die die
chemische Synthese und Analyse unterstiitzen. In Kapitel 4 wurde demon-
striert, wie mathematische Verfahren die Generierung virtueller kombinato-
rischer Bibliotheken ermdoglichen, und die Suche nach chemischen Verbin-
dungen mit bestimmten gewiinschten physiko—chemischen oder biologisch—
pharmazeutischen Eigenschaften erleichtern. In Kapitel 5 haben wir gesehen,
wie die Struktur chemischer Verbindungen identifiziert werden kann. All die-
se Aufgaben sind klar dem naturwissenschaftlich—technischen Problemkreis
zuzuordnen.

Die beschriebenen Methoden zur Darstellung und Generierung molekularer
Strukturen konnen aber auch auf ékonomisch—juristisch ausgerichtete Frage-
stellungen der Chemie angewendet werden. Wurde eine neue chemische Ver-
bindung gefunden, deren Eigenschaften sich als niitzlich erweisen, und die
gewinnbringend produziert und vertrieben werden kann, so ist der Erfinder
oder Entwickler daran interessiert, dieses Know—How rechtlich schiitzen zu
lassen. Diesen Schutz kann er sich iiber ein Patent garantieren lassen. Neben
technischen Spezifikationen zur Synthese und Anwendung ist insbesondere
die Strukturformel der neuen Verbindung wichtiger Bestandteil eines solchen
Patents.

Oft besitzen chemische Verbindungen, deren Strukturen sich nur geringfiigig
unterscheiden auch annéhernd identische Eigenschaften. Um einen wirksa-
men Patentschutz zu ermoglichen, wird dem Erfinder gestattet, nicht nur
eine einzige Strukturformel anzugeben, sondern einen Strukturraum zu spe-
zifizieren, der dhnliche Strukturen einschliet. Solche Strukturrdume werden
in Form von generischen Strukturformeln und Markush—Formeln (siche [159],
Kapitel 12-23) beschrieben.

Insbesondere liegt es natiirlich im Interesse des Patentinhabers, den fiir ihn
geschiitzten Strukturraum so grof wie moglich abzustecken. Patentdmter
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und —anwilte sind mit dem Problem konfrontiert, bei neuen Patentantrigen
etwaige Uberschneidungen mit bestehenden Patenten festzustellen. Wegen
der zuweilen immensen Grofle der Strukturrdume und insbesondere wegen
der standig wachsenden Anzahl bestehender Patente dringt sich fiir diese
Aufgabe eine Rechnerunterstiitzung auf. Zwar existieren bereits Datenban-
ken chemischer Patente, die Rechercheméglichkeiten sind aber in erster Line
textbasiert und auf struktureller Ebene von starker manueller Interaktion

gepragt.

Beispiele generischer Strukturformeln

Wir wollen zwei einfache Beispiele generischer Strukturformeln aufzeigen und
ein nahe liegendes Verfahren zum Vergleich der beiden Strukturrdume de-
monstrieren [74]. Bereits in Abschnitt 2.3 wurde der durch die generische
Strukturformel

OH

R1 1
= R* : CH;3 oder CyHs

R3 R?: Alkyl (1-6 C-Atome)
S R® : NH,
R? m: 1-3
_(CHy),,
Cl

beschriebene Strukturraum £, generiert. Wir wollen iiberpriifen, ob sich £,
mit dem durch folgende generische Strukturformel definierten Strukturraum
L, iiberschneidet:

R RY
Rl : CH3, C2H5, OH
R?: Alkyl (1-6 C-Atome)
R3 : OH, OCH:),7 OC2H5, CH3, C2H5
R* R? R4 : OH, CH,Cl, NH,
R3 R5 . H, CH3, C2H5, NH2

Hierbei kommt lediglich Variation von Substituenten zum Einsatz, allerdings
an fiinf Positionen. Ebenso wie im zuvor gezeigten Beispiel handelt es sich bei
dieser generischen Strukturformel (nach Stand unseres Wissens) nicht um ein
real existierendes Patent. Sie wurde hier lediglich zu Demonstrationszwecken
entworfen.
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Generierung der Strukturridume

Zur Generierung von £; mussten zundchst die 33 Alkylreste mit 1-6 C-
Atomen bereitgestellt werden. Insgesamt erhielten wir

1£1] = 396

Strukturen. In diesem Fall entspricht die Méchtigkeit des Strukturraums
|£1] = 2-33-2-3 dem Produkt der Anzahl von Variationsmoglichkeiten
fiir die einzelnen Substituenten. Anders verhélt es sich bei der zweiten gene-
rischen Strukturformel: MOLGEN-COMB generiert

L] = 5939

Strukturen, obwohl es 3-33-5-3-4 = 5940 Kombinationen von Substituenten
gibt. Aufgrund der Symmetrie des Benzol-Grundgeriists tritt jedoch eine
Strukturformel zweimal auf.

Identifikation der Dublette

Das Benzol-Grundgeriist der zweiten generischen Strukturformel hat unter
Vernachldssigung der Substituenten und unter Beriicksichtigung der Einfach-
und Doppelbindungen S5 als Symmetriegruppe. Wir wollen iiberlegen, wel-
che Belegungen der Substituenten zu der Dublette fithren. Geometrisch ver-
anschaulicht umfasst S3 neben der Identitdt zwei Drehungen und drei Ach-
senspiegelungen:

Wir untersuchen fiir welche Belegungen der Substituenten unsere generische
Strukturformel einen nicht trivialen Automorphismus besitzt. Den entschei-
denden Hinweis liefert der einzige Substituent, der nicht variiert werden kann,
das H-Atom. Die Drehung um 120° scheidet aus, da sich unter den méglichen
Substituenten fiir R* kein einzelnes H-Atom befindet. Mit analogen Argumen-
ten kann man auch die Drehung um 240° und die Achsenspiegelungen an A
und A, ausschlielen. Verbleibt die Spiegelung an Aj als einziger moglicher
nicht trivialer Automorphismus. Somit ist R® = H fiir unsere Dublette fest-
gelegt. Wir bilden die Durchschnitte der moglichen Substituenten fiir R? und
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R* sowie R? und R3:

{CH3, CoHs, OH} N {OH,CH,CI,NH,} = {OH}
{Alkyle mit 1-6 C} N {OH,OCH3,OC2H5,CH3,C2H5} = {CH3,C2H5}

Die beiden isomorphen Strukturen der Dublette erhilt man also fiir R> = H,
R! = R* = OH und R? = C,Hs, R3 = CH3 bzw. R? = CH3, R3 = C,Hs.

Fiir dieses einfache Beispiel konnte man die Suche nach Dubletten noch mit
Papier und Bleistift erledigen. Es lésst sich aber bereits erahnen, dass bei
komplexeren generischen Strukturformel zur redundanzfreien Generierung ei-
ne Rechnerunterstiitzung dringend erforderlich ist.

Vergleich der Strukturridume

Zuriick zu unserem eigentlichen Problem, der Suche nach Uberschneidungen
von £; und L,: Dazu identifizieren wir zunéchst aromatische Bindungen
und berechnen kanonische Nummerierungen der Strukturen (vgl. Abschnitt
4.5.2). Der nachfolgende Vergleich ergab

L1 N Ly =4

gemeinsame Strukturen. Die Patentverletzungen sind im Einzelnen:

OH OH OH OH
HZN/?j;\ HZN/?ji\ H,N” § % H,N ? :
Cl Cl Cl Cl

Natiirlich wird die vollstindige Generierung aller Strukturen bei grofleren
Strukturrdumen nicht das einzige Mittel zur Losung des Problems bleiben.
Einen Ausblick auf andere Verfahren zeigt beispielsweise [8]. Dort wird insbe-
sondere die Berechnung von Deskriptoren fiir grofie, durch generische Struk-
turformeln definierte kombinatorische Bibliotheken beschrieben. In jedem
Falle werden Kanonisierungsverfahren und Normalformen beim Vergleich ge-
nerischer Strukturformeln und beim Aufbau von Datenbanken zu diesem
Zweck eine wichtige Rolle spielen.
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Anhang A

Datenstrukturen fiir
molekulare Graphen

Je nachdem zu welchem Verwendungszweck molekulare Graphen im Speicher
eines Rechners dargestellt werden, ist es sinnvoll, verschiedene Datenstruk-
turen bereit zu halten. In manchen Situationen, etwa bei bruttoformelba-
sierter Strukturgenerierung ist es wichtig, bestmoglichen Zufallszugriff auf
die Kanten zu haben. Dann ist die Verwendung einer Adjazenzmatriz mit
den Bindungen als Eintrégen sinnvoll. Diese Art der Speicherung resultiert
in einem groflen Platzbedarf.

In anderen Situationen, beispielsweise fiir Substruktursuche, ist ein schneller
sequentieller Zugriff vorteilhaft. Dann empfiehlt sich eine vollstindige Nach-
barschaftsliste als Datenstruktur. Vollstdndig heifit, dass zu jedem Knoten
eine Liste aller benachbarten Atome gefiithrt wird.

Oft ist man an einer moglichst platzsparenden Speicherung interessiert, wo-
hingegen ein schneller Zugriff auf Atome und Bindungen vollig irrelevant ist.
Dies ist immer dann der Fall, wenn Objekte auf Massenspeichermedien, d.h.
auBerhalb des Arbeitsspeichers abgelegt werden sollen, oder aber eine Auf-
bewahrung im Arbeitsspeicher nur dem Vergleich auf Identitédt dient. Dies
trifft beispielsweise zu, wenn eine Strukturgenerierung mit Hilfe kanonischer
Nummerierung durchgefiithrt wird. Eine solche kompakte Speicherung kann
mit Hilfe einer reduzierten Nachbarschaftsliste realisiert werden. Dabei wird
jede Kante nur einmal aufgefiihrt.

Im Folgenden wird das derzeitig in MOLGEN verwendete Format zur kom-
pakten Speicherung eines molekularen Graphen spezifiziert. Dabei wird auch
beriicksichtigt, dass H-Atome explizit oder implizit dargestellt werden kon-
nen. Zudem ist optional die Speicherung von zwei- und dreidimensionalen
Platzierungen sowie eines Molekiilnamens moglich.
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1 Byte: Angaben zu Umfang und Art der abgelegten Informationen
Bit 0:  bName (1, falls ein Name gespeichert wird)
Bit 1:  bCo002D (1, falls 2D-Koordinaten gespeichert werden)
Bit 2:  bCo003D (1, falls 3D-Koordinaten gespeichert werden)
Bit 2:  bExplH (1, falls H-Atome explizit gespeichert werden)
Bit 4-7: derzeit ohne Verwendung (frei fiir Erweiterungen)

if bName =1
4 Byte: Anzahl k der Zeichen im Namen (unsigned int)
k Byte: Name des molekularen Graphen

end
if bExplH =1
2 Byte: Anzahl n der Atome (unsigned short)
else
2 Byte: Anzahl n der Nicht-H-Atome (unsigned short)
end

for each (Nicht-H-)Atom i

1 Byte: Ordnungszahl des Atoms —1 (unsigned char)

1 Byte: Massendifferenz zum haufigsten Isotop (signed char)

1 Byte: Ladung (signed char)

1 Byte: Radikalstelle (unsigned char)

if bCoo2D =1
4 Byte: 1. Koordinate der 2D-Platzierung (float)
4 Byte: 2. Koordinate der 2D-Platzierung (float)

end
if bCoo3D =1
4 Byte: 1. Koordinate der 3D-Platzierung (float)
4 Byte: 2. Koordinate der 3D-Platzierung (float)
4 Byte: 3. Koordinate der 3D-Platzierung (float)
end
if bExplH =0
1 Byte: Anzahl zu ¢ benachbarter H-Atome
(unsigned char)
end

1 Byte: Anzahl zu ¢ benachbarter (Nicht—H-)Atome j
mit j > i (unsigned char)
for each zu i benachbartem (Nicht-H-)Atom j > i
s Byte: 7, wobei s =1, falls n < 256, s = 2 sonst
(unsigned char bzw. unsigned short)
1 Byte: Bindungsvielfachheit zwischen ¢ und 7, 4 fiir
aromatische Bindungen (unsigned char)
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Fiir einen molekularen Graphen mit n Atomen und b Bindungen werden ohne
die Speicherung von Koordinaten und Namen bei expliziten H-Atomen

14+2+4n-(44+1)+b-2=3+5n+2b

Byte benétigt. Sind unter den n Atomen h H-Atome, so belduft sich bei
impliziter Behandlung der H-Atome der Speicherplatzbedarf auf

1+2+n-4+14+1)+(b—h)-2=3+6n—8h+2b

Byte. Bei chemischen Verbindungen in Datenbanken ist der durchschnittliche
Anteil von H-Atomen etwa 0,5. So gesehen ist die implizite Speicherung von
H-Atomen vorzuziehen. In einigen Spezialfillen (Ha, H", H®) ist die explizi-
te Speicherung unumgénglich. Ansonsten wird explizite Speicherung dann
gewahlt, wenn Koordinaten fiir alle Atome abgelegt werden sollen.

Diese Datenstruktur erhebt keinen Anspruch auf maximale Kompression.
Insbesondere konnten bei der Kodierung der Atome weitere Einsparungen
erzielt werden, etwa indem man zunéchst eine Liste der auftretenden Atom-
zustande einfiihrt, und bei den einzelnen Atomen dann nur noch mit einem
Byte auf das Listenelement verweist.
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Anhang B

Molekulare Deskriptoren

Die folgenden Seiten zeigen eine Aufstellung aller in MOLGEN-QSPR ent-
haltenen arithmetischen, topologischen und geometrischen Indizes. Eine ge-
naue Spezifikation findet man in [119]. Fiir die Namen der Deskriptoren wur-
den die englischsprachigen Bezeichnungen beibehalten.

B.1 Arithmetische Indizes

number of atoms

number of atoms (incl. H-atoms)

number of H-atoms

relative number of H-atoms
number of C—atoms

relative number of C—-atoms
number of O-atoms

relative number of O—atoms
number of N-atoms

relative number of N-atoms
number of S—atoms

relative number of S—atoms
number of F-atoms

relative number of F—atoms
number of Cl-atoms
relative number of Cl-atoms
number of Br-atoms
relative number of Br—atoms
number of l-atoms

relative number of |-atoms
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Np

rel. Np

B

B (incl. H)
loc. B

loc. B (incl. H)
n—

rel. n—

n— (incl. H)
rel. n— (incl. H)
n=

rel. n=

rel. n= (incl. H)
n#f

rel. n#

rel. n# (incl. H)
naroma

rel. Naroma

rel. Naroma (incl. H)

C

MW

mean AW

MW (incl. H)
mean AW (incl. H)
cha

rad

HBD

HBA
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number of P-atoms

relative number of P-atoms

number of bonds

number of bonds (incl. H-atoms)

number of localized bonding electron pairs
number of localized bonding electron pairs (incl. H)
number of single bonds

relative number of single bonds

number of single bonds (incl. H-atoms)

relative number of single bonds (incl. H-atoms)
number of double bonds

relative number of double bonds

relative number of double bonds (incl. H-atoms)
number of triple bonds

relative number of triple bonds

relative number of triple bonds (incl. H-atoms)
number of aromatic bonds

relative number of aromatic bonds

relative number of aromatic bonds (incl. H-atoms)
cyclomatic number

molecular weight

mean atomic weight

molecular weight (incl. H-atoms)

mean atomic weight (incl. H-atoms)

total charge

number of radicals

number of hydrogen bond donors

number of hydrogen bond acceptors

B.2 Topologische Indizes

Wiener index

1st Zagreb index

2nd Zagreb index

1st modified Zagreb index

2nd modified Zagreb index

Randic index of order 0

Randic index of order 1

Randic index of order 2

solvation connectivity index of order O
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Junsat
MTI
MTI
H

twe
me(Q)
me(3)
TTLIUC(4)
me(5)
me(G)
me(7)
mwc(g)
Zfu}cunsat

solvation connectivity index of order 1
solvation connectivity index of order 2
solvation connectivity index of order 3
solvation connectivity index for clusters
Kier and Hall index of order 0

Kier and Hall index of order 1

Kier and Hall index of order 2

Kier and Hall index of order 3

Kier shape index 1

Kier shape index 2

Kier shape index 3

Kier molecular flexibility index non—alpha-modified
Kier alpha—modified shape index 1
Kier alpha—modified shape index 2
Kier alpha-modified shape index 3
Kier molecular flexibility index

Platt number

Gordon—Scantlebury index

Balaban index

unsaturated Balaban index

Schultz molecular topological index
MTT-index

Harary number

total walk count

molecular walk count of length 2
molecular walk count of length 3
molecular walk count of length 4
molecular walk count of length 5
molecular walk count of length 6
molecular walk count of length 7
molecular walk count of length 8
unsaturated total walk count

unsaturated molecular walk count of length 2
unsaturated molecular walk count of length 3
unsaturated molecular walk count of length 4
unsaturated molecular walk count of length 5
unsaturated molecular walk count of length 6
unsaturated molecular walk count of length 7
unsaturated molecular walk count of length 8
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G (topol.)
G1 (topol., incl. H)
G (topol.)
Gs (topol., incl. H)
A
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pairs, topol. dist.)

pairs, topol. dist., incl. H-atoms)
bonds, topol. dist.)

bonds, topol. dist., incl. H-atoms)

gravitational index
gravitational index
gravitational index
gravitational index
Hosoya Z-index
Basak information content of order 0

Basak total information content of order 0

Basak complementary information content of order 0
total complementary information content of order 0
Basak structural information content of order 0
total structural information content of order 0
bonding information content of order 0

total bonding information content of order 0

Basak information content of order 1

Basak total information content of order 1

Basak complementary information content of order 1
total complementary information content of order 1
Basak structural information content of order 1

total structural information content of order 1
bonding information content of order 1

total bonding information content of order 1

Basak information content of order 2

Basak total information content of order 2

Basak complementary information content of order 2
total complementary information content of order 2
Basak structural information content of order 2
total structural information content of order 2
bonding information content of order 2

total bonding information content of order 2

mean square distance index

detour index

detour index (incl. half main diagonal)

total acyclic path count

molecular acyclic path count of length 2

molecular acyclic path count of length 3

molecular acyclic path count of length 4

molecular acyclic path count of length 5

molecular acyclic path count of length 6

molecular acyclic path count of length 7

molecular acyclic path count of length 8

molecular acyclic path count of length 9 and higher

P Py
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P total path count

ip molecular path count of length 2

5P molecular path count of length 3

ip molecular path count of length 4

°P molecular path count of length 5

6p molecular path count of length 6

P molecular path count of length 7

8p molecular path count of length 8

=9p molecular path count of length 9 and higher
rings total ring count

Srings molecular ring count of length 3

Yrings molecular ring count of length 4

rings molecular ring count of length 5

6rings molecular ring count of length 6

"rings molecular ring count of length 7

8rings molecular ring count of length 8

2Irings molecular ring count of length 9 and higher
ch. G4 topological charge index of order 1

ch. Gy topological charge index of order 2

ch. Gg topological charge index of order 3

ch. G4 topological charge index of order 4

ch. Gy topological charge index of order 5

ch. Gg topological charge index of order 6

ch. G topological charge index of order 7

ch. Gg topological charge index of order 8

ch. Ji mean topological charge index of order 1
ch. Jy mean topological charge index of order 2
ch. Js mean topological charge index of order 3
ch. Jy mean topological charge index of order 4
ch. Js mean topological charge index of order 5
ch. Jg mean topological charge index of order 6
ch. J; mean topological charge index of order 7
ch. Jg mean topological charge index of order 8
ch. J global topological charge index

D topological diameter

& eccentric connectivity index

A principal eigenvalue of A

SCA1 sum of coefficents of princ. eigenvec. of A
SCA2 mean coefficent of princ. eigenvec. of A
SCA3 log of sum of coeff. of princ. eigenvec. of A

AP principal eigenvalue of D
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total y index

number of methyl groups

number of pairs of methyl groups at distance 3
freely rotatable bonds

Szeged index

hyper-Szeged index

connectivity index 3y path
connectivity index *y path
connectivity index °y path
connectivity index °y path
connectivity index 3y cluster
connectivity index %y cluster
connectivity index ®y cluster
connectivity index %y cluster
connectivity index *x path-cluster
connectivity index 5y path-cluster
connectivity index %y path-cluster
connectivity index 3y chain
connectivity index *y chain
connectivity index °y chain
connectivity index %y chain
connectivity index 3y path
connectivity index 4y path
connectivity index %y path
connectivity index x? path
connectivity index 3x? cluster
connectivity index 4y cluster
connectivity index 5y cluster
connectivity index 6y cluster
connectivity index *y" path-cluster
connectivity index 5y path-cluster
connectivity index %y path-cluster
connectivity index 3y chain
connectivity index *y" chain
connectivity index °x? chain
connectivity index x? chain

size of topological symmetry group
topological radius

number of connectivity components
graph—theoretical planarity
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B.3 Geometrische Indizes

Gy

Gy (incl. H)

G

Gy (incl. H)

I

Ip

Ic

st. energy

SHDW1

SHDW?2

SHDW3

SHDW4

SHDWb5

SHDWG6
SHDW1/SHDW?2
SHDW1/SHDW3
SHDW?2/SHDW?3
ssSHDW 1
ssSHDW?2
ssSHDW 3
ssSHDW 4
ssSHDW5
ssSHDW6
ssSHDW1/SHDW?2
ssSHDW1/SHDW?3
ssSHDW?2/SHDW?3
‘/”L)dw

Pvdw
Vo
‘/cub
Svdw
SASmo0
SASy
D3D

‘/sphere

gravitational index (pairs, 3D—dist.)
gravitational index (pairs, 3D—dist., incl. H-atoms)
gravitational index (bonds, 3D—dist.)
gravitational index (bonds, 3D—dist., incl. H-atoms)
moment of inertia A

moment of inertia B

moment of inertia C

steric energy

XY shadow

X7 shadow

YZ shadow

standardized XY shadow
standardized XZ shadow
standardized YZ shadow

XY /XZ shadow

XY /YZ shadow

XZ/YZ shadow

size sorted shadow 1

size sorted shadow 2

size sorted shadow 3

size sorted standardized shadow 1
size sorted standardized shadow 2
size sorted standardized shadow 3
size sorted shadow 1/2

size sorted shadow 1/3

size sorted shadow 2/3

Van der Waals volume

density by Van der Waals volume
standardized Van der Waals volume
enclosing cuboid

Van der Waals surface
solvent—accessible surface (H,0)
solvent—accessible surface (H)
geometrical diameter

enclosing sphere
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Anhang C

Substrukturen fiir
MS—Klassifikatoren

Im Folgenden werden die strukturellen Eigenschaften beschrieben, nach de-
nen die Software MSclass [156] Massenspektren klassifizieren kann. MSclass
umfasst Klassifikatoren zu insgesamt 85 verschiedenen SP, fiir jede dieser
Eigenschaften werden bis zu 4 Klassifikatoren angeboten.

Die SP werden identifiziert durch einen bis zu 10 Zeichen langen Namen.
Zudem ist fiir jede SP eine englischsprachige Beschreibung und eine Graphik
angegeben. Die 85 SP sind in 5 Kategorien aufgeteilt: Alkyle (13 SP), Aro-
maten (40 SP), Bindungen (2 SP), Elemente (10 SP), funktionelle Gruppen
(19 SP) und Ringe (1 SP). Die SP sind innerhalb dieser Kategorien gemés
ihrer Beschreibung alphabetisch aufsteigend angeordnet. Diese Informatio-
nen stimmen iiberein mit den Angaben im Klassifikator Handbuch [157] zu
MSclass und wurden mit Genehmigung der Autoren zur Verfiigung gestellt.
Um die Klassifikationsergebnisse fiir einen Strukturgenerator wie MOLGEN
nutzen zu konnen, miissen die SP durch Restriktionen beschrieben werden,
die der Generator verarbeiten kann. Zu diesem Zweck wurden die strukturel-
len Informationen auf arithmetischer und topologischer Ebene in einem fiir
MOLGEN-MS lesbaren Format kodiert.

Auf arithmetischer Ebene sind dies in erster Linie Intervalle, die die Anzah-
len von Atomen fiir die chemischen Elemente einschrinken, auf topologischer
Ebene ein oder mehrere logische verkniipfte Substrukturen, die MOLGEN
als strukturelle Restriktion verarbeitet. Im Folgenden sind fiir jede struktu-
relle Eigenschaft S die arithmetischen Restriktionen (AR) und strukturel-
len Restriktionen (SR) fiir das Vorhandensein (Klasse 1) und die Abwesen-
heit (Klasse 0) von S entsprechend dem derzeitigen Entwicklungsstand von
MOLGEN-MS zusammengestellt.

Auf eine explizite graphische Darstellung der einzelnen Substrukturen wurde
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aus Platzgriinden verzichtet. In den meisten Féllen geht diese ohnehin aus
der Beschreibung oder der Graphik der SP hervor. Stattdessen wurden in
Fillen, wo die Kodierung durch strukturelle Restriktionen nicht offensichtlich
ist, Bemerkungen iiber die verwendeten Methoden beigefiigt.

Nicht immer kénnen die in einer SP enthaltenen Informationen vollsténdig fiir
die Strukturgenerierung durch MOLGEN genutzt werden. Manche SP sind
zudem nicht prézise genug fiir eine automatische Verarbeitung formuliert.
Betroffene SP sind mit einem Kreuz (1) gekennzeichnet.

Schlielich wurden die hier aufgefiihrten SP teilweise zur Entwicklung neuer
Klassifikatoren herangezogen (Abschnitt 5.5.2). SP, die dabei nicht bertick-
sichtigt wurden, sind mit einem Doppelkreuz () markiert. Griinde dafiir
waren entweder, dass diese SP fiir die Strukturgenerierung durch MOLGEN
nicht nutzbar sind, oder dass keine entsprechend grofien Datenbestéinde fiir
Lern- und Testsatz in der Datenbasis (Abschnitt 5.3.5) vorlagen.

Dabei verteilen sich die SP, deren Informationen nicht vollstindig fiir MOL-
GEN genutzt werden konnen und solche, die nicht fiir die Klassifikation in
Abschnitt 5.5.2 herangezogen wurden, wie folgt auf die einzelnen Kategorien:

| [SP] t[4]
Alkyle 131 210
Aromaten 40 9|7
Bindungen 21 010
Elemente 10 01
tkt. Gruppen | 19| 0|0
Ringe 11 00
> 85|11 |8




C.1. ALKYLE 291

C.1 Alkyle
C quart ch: C quarternary (4 chain-bonds to carbon atoms) !
¢ AR 1: C>5
g AR 0: -
AT SR 1: at least 1 fragment alkylCquartch
C SR 0: no fragments alkylCquartch

C4 H9: C04 H09 *

AR 1: C>4, H>9

AR 0: -

SR 1: at least 1 subunit C4 H9
SR 0: no subunits C4 H9

C4H9—

C5 H11: C05 H11

AR 1: C>5, H>11

AR 0: -

SR 1: at least 1 subunit C5 H11
SR 0: no subunits C5 H11

C5H11_

C5 H11x: C05 H11 or other alkyl T3

AR 1: C>1, H>3

AR 0: -

SR 1: at least 1 subunit C H3
SR 0: no subunits C H3

C5H11_

C6 H13: C06 H13

AR 1: C>6, H>13

AR 0: -

SR 1: at least 1 subunit C6 H13
SR 0: no subunits C6 H13

C6H13_

! Azyklische Bindungen (A) werden unter Verwendung von Substruktur-Restriktionen
Ring beschrieben.

2 Alkylreste mit gegebener Summenformel werden durch Summenformel-Substrukturen
beschrieben.

3Hier ist die Definition der SP nicht prizise. Fiir einen beliebigen Alkylrest kann man
lediglich eine CH3—Gruppe vorschreiben.
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C6 H13 n: C06 H13 (n-)

AR 1: C>6, H>13

AR 0: -

SR 1: at least 1 fragment alkylC6H13(n-)
SR 0: no fragments alkylC6H13(n-)

CH3(CH,)s—

C7 H15: CO07 H15

AR 1: C>7, H>15

AR 0: -

SR 1: at least 1 subunit C7 H15
SR 0: no subunits C7 H15

C7H15_

C8 H17: CO8 H17

AR 1: C>8, H>17

AR 0: -

SR 1: at least 1 subunit C8 H17
SR 0: no subunits C8 H17

CgHi7—

C9 H19: C09 H19

AR 1: C>9, H>19

AR 0: -

SR 1: at least 1 subunit C9 H19
SR 0: no subunits C9 H19

C9H19_

C10 H21: C10 H21

AR 1: C>10, H>21

AR 0: -

SR 1: at least 1 subunit C10 H21
SR 0: no subunits C10 H21

C10H21_

C11 H23: C11 H23 t*
AR 1: C>11, H>23
AR 0: -
SR 1:-
SR 0: -

Cle H23_

4Die Definition der SP besagt hier, dass Ci1Ho3 oder ein gréferer Alkylrest vorliegt.
Diese Bedingung kann derzeit nicht in MOLGEN-Syntax beschrieben werden. Fiir die
Bestimmung von Klassifikatoren in Abschnitt 5.5.2 wurde die Bedingung durch Cy1Has
ersetzt.
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hydr carb: hydrocarbon
AR 1: C>1 H>1

no hetero atoms
CH, AR 0: at least 1 hetero atom
SR 1: -
SR 0: -

(CH3)3-C: tertiary butyl

CHs AR 1: C>4, H>9
CH _(|3_ AR 0: -
8 SR 1: at least 1 fragment alkyl(CH3)3-C
CH, SR 0: no fragments alkyl(CH3)3-C

C.2 Aromaten

ar-CHO: aldehyde aryl-CH=0

O=CH AR 1: C>7 H>1 O>1
DBE > 5
AR 0: -
SR 1: at least 1 fragment aromaar-CHO
SR 0: no fragments aromaar-CHO

ar-CO,N2: aryl - -C-O or -C=0 or -N=N °

AR 1: C>6
DBE > 4
AR 0: -
SR 1: 1-2 terms of
at least 1 fragment aromaar-COsd,
at least 1 fragment aromaar-N2
SR 0: exactly 2 terms of
no fragments aromaar-COsd,
no fragments aromaar-N2

o
=z -

-0-0-

-0
|
-Z

5Die Alternativen —C—0 und —C=0 werden als ein MMG durch Verwendung meh-
rerer moglicher Bindungen dargestellt. Die dritte Alternative wir durch Verwendung eines
weiteren Substruktur—Eintrags in einer strukturellen Restriktion Substruktur realisiert.
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ar-CH2: aryl - -CH2 or -CHS3

CH,—

0

AR 1: C>7 H>2
DBE > 4
AR 0O: -
SR 1: at least 1 fragment aromaar-CH2
SR 0: no fragments aromaar-CH2

ar-N,NHN: aryl - -N= or -NH-N ©
AR 1: C>6 N>1
— DBE > 4
N | ARO:-
F SR 1: 1-2 terms of

®

at least 1 fragment aromaar-Nsp2,

at least 1 fragment aromaar-NHN
SR 0: exactly 2 terms of

no fragments aromaar-Nsp2,

no fragments aromaar-NHN

ar-C ch: aryl - C (chain-bond)

@Cj

AR 1: C>7
DBE > 4
AR 0O: -
SR 1: at least 1 fragment aromaar-Cch
SR 0: no fragments aromaar-Cch

ar-C r: aryl - C (ring bond) 7

@5

AR 1: C>7
DBE > 5
AR 0O: -
SR 1: at least 1 fragment aromaar-Cr
SR 0: no fragments aromaar-Cr

6Die Substruktur —N = wird unter Verwendung einer Substruktur-Restriktion Hybri-
disierung beschrieben.

"Zyklische Bindungen (o) werden ebenso wie azyklische Bindungen durch Substruktur—
Restriktionen Ring beschrieben.
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ar-CO: aryl - C=0

3

AR 1:

AR 0:
SR 1:
SR 0:

ar-CH: aryl - CH

@Ci

AR 1:

AR 0:
SR 1:
SR 0:

295

C>7 0>1

DBE > 5

at least 1 fragment aromaar-CO
no fragments aromaar-CO

C>7 H>1

DBE > 4

at least 1 fragment aromaar-CH
no fragments aromaar-CH

ar-CH2CH2: aryl - CH2-CH?2

CH,CH,—

®

ar-Cl: aryl - Cl

3

AR 1:

AR 0:
SR 1:
SR 0:

AR 1:

AR 0:
SR 1:
SR 0:

C>8 H>4

DBE > 4

at least 1 fragment aromaar-CH2CH2
no fragments aromaar-CH2CH2

C>6 CI>1

DBE > 4

at least 1 fragment aromaar-Cl
no fragments aromaar-Cl

ar-CO-CH2: aryl - CO-CH2

0=C—CH,~

0

AR 1:

C>8 H>2 0>1
DBE > 5

AR 0O: -

SR 1:
SR 0:

at least 1 fragment aromaar-CO-CH2
no fragments aromaar-CO-CH2
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ar-COO: aryl - COO (benzoic acid/ester)

o
1]

O

o
|

O

ar-F: aryl - F

@ﬂ

ar-N: aryl - N

O+

AR 1: C>7 O>2
DBE > 5
AR 0: -
SR 1: at least 1 fragment aromaar-COO
SR 0: no fragments aromaar-COO

AR 1: C>6 F>1
DBE >4
AR 0: -
SR 1: at least 1 fragment aromaar-F
SR 0: no fragments aromaar-F

AR 1: C>6 N>1
DBE > 4
AR 0: -
SR 1: at least 1 fragment aromaar-N
SR 0: no fragments aromaar-N

ar-N ch: aryl - N (chain-bond)

Or+-

AR 1: C>6 N>1
DBE > 4
AR 0O: -
SR 1: at least 1 fragment aromaar-Nch
SR 0: no fragments aromaar-Nch

ar-N r: aryl - N (ring-bond)

Or+-

AR 1. C>6 N>1
DBE > 5
AR 0: -
SR 1: at least 1 fragment aromaar-Nr
SR 0: no fragments aromaar-Nr
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ar-O: aryl - O

0— AR 1: C>6 O>1
DBE > 4
AR 0O: -
SR 1: at least 1 fragment aromaar-O
SR 0: no fragments aromaar-O

Or

ar-O-CH2: aryl - O-CH2
OCH,— AR 1: C>7 H>2 0>1
DBE > 4
AR 0O: -
SR 1: at least 1 fragment aromaar-O-CH2
SR 0: no fragments aromaar-O-CH2

O

ar-O-CH3: aryl - O-CH3 (methozy)

OCH,4 AR 1: C>7 H>3 O>1
DBE > 4
AR 0: -
SR 1: at least 1 fragment aromaar-O-CH
SR 0: no fragments aromaar-O-CH3

@

ar-S r: aryl - S (S in ring)

S— AR 1: C>6 S>1
DBE > 5
AR 0O: -
SR 1: at least 1 fragment aromaar-Sr
SR 0: no fragments aromaar-Sr

O

biphenyl: biphenyl

AR 1: C>12
DBE > 8
AR 0O: -
SR 1: at least 1 fragment aromabiphenyl
SR 0: no fragments aromabiphenyl

OO
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C6H4-Br: C6H/ - Br (o,m,p substituted) ®

AR 1: C>6 H>4 Br>1
DBE > 4
Br AR 0: -
SR 1: 1-5 terms of
at least 1 fragment aromaC6H4-Bra,
at least 1 fragment aromaC6H4-Brb,
at least 1 fragment aromaC6H4-Brec,
o,m,p R at least 1 fragment aromaC6H4-Brd,
at least 1 fragment aromaC6H4-Bre
SR 0: exactly 5 terms of
no fragments aromaC6H4-Bra,
no fragments aromaC6H4-Brb,
no fragments aromaC6H4-Bre,
no fragments aromaC6H4-Brd,
no fragments aromaC6H4-Bre

C6H4-S02: C6Hj - SO2 (0,m,p substituted) +°

AR 1: C>6, H>4, 0>2, S>1
DBE > 4
SO, AR 0: -
SR 1: 1-5 terms of
at least 1 fragment aromaC6H4-SO2a,
at least 1 fragment aromaC6H4-SO2b,
at least 1 fragment aromaC6H4-SO2c,
R at least 1 fragment aromaC6H4-SO2d,
at least 1 fragment aromaC6H4-SO2e
SR 0: exactly 5 terms of
no fragments aromaC6H4-SO2a,
no fragments aromaC6H4-SO2b,
no fragments aromaC6H4-SO2c¢,
no fragments aromaC6H4-SO2d,
no fragments aromaC6H4-SO2e

8 Alternativen fiir die Position eines Substituenten werden durch Verwendung mehrerer
Substruktur—Eintrédge in einer strukturellen Restriktion Substruktur realisiert.

9Fiir diese SP wurden zur Bestimmung von Klassifikatoren in Abschnitt 5.5.2 nicht
geniigend Spektren in der Datenbasis gefunden.
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C6H4 omp: C6H4 di-substituted (o,m,p) benzene ring
AR 1: C>6 H>4

R DBE > 4
' ARO:-
SR 1: 1-4 terms of
at least 1 fragment aromaC6H4ompa,
at least 1 fragment aromaC6H4ompb,
°,m,p R, at least 1 fragment aromaC6H4ompc,

at least 1 fragment aromaC6H4ompd,
SR 0: exactly 4 terms of

no fragments aromaC6H4ompa,

no fragments aromaC6H4ompb,

no fragments aromaC6H4ompc,

no fragments aromaC6H4ompd

ph-C: C6H5 - C
_é_ AR 1: C>7 H>5
DBE > 4
AR 0O: -
SR 1: at least 1 fragment aromaph-C

SR 0: no fragments aromaph-C
H

ph-CH2-0: C6H5 - CH2 - O

CH,0— AR 1: C>7 H>7 O>1
DBE > 4
AR 0O: -
SR 1: at least 1 fragment aromaph-CH2-O
H SR 0: no fragments aromaph-CH2-O

ph: C6H5- (phenyl)

AR 1: C>6 H>5
DBE > 4
AR 0O: -
SR 1: at least 1 fragment aromaph
H SR 0: no fragments aromaph
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benz-0O: CH2 - C6H4 - O - (o,m,p)

AR 1: C>7 H>6 O>1
DBE > 4
AR 0: -
SR 1: 1-5 terms of
at least 1 fragment aromabenz-Oa,
at least 1 fragment aromabenz-Ob,
at least 1 fragment aromabenz-Oc,
at least 1 fragment aromabenz-Od,
at least 1 fragment aromabenz-Oe
SR 0: exactly 5 terms of
no fragments aromabenz-Oa,
no fragments aromabenz-Ob,
no fragments aromabenz-Oc,
no fragments aromabenz-Od,
no fragments aromabenz-Oe

o,m,p CHZ_

ar cond: condensed rings T
AR 1: C>7
DBE > 6
condensed AR 0: -

aromatic rings SR 1: -
SR 0: -

ar-COOCH2*: ester C6H/-COO-CH2- (and subst. at o,m, or p)
AR 1: C>8 H>6 O>2

DBE > 5
B AR 0O: -
0=C=0-CH= SR 1: 1-5 terms of
at least 1 fragment aromaar-COOCH2a,
at least 1 fragment aromaar-COOCH2b,
omn R at least 1 fragment aromaar-COOCH2c,

at least 1 fragment aromaar-COOCH2d,
at least 1 fragment aromaar-COOCH2e
SR 0: exactly 5 terms of
no fragments aromaar-COOCH2a,
no fragments aromaar-COOCH2b,
no fragments aromaar-COOCH2c,
no fragments aromaar-COOCH2d,
no fragments aromaar-COOCH2e
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ar het: hetero-aromatic T

AR 1: C>3
DBE > 3
@’ AR 0: -
SR 1: -
SR 0: -

ar poly: more than 1 aromatic ring (any type) [

AR 1: C>7
DBE > 6
more than one AR 0: -

aromatic ring SR 1: -
SR 0: -

naph: naphthaline ring system

AR 1: C>10
DBE > 7

AR 0: -
SR 1: 1-2 terms of
at least 1 fragment aromanapha,

at least 1 fragment aromanaphb,
SR 0: exactly 2 terms of

no fragments aromanapha,

no fragments aromanaphb

non ar: non aromatic T

AR 1: -
AR 0: C>3
no aromatic DBE > 3
ring SR 1: -
SR 0: -

phen-1-OH: phenol (1 OH), alkyl-subst. 10

OH AR 1: C>6 H>1 0>1
DBE > 4
AR 0O: -
@ SR 1: at least 1 fragment aromaar-OH
\‘q,kw SR 0: no fragments aromaar-OH

10Djie Definition der SP ist nicht prézise. Die optionale Substitution mit einem Alkylrest
kann nicht beriicksichtigt werden.
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phen: phenol (1-8 OH), alkyl-subst. 111

OH AR 1: C>6 H>1 O>1
OH DBE > 4
-OH AR 0: -
: SR 1: at least 1 fragment aromaar-OH
alkyl SR 0: no fragments aromaar-OH

phen-2-OH: phenol (2 OH), alkyl-subst. |

AR 1: C>6 H>2 O>2
DBE > 4
OH AR 0: -
SR 1: 1-4 terms of
at least 1 fragment aromaphen-2-OHa,

\ at least 1 fragment aromaphen-2-OHb,
“allkyl at least 1 fragment aromaphen-2-OHcg,

at least 1 fragment aromaphen-2-OHd,

SR 0: exactly 4 terms of

no fragments aromaphen-2-OHa,

no fragments aromaphen-2-OHb,

no fragments aromaphen-2-OHc,

no fragments aromaphen-2-OHd

OH

phen1-Cl1: phenol - Cl (1 OH, 1 Cl), alkyl-subst. T

AR 1: C>6 H>1 CI>1 O>1
DBE > 4
AR 0: -
OH SR 1: 1-5 terms of
cl at least 1 fragment aromaphen1-Clla,
at least 1 fragment aromaphen1-Cl1b,
. at least 1 fragment aromaphen1-Cllc,
alkyl at least 1 fragment aromaphen1-Cl1d,
at least 1 fragment aromaphenl1-Clle
SR 0: exactly 5 terms of
no fragments aromaphenl1-Clla,
no fragments aromaphen1-Cl1b,
no fragments aromaphenl-Cllc,
no fragments aromaphen1-Cl1d,
no fragments aromaphenl1-Clle

Djie Definition der SP ist nicht priizise. Die optionale Substitution mit zwei weiteren
OH-Gruppen und einem Alkylrest kann nicht beriicksichtigt werden.



C.3. BINDUNGEN 303

phen-Cl: phenol - Cl (1-3 OH, 1-3 Cl), alkyl-subst. T

AR 1: C>6 H>1 CI>1 O>1
DBE > 4
AR 0: -
SR 1: 1-5 terms of
at least 1 fragment aromaphen1-Clla,
at least 1 fragment aromaphen1-Cl1b,
at least 1 fragment aromaphenl1-Cllc,
at least 1 fragment aromaphen1-Cl1d,
at least 1 fragment aromaphen1-Clle
SR 0: exactly 5 terms of
no fragments aromaphen1-Clla,
no fragments aromaphen1-Cl1b,
no fragments aromaphenl1-Cllc,
no fragments aromaphen1-Cl1d,
no fragments aromaphen1-Clle

CO-C6H3-O0: tri-subst. benzene ring: -C=0 or -C-O or -OH or -N

AR 1: C>7 H>3 0>2
DBE > 4
AR 0: -
v/ SR 1: 1-3 terms of
at least 1 fragment aromaar-COsd,
at least 1 fragment aromaar-OH,
at least 1 fragment aromaar-Nsp,
SR 0: exactly 5 terms of
no fragments aromaar-COsd,
no fragments aromaar-OH,
no fragments aromaar-Nsp

C.3 Bindungen

r>C=C<r: C=C between 2 rings

AR 1: C>2
DBE > 3
i c=¢ ' AR O: -
-~ - SR 1: at least 1 fragment bondrC=Cr
SR 0: no fragments bondrC=Cr
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(CH3)2>C=C: isopropylidene

AR 1: C>4 H>6
CH DBE >1
PSc=c ARO:-
CH; SR 1: at least 1 fragment bond(CH3)2C=C

SR 0: no fragments bond(CH3)2C=C

C.4 Elemente

B: boron (any number) *

AR 1: B>1
AR 0: B=0
SR 1: -
SR 0: -

Bx

Br: bromine (any number)

AR 1: Br>1
AR 0: Br=0
SR 1:-
SR 0: -

Br,

Cl: chlorine (any number)

AR 1: CI>1
AR 0: CI=0
SR 1:-
SR 0: -

Cly

N: nitrogen (any number)

AR 1: N>1
AR 0: N=0
SR 1:-
SR 0: -

Ny

N 2: nitrogen (any number)

AR 1: N=2
AR 0: N#£2
SR 1: -
SR 0: -

N>
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P: phosphorous (any number)

AR 1: P>1
AR 0: P=0
SR 1: -
SR 0: -

Px

Si: silicon (any number)

AR 1: Si>1
AR 0: Si=0
SR 1: -
SR 0: -

Sy

Si 1: silicon: 1 atom

AR 1: Si=1
AR 0: Si#£l
SR 1: -
SR 0: -

Siy

Si>2: silicon: > 2 atoms

AR 1: Si>2
AR 0: Si<1
SR 1: -
SR 0: -

Sizg

S: sulphur (any number)

AR 1: S>1
AR 0: S=0
SR 1: -
SR 0: -

S

C.5 Funktionelle Gruppen

CH3-COQO: acetory CH3-COO

AR 1: C>2 H>3 0>2
DBE > 1

0
CHS—cf AR 0: -

SR 1: at least 1 fragment funcCH3-COO
SR 0: no fragments funcCH3-COO
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CH3-CO: acetyl CH3-CO

AR 1: C>2 H>3 O>1
0 DBE > 1
CH__Cé AR 0: -
3 ~
SR 1: at least 1 fragment funcCH3-CO
SR 0: no fragments funcCH3-CO

alc tert: alcohol tertiary (no ester)

|
_c— AR 1: C>4 H>1 0>1

L é oy ARO:-
R SR 1: at least 1 fragment funcalctert
—C-— SR 0: no fragments funcalctert

am tert: amine tertiary (no amide)

|
_c— AR 1: C>3 N>1

L & AR 0: -
L SR 1: at least 1 fragment funcamtert
—C- SR 0: no fragments funcamtert

|
n-C4H9-0: butyl-ozy n-C4HI - O
AR 1: C>4 H>9 O>1
DBE > 1
CH;—(CH,);— 0— AR 0: -
SR 1: at least 1 fragment funcn-C4H9-O
SR 0: no fragments funcn-C4H9-O

C2H5-CO: C2H5 - CO
AR 1: C>3 H>5 O0>1
DBE > 1
CH;—CH,—0- AR O: -
SR 1: at least 1 fragment funcC2H5-CO
SR 0: no fragments funcC2H5-CO

CF3: CF3 trifluoromethyl

F AR 1: C>1 F>3

AR 0O: -

| SR 1: at least 1 fragment funcCF3
F SR 0: no fragments funcCF3



C.5. FUNKTIONELLE GRUPPEN 307

CF3-CO: CF3 - CO
AR 1: C>2 F>3 O0>1
I 0 DBE > 1
=
F-C-CZ AR 0: -
' SR 1: at least 1 fragment funcCF3-CO
SR 0: no fragments funcCF3-CO

NH-CH2-CH2: CH2 - CH2 - NH

AR 1: C>2 H>4 N>1

AR 0: -

SR 1: at least 1 fragment funcNH-CH2-CH?2
SR 0: no fragments funcNH-CH2-CH2

— CH, CH,— NH-

CH3-0O-CH2: CH3 - O - CH?

AR 1: C>2 H>5 O>1

AR 0: -

SR 1: at least 1 fragment funcCH3-O-CH2
SR 0: no fragments funcCH3-O-CH2

CH,— 0 —CH,—

N(CH3)2: dimethyl-amine -N(CHS3)2

AR 1: C>2 H>6 N>1
_N/CHB AR 0: -
\CHs SR 1: at least 1 fragment funcN(CH3)2
SR 0: no fragments funcN(CH3)2

CH3-COOCH: ester of acetic acid CH3COO-CH2

AR 1: C>3 H>4 N>2
_0 DBE > 1
CHy=CT,_ 4y AR 0: -
I SR 1: at least 1 fragment funcCH3-COOCH
SR 0: no fragments funcCH3-COOCH

et-est: ester: ethyl

AR 1: C>3 H>5 0>2
DBE > 1
AR 0O: -
SR 1: at least 1 fragment funcet-est
SR 0: no fragments funcet-est

_0

—C
>0 —CH,CH,
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me-est: ester: methyl

AR 1: C>2 H>3 0>2
_0 DBE > 1
—C: 0—CH AR 0O: -
3 SR 1: at least 1 fragment funcme-est
SR 0: no fragments funcme-est

C2H5-0: ethozy

AR 1: C>2 H>5 O>1

AR 0O: -

SR 1: at least 1 fragment funcC2H5-O
SR 0: no fragments funcC2H5-O

CH,— CH,— 0—

(CH2)6-CO: ketone (CH2)6 - CO

AR 1: C>2 H>5 O0>1
DBE > 1
—(CHy)- cZ° AR:-
SR 1: at least 1 fragment func(CH2)6-CO
SR 0: no fragments func(CH2)6-CO

NO: nitrogen-oxygen bond

AR 1: N>1 O>1
| AR 0: -
“N=0or -N-0- QR 1. at least 1 fragment funcNO
SR 0: no fragments funcNO

S-CH2: § - CH?

AR 1: C>1 H>2 S>1

AR 0O: -

SR 1: at least 1 fragment funcS-CH2
SR 0: no fragments funcS-CH2

~S—CH,—

(CH3)3 Si: trimethylsilyl

CH; AR 1. C>3, H>9 Si>1
CH-si—  ARO:-
] SR 1: at least 1 fragment func(CH3)3Si

CH SR 0: no fragments func(CH3)3Si

3
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C.6 Ringe

r 5+6: 5-ring and 6-ring condensed '?
AR 1: DBE > 1

AR 0: -
SR 1: at least 1 fragment ringr5+6

SR 0: no fragments ringr5+-6

12Die kondensierten Ringe werden als MMG unter Verwendung des Atomtyps Beliebig
und mit Alternativen fiir die Bindungen dargestellt.
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Anhang D

Bruttoformeln nach Masse und
Ionentyp

Fiir ganzzahlige nominale Massen werden in den Tabellen D.1 — D.4 zunéchst
Gesamtzahlen von Bruttoformeln ohne weitere Einschrankungen angegeben.
Die Spalte Ionen enthilt die Anzahl von Bruttoformeln, die den Bedingungen
(Gr2) und (Con) aus Satz 1.3.19 gentigen. Die dritte Spalte enthélt die Anzahl
von Bruttoformeln, die zusétzlich Bedingung (Grl) entsprechen. Dies sind
gerade die Bruttoformeln, die fiir die Molekiilion im MS in Frage kommen.
Die néchste Spalte gibt schliefilich die Anzahl derjenigen Bruttoformeln an,
die (Gr2) und (Con) geniigen, (Grl) jedoch nicht erfiillen. Die CPU-Zeiten
wurden auf einem PC mit PIII/850MHz unter Windows NT4 gemessen.
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| Masse || Gesamt | Tonen | OEI | EEI | | Masse || Gesamt | Tonen | OEI | EEI |
1 1 0 0 0 51 22 2 1 1
2 1 1 1 0 52 24 4 3 1
3 1 0 0 0 53 24 4 1 3
4 1 0 0 0 54 26 6 3 3
5 1 0 0 0 55 26 6 3 3
6 1 0 0 0 56 29 9 6 3
7 1 0 0 0 57 29 9 3 6
8 1 0 0 0 58 31 11 6 5
9 1 0 0 0 59 31 10 5 5
10 1 0 0 0 60 34 12 8 4
11 1 0 0 0 61 34 10 4 6
12 2 0 0 0 62 36 10 6 4
13 2 0 0 0 63 36 7 4 3
14 3 0 0 0 64 39 8 6 2
15 3 0 0 0 65 39 6 2 4
16 4 1 1 0 66 41 7 4 3
17 4 1 1 0 67 41 6 3 3
18 4 1 1 0 68 44 9 6 3
19 4 0 0 0 69 44 9 3 6
20 4 0 0 0 70 47 12 6 6
21 4 0 0 0 71 47 12 6 6
22 4 0 0 0 72 51 16 10 6
23 4 0 0 0 73 51 15 6 9
24 5 1 1 0 74 54 17 9 8
25 5 1 0 1 75 54 15 8 7
26 6 1 1 0 76 58 17 11 6
27 6 2 1 1 77 58 14 6 8
28 8 3 2 1 78 61 14 8 6
29 8 3 1 2 79 61 11 6 5
30 9 4 3 1 80 65 13 9 4
31 9 4 2 2 81 65 11 4 7
32 10 4 3 1 82 68 13 7 6
33 10 2 1 1 83 68 12 6 6
34 10 1 1 0 84 73 17 11 6
35 10 0 0 0 85 73 17 6 11
36 11 1 1 0 86 7 21 11 10
37 11 1 0 1 87 77 20 10 10
38 12 2 1 1 88 82 24 15 9
39 12 2 1 1 89 82 22 9 13
40 14 4 3 1 90 86 24 13 11
41 14 4 1 3 91 86 21 11 10
42 16 6 3 3 92 91 23 15 8
43 16 6 3 3 93 91 19 8 11
44 18 8 5 3 94 95 20 11 9
45 18 7 3 4 95 95 17 9 8
46 19 7 4 3 96 101 21 14 7
47 19 5 3 2 97 101 19 7 12
48 21 5 4 1 98 106 23 12 11
49 21 3 1 2 99 106 22 11 11
50 22 3 2 1 100 112 28 17 11

Tabelle D.1: Anzahlen von Bruttoformeln zu nominalen Massen von 1 bis
100 mit Elementen aus &,



| Masse || Gesamt | Tonen | OEI | EEI | | Masse || Gesamt | Tonen | OEI | EEI |
1 1 0 0 0 51 53 5 3 2
2 1 1 1 0 52 57 10 9 1
3 1 0 0 0 53 57 6 2 4
4 1 0 0 0 54 62 10 6 4
5 1 0 0 0 55 64 10 4 6
6 1 0 0 0 56 71 17 13 4
7 1 0 0 0 57 74 19 6 13
8 1 0 0 0 58 78 23 13 10
9 1 0 0 0 59 85 28 10 18
10 1 0 0 0 60 92 34 25 9
11 1 0 0 0 61 97 36 14 22
12 2 0 0 0 62 103 40 26 14
13 2 0 0 0 63 112 35 14 21
14 3 0 0 0 64 120 41 31 10
15 3 0 0 0 65 123 31 13 18
16 4 1 1 0 66 132 31 22 9
17 4 1 1 0 67 138 21 9 12
18 4 1 1 0 68 147 28 23 5
19 5 0 0 0 69 151 21 8 13
20 5 1 1 0 70 162 32 19 13
21 5 0 0 0 71 170 34 14 20
22 5 0 0 0 72 180 43 30 13
23 5 0 0 0 73 189 49 20 29
24 6 1 1 0 74 199 58 32 26
25 6 1 0 1 75 213 69 26 43
26 7 1 1 0 76 227 79 53 26
27 7 2 1 1 77 236 79 35 44
28 10 3 2 1 78 251 85 53 32
29 10 3 1 2 79 266 80 32 48
30 11 4 3 1 80 282 87 62 25
31 13 4 2 2 81 291 71 31 40
32 15 5 4 1 82 309 72 49 23
33 16 2 1 1 83 323 62 25 37
34 16 4 4 0 84 341 71 53 18
35 18 1 1 0 85 354 63 26 37
36 19 3 3 0 86 372 78 48 30
37 19 1 0 1 87 391 85 32 53
38 21 3 2 1 88 412 103 71 32
39 21 2 1 1 89 430 112 46 66
40 24 5 4 1 90 452 130 77 53
41 24 5 1 4 91 477 145 53 92
42 27 7 4 3 92 504 161 108 53
43 29 9 4 5 93 523 159 67 92
44 33 12 8 4 94 553 174 113 61
45 35 13 6 7 95 581 166 65 101
46 37 15 9 6 96 610 172 121 51
47 42 14 7 7 97 632 151 63 88
48 45 16 12 4 98 667 161 108 53
49 47 11 5 6 99 696 145 59 86
50 50 10 8 2 100 727 158 110 48

Tabelle D.2: Anzahlen von Bruttoformeln zu nominalen Massen von

100 mit Elementen aus &£;;
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] Masse H Gesamt ’ Tonen ’ OEI ’ EEI ‘ CPU ‘

150 313 73 38 351 0,00 s
200 677 151 87 64 | 0,00 s
250 1244 270 | 138 | 132 0,00 s
300 2068 448 | 248 | 200 | 0,00 s
350 3188 676 | 344 | 332 |0,01s
400 4657 985 | 533 | 452 |0,02s
450 6515 | 1371 | 695 | 676 | 0,03 s
500 8815 | 1843 | 983 | 860 | 0,04 s
600 14916 | 3102 | 1639 | 1463 | 0,06 s
700 23332 | 4824 | 2530 | 2294 | 0,09 s
800 34433 | 7089 | 3697 | 3392 | 0,16 s
900 48591 | 9977 | 5180 | 4797 | 0,25 s
1000 66180 | 13552 | 7011 | 6541 | 0,37 s

Tabelle D.3: Anzahlen von Bruttoformeln zu nominalen Massen iiber 100 mit
Elementen aus &4

‘ Masse || Gesamt | Tonen | OEI ‘ EEI ‘ CPU ’
150 5299 1259 764 495 0,00 s
200 26263 6383 3797 2586 0,03 s
250 101339 24162 14140 10022 0,12 s
300 327411 76144 43861 32283 0,43 s
350 925843 211769 120387 91382 1,33 s
400 2357940 533418 299361 234057 3,69 s
450 5518977 1238647 688903 549744 9,33 s
500 12045750 2685131 1481067 1204064 21,95 s
600 48507196 | 10684233 5821545 4862688 | 100,69 s
700 163873929 | 35750618 | 19293812 | 16456806 | 360,39 s
800 || 483527540 | 104698838 | 56072098 | 48626740 | 1165,95 s
900 || 1280954355 | 275682153 | 146725060 | 128957093 | 3373,54 s

1000 || 3107850498 | 665461540 | 352344362 | 313117178 | 8689,85 s

Tabelle D.4: Anzahlen von Bruttoformeln zu nominalen Massen tiber 100 mit
Elementen aus &1



Anhang E

Isomere nach Bruttoformel und
Masse

In den folgenden Tabellen werden sortiert nach aufsteigender Masse m alle
Bruttoformeln 5 zu Elementen aus £, mit mindestens einem C-Atom und die
Anzahl von Konstitutionsisomeren ]Mg| angegeben. Spalte B.S enthilt die
Anzahl der in der Beilstein—Datenbank (Abschnitt 1.7) aufgelisteten Konsti-
tutionsisomere, Spalte M S entsprechende Angaben bezogen auf die in Ab-
schnitt 5.3.5 vorgestellte MS—Struktur-Datenbasis. Man beachte, dass es sich
bei den letzten beiden Spalten lediglich um Momentaufnahmen handelt. Sie
sind aber in jedem Fall niitzlich, um einen Eindruck von den Anzahlen der
mathematisch moglichen, als existent nachgewiesenen und massenspektro-
metrisch vermessenen Konstitutionsisomere zu gewinnen.

[(m[B8  TIMGI[BS[MS] [m]§8 [TMGT [ BS | M5 |
16 | CHy 1 1 1 CoHsN 4 4 1
24 | G 0 0 0 44 | COy 1 1 1
26 | CoHa 1 1 1 CH4N, 4 4 0
27 | CHN 1 1 1 CoH40 3 3 2
28 | CoHq 1 1 1 C3Hg 1 1 1
29 | CH3N 1 1 0 45 | CH3NO 5 5 2
30 | CH,O 1 1 1 CoH7N 2 2 2

CoHg 1 1 1 46 CH>0, 2 2 1
31 CHsN 1 1 1 CHgNa 2 2 1
32 | CH4O 1 1 1 C2HeO 2 2 2
36 | C3 1 0 0 47 | CHsNO 3 3 1
38 | C3H» 2 1 0 48 | CH402 2 2 0
39 | CoHN 2 0 0 Cy 3 0 0
40 CN, 1 0 0 50 C4H> 7 1 1
C,0 1 0 0 51 | C3HN 7 1 1
C3Hgy 3 3 3 52 | CoN» 5 1 1
41 | CyH3N 5 5 1 C30 2 0 0
42 CH»,N» 4 4 0 C4Hy 11 7 1
CoH,O 3 3 1 53 C3H3N 19 6 1
C3Hg 2 2 2 54 CaoHaN» 19 4 0
43 | CHNO 3 3 0 C3H,0 9 3 0
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[m][8 | IMGI [ BS [ MS | [m B [ M5 [ BS [ MS |
C4He 9 9 7 71 | CHN3O 34 2 0
55 | CHN3 6 1 0 CoHNO, 40 4 0
C2HNO 11 1 0 CoHsN3 110 4 0
CsHsN 21 | 13 2 C3HsNO 154 | 24 6
56 | CN2O 4 1 0 C4HoN 35 | 32 10
C202 3 1 0 72 | CN2O3 12 0 0
CoH4N2 27 9 0 CH4Ny 47 1 0
C3H40 13 13 2 C,03 5 1 0
C4Hs 5 5 4 Co2H4N,0 177 7 0
57 | CH3N3 13 0 0 C3H40, 52 | 15 4
C2H3NO 26 6 2 C3HgNy 62 | 22 3
C3HzN 12 12 6 C4HgO 26 | 26 17
58 CH,N,0 18 4 0 CsHio 3 3 3
CoH20, 9 3 1 Ce 19 0 0
CaHgN> 18 | 10 1 73 | CH3N30 86 2 0
C3HeO 9 9 6 C2H3NO, 99 | 10 0
C4H1o 2 2 2 CoH7N3 58 7 1
59 | CHNO> 8 2 0 C3H7;NO 84 | 34 8
CHsN3 11 4 1 C4H11N 8 8 7
CoHs5NO 22 | 10 3 74 | CH2N20, 65 1 0
C3HoN 4 4 4 CHgNy 29 2 1
60 | COs 1 1 0 CoH203 20 2 1
CH4N>0 21 7 2 CaHgNLO 115 | 20 5
CoH40, 10 9 3 C3HeO> 34 | 21 7
CaoHgN> 6 5 4 C3HigN> 14 11 6
C3HgO 3 3 3 C4H100 7 7 7
Cs 6 0 0 CeH> 85 1 0
61 | CH3NO, 15 5 1 75 | CHNO3 18 1 0
CH7N3 4 1 0 CHsN30 71 4 1
C2H7NO 8 7 3 C2H5NO, 84 | 18 5
62 | CHy03 4 2 0 CoHgN3 14 2 0
CHgN,O 8 2 0 C3HgNO 21 18 6
CoHgOs 5 5 2 CsHN 112 1 0
CsHo 21 0 0 76 | CO4 2 0 0
63 | CHsNO, 8 1 0 CH4N20, 75 5 1
C4HN 27 0 0 CHgNy 8 1 0
64 | CH403 3 3 0 CoH403 22 9 1
C3N» 14 0 0 CoHgN>O 31 9 1
c40 7 0 0 C3HgOs 11 11 5
CsHg 40 8 0 C4Ns 64 1 1
65 | C4H3N 87 7 0 Cs0 21 0 0
66 | C3HaN»> 86 8 1 CeHa 185 6 0
C4H>0 36 2 0 77 | CH3NO3 34 1 0
CsHe 40 | 20 4 CH7N30 21 0 0
67 | CoHN3 34 3 0 CoH7NO> 28 7 1
C3HNO 46 1 0 CsH3N 437 3 0
C4HsN 116 | 12 5 78 | CHy04 6 0 0
68 | CNy 6 0 0 CHgN20O> 28 1 0
C>N,O 20 2 0 CyHgO3 10 8 0
C30; 7 1 1 C4H2N> 465 2 2
C3H4N» 155 19 5 CsH20 151 2 0
C4H40 62 19 2 CeHs 217 | 29 5
CsHg 26 25 16 79 | CHsNO3 17 2 0
69 | CoH3N3 99 10 2 C3HN3 194 1 0
C3H3NO 136 | 13 4 C4HNO 216 1 0
C4H7N 85 30 6 CsHsN 685 17 2
70 CH3Ny4 31 4 1 80 CH404 5 1 0
C2H2N20 114 8 2 C2N4 42 1 0
C3H,05 34 5 1 C3N>0 88 1 0
C3HgN> 136 23 2 C402 28 0 0
C4HgO 55 34 15 C4H4N> 1005 12 5
CsHio 10 10 10 CsH,0 318 14 0




[m ][5 | MG [BS[MS ] [m]8 | IMGT [ BS | MS
CsHg 159 71 18 CsO 85 0 0
81 C3H3N3 706 6 2 C7H,4 920 3 0
C4H3NO 775 12 0 89 | CH3N30, 369 1 0
CsH7N 593 33 9 CH7Ns 73 1 0
82 | CoHaNg 272 3 1 CoH3NO3 288 6 0
C3H2N>O 703 5 0 Co,H7N30 481 13 0
C4H209 163 4 0 C3H7NO> 391 45 9
C4HgN> 1058 62 9 C3H11N3 45 5 0
CsHeO 337 63 9 C4H11NO 56 42 11
CgH1g a4 69 33 CgH3N 2447 1 0
83 | CHN5 42 1 0 90 | CHyN203 173 0 0
CoHN3O 256 1 0 CHgN4O 225 1 1
C3HNO> 202 1 0 CoH204 41 2 1
C3HsN3 969 24 5 CaoHegN2O> 521 21 2
C4HsNO 1069 47 2 CoH1gNg 37 2 0
CsHgN 313 73 12 C3HgO3 102 20 8
84 | CN4sO 32 0 0 C3H10N2O 102 17 3
CoN>0s 76 1 0 C4H1002 28 26 12
CoHgNyg 512 23 6 CsH2Ny 2652 1 0
C303 16 0 0 Ce¢H20 738 0 0
C3H4N>O 1371 29 4 C7Hs 1230 17 1
C4H4 09 301 29 5 91 | CHNO4 34 0 0
C4HgN> 633 59 10 CH5N302 306 2 0
CsHgO 205 | 110 31 CHgNs 15 0 0
CgH1o 25 25 22 CoHsNO3 246 9 1
Cy 50 0 0 CoHgN3O 101 0 0
85 | CH3Ns 131 7 2 C3HgNO> 90 20 3
CoH3N30 826 19 0 C4HN3 1224 2 0
C3H3NO> 641 16 1 CsHNO 1111 0 0
C3H7N3 681 13 0 CeHsN 4394 22 0
C4H7NO 764 65 14 92 | COs 2 0 0
CsHiiN 100 69 15 CH4N>03 207 2 0
86 | CHyN40O 227 5 0 CHgN4O 52 1 0
CoH3N> 0o 506 10 0 CoH404 48 5 0
CoHgNy4 439 4 1 CoHgN>O» 132 1 0
C3H>03 98 4 1 C3Nyg 235 1 0
C3HgN>O 1194 32 3 C3HgO3 28 15 1
C4HgOo 263 61 15 C4N70 475 1 0
C4H1oN3 218 61 8 C50, 98 1 0
CsH100 74 74 44 CsHaNy 6763 14 4
CgH1g 5 5 5 CeH4O 1823 15 1
C7H» 356 0 0 C7Hg 1031 81 13
87 | CHN3O, 137 1 0 93 | CH3NO4 68 0 0
CHsNs 145 0 0 CH7N302 86 0 0
CoHNO3 110 0 0 CoH7NO3 76 1 0
CoHsN3O 935 5 0 C4H3N3 5245 15 4
C3HsNO> 732 42 1 CsH3NO 4738 8 1
C3HgN3 259 16 1 CeH7N 4378 69 7
C4HgNO 299 85 15 94 | CH,O05 9 1 0
CsHqi3N 17 17 16 CHgN203 73 0 0
CgHN 540 0 0 CHgO4 20 5 0
88 | CN,O3 29 0 0 C3HoNyg 2165 9 0
CH4N40O 361 2 0 C4H2N,0 4628 11 0
Cy04 10 2 0 CsH>0, 812 1 0
CoH4N2 0o 807 15 3 CsHgNy 8341 39 15
CaHgNg 189 6 0 CeHsO 2237 65 3
C3H;03 152 15 4 C7Hyo 575 183 27
C3HgN>O 527 40 4 95 | CH5NO4 33 0 0
C4HgOs 122 59 23 CoHNs 425 2 0
C4Hi12N7 38 28 17 C3HN3O 1861 5 0
CsNs 271 0 0 C4HNO> 1127 0 0
CsH120 14 14 14 C4HsN3 8528 31 8

317



318 ANHANG E. ISOMERE NACH BRUTTOFORMEL UND MASSE

[ m]5 [ IMGT[BS[MS] [ m]5 [ IMET [ BS | M5 ]
CsHsNO 7687 43 5 C4H7NO> 4331 | 127 10
CgHgN 2732 72 9 C4H11N3 1055 26 0

96 | CNg 35 1 0 CsH11NO 1015 | 182 33
CH40s5 6 1 0 CsHisN 39 39 18
CaoN4gO 280 0 0 C7H3N 15052 0 0
C3N20 412 0 0 102 | CHyN40O, 1097 0 0
C3HgNg 5016 10 0 CHgNg 447 0 0
C403 72 0 0 CoH3N>03 1661 3 0
C4H4N,0O 10770 40 8 CoHgN4O 4358 7 1
CsH40, 1821 22 6 C3H204 246 3 1
CsHgN> 5984 | 106 17 C3HgN20O2 6618 52 5
CeHgO 1623 | 217 22 C3HioNg 978 11 0
C7H12 222 | 153 59 C4HgO3 949 68 7
Cs 204 0 0 C4H19N2O 2201 90 10

97 | CaH3Ns 1630 1 0 CsH1902 400 | 181 41
C3H3N30 7341 10 1 CsHi4N2 97 58 15
C4H3NO> 4332 18 1 CeH2Ny 16977 2 0
C4H7N3 7301 65 5 CsH140 32 32 32
CsH7NO 6637 | 141 12 C7H20 3971 0 0
CeH11N 1111 | 154 16 CgHg 7982 20 1

98 | CH2Ng 270 1 0 103 | CHN303 421 0 0
CoHaN4O 2489 1 0 CHs5N50 1370 0 0
C3H,N20- 3734 4 0 CoHNO4 260 0 0
C3HgNgy 5328 38 7 CoHsN30, 4978 10 3
C4H203 551 5 1 CoHgN5g 560 3 0
C4HegN2O 11514 93 13 C3Hs5NO3 2644 19 0
CsHgO2 1938 | 112 21 C3HgN3O 2630 28 0
CsHigN2 2668 | 128 14 C4HgNO> 1640 | 102 21
CgH100 747 | 349 83 C4H13N3 146 13 1
C7H14 56 55 38 CsHN3 8172 1 0
CgH» 1804 1 0 CsHi3NO 149 93 13

99 | CHNsO 352 0 0 CeHNO 6340 0 0
C2HN30, 1258 1 0 C7HsN 30478 11 3
CoHsNs 2274 16 3 104 | CNyOq4 61 0 0
C3HNO3 677 1 0 CH4N40» 1819 1 0
C3HsN30 10363 58 1 CHgNg 183 1 0
C4H5NO> 6102 59 6 C205 14 0 0
C4HgN3 3654 39 0 CoH4N2O3 2763 8 0
CsHgNO 3390 | 184 27 CoHgN4,O 1818 1 0
CgH13N 284 | 143 24 C3H404 401 12 1
C7HN 2879 1 0 C3HgN>O» 2852 58 5

100 | CN4O» 139 0 0 C3H12Ny 143 1 0
CH4Ng 528 3 0 C4Nag 1616 1 0
C2N203 215 0 0 C4HgO3 425 74 17
CoH4N4O 5039 18 1 C4H12N2O 333 31 1
C304 36 0 0 Cs5N20 2693 0 0
C3H4N202 7547 29 2 CsH1202 69 58 25
C3HgNy 3080 8 0 Ce02 459 0 0
C4H403 1073 29 5 CgH4N>y 49516 19 3
C4HgN>O 6754 | 103 4 C7H40 11332 6 0
CsHgOo 1168 | 206 42 CgHg 7437 | 102 4
CsHi2No 716 | 116 12 105 | CH3N303 1198 0 0
CsNo 1448 1 0 CH7NsO 674 0 0
CgH120 211 | 188 79 CoH3NO4 720 3 0
(e746] 356 0 0 CoH7N30- 2529 4 0
C7H16 9 9 9 CoH11Nsg 88 0 0
CgHgy 5308 0 0 C3H7NO3 1391 30 4

101 | CH3NsO 1206 1 0 C3H11N30 419 0 0
CoH3N30, 4315 9 0 C4H11NO> 284 36 4
CoH7Ns 1567 2 0 CsH3N3 40910 9 1
C3H3NO3 2279 10 0 CeH3NO 31325 0 0
C3H7N30 7227 16 1 C7H7N 34152 42 4
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m]|A8 | IMEI|BS[MS| [ m[8 | IMET] BS | MS |
106 | CH2N2O4 404 0 0 CsHpO2 15066 | 104 9
CHgN4 02 1131 0 0 CeH1oN2 30600 | 218 17
CH1oNe 32 0 0 C7H100 7166 | 590 50
C2H205 74 2 0 CgHia 654 | 303 84
CyHgN>2 03 1778 5 0 CoH> 10064 0 0
CaH19gN4O 315 0 0 111 | CHNy 343 0 0
C3HgO4 263 14 1 CH5NOs 58 0 0
C3H19N2 O3 525 6 0 Co2HN50 4418 0 0
C4HaNg 18307 3 0 C3HN3O, 10828 1 0
C4H1003 88 31 5 C3HsN5g 30527 11 0
CsHaN>O 32187 0 0 C4HNO3 4429 0 0
CsH202 4636 2 0 C4HsN3O 108769 94 6
CgHgN> 69352 67 11 CsHsNO> 51235 73 8
C7HeO 15804 34 6 CsHgN3 46125 | 100 5
CgHig 4679 | 249 20 CsHgNO 35759 | 356 14
107 | CHNOs 58 0 0 C7H13N 3809 | 292 30
CH5N303 1003 0 0 CgHN 17198 0 0
CHgNsO 128 0 0 112 | CNgO 280 0 0
CoHs5NOy4 620 2 0 CH40¢ 9 0 0
CoHgN30- 508 0 0 CoN40, 1451 0 0
C3HNs 3969 0 0 CaH4Neg 8982 3 0
C3HgNO3 302 4 0 C3N203 1463 1 0
C4HN3O 14015 0 0 C3H4N4O 60869 34 1
CsHNO» 6776 0 0 C404 194 1 0
CsHsN3 76376 38 2 C4H4N20O> 69482 74 7
CeHsNO 58218 32 4 C4HgNy 43697 68 5
C7HgN 24314 | 134 18 CsH403 7744 36 7
108 | COg 3 0 0 CsHgN>O 77843 | 204 14
CH4N204 492 0 0 CeHgO: 10893 | 389 43
CHgN40> 254 0 0 CsHi2N2 10706 | 254 26
C2Ng 389 0 0 C7N> 8260 0 0
CoH405 88 0 0 C7H120 2589 | 782 96
CHgN>03 428 0 0 CsO 1804 0 0
C3N40 2218 0 0 CsHip 139 | 115 79
C3HgO4 71 10 0 CoH4 33860 2 0
C4N209 2628 1 0 113 | CH3Ny; 1372 0 0
C4HgNg 49423 37 4 CyH3Ns0 18494 5 0
C503 327 0 0 C3H3N30, 45304 27 1
CsH4N>O 87055 33 0 C3H7Nsg 26040 31 2
CeH410, 12098 16 1 C4H3NO3 18082 16 0
CsHgN> 57411 | 137 30 C4H7N3O 93323 | 118 2
C7HsO 13177 | 194 15 CsH7NO> 44336 | 178 13
CgHi2 2082 | 426 76 CsHi1N3 17608 42 0
Co 832 0 0 CgH11NO 13982 | 398 26
109 | CH3NOs 121 0 0 C7HisN 801 | 236 31
CH7N303 275 0 0 CgHsN 102012 1 0
CoH7NOy4 186 0 0 114 | CH2NgO 2711 0 0
C3H3N5g 18307 14 0 CoHaN4 0 14394 6 0
C4H3N30 65056 15 0 CoHgNg 9588 4 0
CsH3NO> 30807 8 0 C3H2N>03 14739 3 1
CsH7N3 76138 78 8 C3HgN4O 65627 42 2
CeH7NO 58265 | 151 21 C4H204 1635 8 2
C7H11N 11673 | 184 12 C4HgN2O> 75211 | 101 9
110 | CH,O0¢ 12 0 0 C4H10Ng 18611 21 0
CHgN>O4 174 0 0 CsHgO3 8397 | 129 10
CoH2Ng 3761 2 0 CsH1oN2O 33689 | 200 6
CoHgOs5 35 1 0 CsH1002 4869 | 597 91
C3HaN4O 24928 4 0 CeH1aN3 2338 | 197 23
C4HaN2 0o 28722 3 0 C7H2N; 117942 0 0
C4HgNy 61793 49 5 C7H140 596 | 397 88
CsH203 3292 1 0 CgH>O 24021 0 0
CsHgN>O 109134 | 145 27 CgHig 18 18 18




320 ANHANG E. ISOMERE NACH BRUTTOFORMEL UND MASSE

[ m]5 | MEI]BS[MS] [ m[8 | IM51] BS | MS |
CoHe 56437 1 0 C4HeOy4 2958 36 6
115 | CHN5O» 1868 0 0 C4H1gN>20O» 13864 | 117 3
CHsN7 1941 0 0 C4qH14Ng 542 5 0
CoHN303 4628 0 0 CsHaNg 159874 5 1
CoHsNsO 26619 4 0 CsH1903 1656 | 197 23
C3HNO,4 1909 0 0 CsH14N2O 1041 37 1
C3HsN30, 65434 34 1 CgHaN>O 240339 4 0
C3HgNs 12629 5 0 CeH1402 179 | 129 37
C4HsN O3 26063 42 2 C7H,0, 28770 0 0
C4HgN3O 45798 40 2 C7HeN> 606589 74 13
CsHgNO» 22259 | 308 12 CgHsO 120427 24 3
CsHi3N3 4054 44 2 CoHio 40139 | 157 17
CeHN3 59406 0 0 119 | CHN3O4 1092 0 0
CeH13NO 3345 | 356 44 CHs5N50, 7934 0 0
C7HNO 39727 0 0 CHgN7 452 0 0
C7H17N 89 73 18 CoHNOs 543 0 0
CgHsN 229260 2 0 CoHsN303 19834 6 0
116 | CN4O3 448 0 0 CoHgNsO 6353 0 0
CH4NgO 5678 0 0 C3Hs5NO4 8026 9 0
CaN2 Oy 549 0 0 C3HgN30O» 16276 8 0
CoH4N4Oo 30346 11 0 C3Hi3Ns5 422 0 0
CaoHgNg 5431 4 0 C4HN5 37895 1 0
C30s5 68 0 0 C4HgNO3 6836 82 8
C3H4N203 31006 13 1 C4H13N3O 1605 1 0
C3HgN4O 37506 15 0 CsHN3O 110452 2 0
C4H404 3328 19 3 CsH13NO> 874 68 7
C4HgN>O> 43731 | 134 9 CeHNO3 44446 0 0
C4H12Ng 4618 17 1 CeHsN3 710961 74 17
Cs5Ngy 11556 1 0 C7HsNO 467617 40 8
CsHgO3 4986 | 232 16 CgHgN 225296 | 103 11
CsH12N20 8585 | 170 14 120 | CN;yOs 115 0 0
CeN2O 17171 0 0 CH4N403 6850 0 0
CgH1207 1313 | 472 61 CHgNgO 1959 0 0
CeHi16N2 260 | 105 22 C204 23 0 0
C70, 2254 1 0 CoH4N2 Oy 8018 7 0
C7H4N» 388019 9 0 CoHgN4 0> 10925 0 0
C7H160 72 67 41 CoH12Neg 223 0 0
CgH4O 77431 6 0 C3Ng 3697 0 0
CoHsg 57771 39 7 C3H405 915 3 1
117 | CH3Ns50> 6821 0 0 C3HgN203 11666 12 1
CH7N7 1317 0 0 C3H12N4,O 1549 0 0
CoH3N303 16849 2 0 C4N40O 18638 2 0
CoH7Ns5O 18299 3 0 C4HgOy4 1310 48 2
C3H3NO4 6789 3 0 C4H12N204 1981 10 0
C3H7N30, 45626 32 2 C5N205 17438 0 0
C3H11Ns 3429 2 0 CsHaNg 493258 52 5
C4H7NO3 18469 67 6 CsH1503 258 73 10
C4H11N3O 12676 41 0 C03 1796 0 0
CsH11NO> 6418 | 233 16 CeH4N>2O 738283 43 1
CsHisN3 453 16 1 C7H40, 86246 8 0
CeH3N3 338610 7 3 C7HgN> 563966 | 131 14
CeH1sNO 398 | 156 14 CgHsO 112484 | 144 14
C7H3NO 223890 2 0 CoHi2 19983 | 415 40
CgH7N 284065 54 10 Cio 4330 0 0
118 | CHyN4O3 3978 0 0 121 | CH3N3O4 3274 0 0
CHgNgO 4880 0 0 CH7N50> 3892 0 0
CoHaN2O4 4667 1 0 CHi1N7 66 0 0
CoHegN4O2 26505 9 2 CoH3NOs 1585 0 0
CoHigNeg 1646 0 0 CyH7N303 10035 0 1
C3H,05 547 2 0 CoH11NsO 926 0 0
C3HegN2O3 27415 27 1 C3H7NOy4 4197 2 0
C3H10N4O 11507 5 0 C3H11N30, 2479 0 0
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m |8 | MEI[BS[MS] [ m][B | IM5I [ BS | MS|
C4H3Ns 202151 13 3 C7H12N> 143857 295 14
C4H11NO3 1116 10 1 CgNa 54288 1 0
CsH3N3O 590494 16 0 CgH120 29797 | 1257 78
CgH3NO> 233143 6 1 Co0O 10064 0 0
CeH7N3 801769 76 11 CoHie 1902 431 90
C7H7NO 528227 | 124 12 CioHa 241297 2 0
CgHi1N 122819 | 218 36 125 | CH3NOg 201 0 0

122 | CH,N,Os 823 0 0 CH7N304 759 0 0
CHgN4O3 4295 0 0 CaH3N7 25873 0 0
CH10NgO 313 0 0 CoH7NOs 405 0 0
CoH206 127 2 0 C3H3Ns50 247655 0 0
CoHgN204 5187 0 0 C4H3N30, 463377 6 0
CoH19N4 O 1824 0 0 C4H7Ns 388792 35 3
C3HaNg 46786 2 0 CsH3NO3 148046 6 0
C3HeOs 608 1 0 CsH7N30 1137301 208 6
C3H19N2O3 2051 1 0 CeH7NO; 448029 280 10
C4HoN4O 247932 0 0 CeH11N3 258612 126 10
C4H1004 255 21 1 C7H11NO 174763 573 18
CsHaNL 02 229717 4 0 CgHisN 12770 499 26
CsHeNg 704153 52 1 CoHsN 755600 0 0
CgH203 21641 1 0 126 | CHyNg 2596 0 0
CeHeN2O 1053290 | 100 10 CH,07 16 0 0
C7HeO2 122391 69 7 CHgN2Os5 364 0 0
C7H1gN> 344434 | 273 31 CoHaNgO 46231 0 0
CgH100 69669 | 553 40 C2oHeOg 61 1 0
CoHig 7244 | 579 47 C3H2N402 168157 0 0
CioH2 64352 1 0 C3HgNg 167486 15 1

123 | CHNOg 92 0 0 C4HoN, O3 131318 3 0
CHsN304 2791 0 0 C4HgN4O 893672 121 8
CHgN50» 718 0 0 CsHp04 11291 0 0
CoHN7 5370 0 0 CsHegN202 821421 199 16
CoHsNOs 1385 0 0 CsHigNg 300547 83 3
CoHgN3O3 1951 0 0 CeHpO3 75331 140 18
C3HNs5O 50129 0 0 CeH10N2O 456982 331 10
C3HgNO4 877 0 0 C7H1002 54641 909 51
C4HN30, 94422 0 0 C7H14N>2 40953 296 20
C4HsNs 388316 26 0 CgHaN> 896748 1 0
CsHNO3 30775 0 0 CgH140 8796 | 1347 113
CsH5N30 1133182 52 2 CoH>0 160114 0 0
CeHsNO2 444584 67 5 CoHis 338 165 62
CgHgN3 561140 | 182 8 CioHe 439373 16 1
C7HgNO 372937 | 397 35 127 | CHN7;O 3781 0 0
CgHi3N 47323 | 335 16 CHs5NOg 97 0 0
CoHN 113702 1 0 C2HN50, 27707 0 0

124 | CNg 251 0 0 CaHsN7 44090 3 0
COy; 3 0 0 C3HN303 46748 0 0
CH4N20s5 1040 0 0 C3Hs5Ns50 424976 54 1
CHgN40O3 942 0 0 C4HNO4 14493 0 0
C2NeO 3866 0 0 C4Hs5N30, 793933 124 8
CyH406 157 0 0 C4HgNs 231598 34 2
CoHgN>O4 1222 0 0 CsHs5N O3 252373 82 2
C3N40, 13654 0 0 CsHgN3O 682547 158 3
C3H4Ng 131957 12 0 CeH9N O3 272736 448 16
C3HgOs 154 2 0 CgH13N3 78864 57 0
C4N203 10835 0 0 C7HN3 465296 0 0
C4H4N4O 702522 13 1 C7H13NO 54700 706 45
C504 1015 0 0 CgHNO 273106 0 0
CsH4N202 645384 26 1 CgHi7N 2258 343 39
CsHgN4 579834 92 4 CgHsN 1863935 12 0
CeH403 59327 27 1 128 | CNgO3 1554 0 0
CgHgN>O 871629 | 334 18 CH4Ng 6392 0 0
C7Hg03 102139 | 318 23 CH407 11 0 0




322  ANHANG E. ISOMERE NACH BRUTTOFORMEL UND MASSE

L m|~ | MGI[ BS[MS] [ m]8 | IMG1 [ BS [ MS |
CaN4O3 5575 0 0 CoHeO 985744 17 2
CoH4NgO 117168 0 0 CioH10 369067 | 176 21
C3N204 4415 0 0 131 | CHN5O3 7424 0 0
C3H4N40O> 426683 35 1 CHsN7O 24294 0 0
C3HgNg 117563 3 0 CoHN3O4 14217 0 0
C405 429 0 0 CoHsN502 181597 0 0
C4H4N203 330347 45 4 CaHgN7 17891 0 0
C4HgN4O 630529 39 1 C3HNOs 4718 0 0
Cs5H404 27721 25 0 C3H5N303 305195 10 1
CsHgN>O» 585130 207 14 C3HgNsO 174553 2 0
CsHioNg 99803 21 0 C4HsNOy4 92108 20 0
CoNgy 92041 1 1 C4HgN30- 333234 70 3
CeHsO3 54343 379 23 C4Hi3N5 18381 1 0
CeH12N20 154666 289 16 CsHNs 371403 0 0
CzN>0O 118895 0 0 CsHgN O3 109126 | 188 14
C7H120, 19154 | 1138 95 CsHi3N3O 56067 72 0
C7H16N>2 7436 256 21 CsHN3O 922258 0 0
Cg0» 13163 0 0 CsH13NO> 23946 | 417 22
CgH4N> 3272676 6 3 CgH17N3 1395 29 1
CgHi160 1684 637 125 C7HNO> 316272 0 0
CgoH40O 575884 1 0 C7Hs5N3 6927201 28 3
CoHopo 35 35 35 C7H17NO 1068 | 216 10
CioHs 488125 32 5 CgHsNO 3999703 11 4

129 | CH3N;O 16587 0 0 CoHgN 2190926 | 142 36
CoH3N50, 123010 1 0 132 | CN4O4 1257 0 0
CoH7N7 37610 2 0 CH4NgO> 36687 0 0
C3H3N303 206392 26 1 CHgNg 3831 0 0
C3H7Ns50O 364469 5 0 C2N205 1221 0 0
C4H3NO4 62473 12 0 CoH4N4O3 134993 1 0
C4H7N30, 685212 72 1 CoHgNgO 71735 1 0
C4H11Ns 85111 6 2 C30¢ 130 0 0
CsH7NO3 219604 158 6 C3H4N204 105410 3 1
CsH11N3O 254221 58 2 C3HgN4;O» 266035 20 0
CeH11NO> 104235 600 28 C3H12Ng 11469 1 0
CeHisN3 14947 69 4 C4Ng 38349 1 0
C7H3N3 2978179 7 3 C4H405 8952 7 0
C7H15NO 10777 556 45 C4HgN>O3 210267 60 4
CgH3NO 1729030 0 0 C4H12N4O 62968 4 0
CgHigN 211 117 26 CsN4O 161998 0 0
CoH7N 2521767 29 5 CsHgOy4 18023 | 122 9

130 | CH2NgO>2 16785 0 0 CsH12N2 O 61555 | 175 5
CHgNg 6863 0 0 CsHi6Ng 1933 3 0
CoHaN4 O3 61544 1 0 CsN20O2 127485 0 0
CoHeNgO 127460 3 0 CsHaNg 5094755 25 2
C3HaN04 48402 5 0 CeH1203 6171 | 424 39
C3HegN4 02 466623 19 1 CsH16N2O 3218 51 1
C3HigNeg 48674 2 0 C703 10604 0 0
C4H205 4228 2 0 C7H4N>O 6599812 13 1
C4HgN>O3 362688 49 2 C7H1602 463 | 241 29
C4H19N4O 263477 22 0 CgH40, 666395 6 1
CsHeOy4 30434 67 5 CgHsgN3 5767073 | 229 13
Cs5H19N2 O 249379 198 9 CoHgO 1013745 | 117 17
CsHi4Ng 20046 17 1 CioH12 201578 | 379 44
CgHoNg 1475564 8 1 C11 25227 0 0
CeH1003 23838 580 45 133 | CH3N503 28677 0 0
CeH14N20 31984 239 9 CH7N7O 16557 0 0
C7H2N,0 1921208 0 0 CoH3N304 54494 0 0
C7H1402 4177 726 65 CoH7N50- 125466 4 0
C7H1sN> 688 111 14 CoHi1N7 4665 0 0
CgH20, 197786 0 0 C3H3NOsg 17677 1 0
CgHgN> 5625815 51 8 C3H7N303 213775 16 0
CgHi150 171 130 58 C3H11NsO 45932 2 0
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m]|B | IMEI[BS[MS] | m][6 | IMET[ BS [ MS |
C4H7NOy4 65500 33 2 CioHN 828373 0 0
C4H11N3O 89999 10 0 136 | CN2Og 199 0 0
C4H15Ns 1854 0 0 CH4N404 21546 1 0
CsH3Ns 2249646 3 0 CHgNgO2 12792 0 0
CsH11NO3 30610 | 188 13 CH12Ng 142 0 0
CsHi5N3O 5825 4 0 CaNg 4124 0 0
CeH3N30 5572831 6 0 C,07 31 0 0
CeH15sNO> 2659 89 6 CoH4N> 05 20331 0 0
C7H3NO; 1882049 4 0 CoHgN4O3 49011 0 0
C7H7N3 8666101 | 188 16 CoH12NgO 2659 0 0
CgH7NO 5005355 | 150 21 C3NeO 47721 0 0
CoH11N 1323028 | 252 19 C3H40¢ 1945 2 0

134 | CHaN4O4 12052 0 0 C3HgN>O4 39896 1 1
CHgNgO2 32046 0 0 C3H12N4 0 10407 0 0
CHioNg 1121 0 0 C4N4 0O 132427 1 0
C2H2N205 11406 0 0 C4H4Neg 1845453 34 0
CoHeN4O3 119536 0 0 C4HgOs 3528 8 0
CoH1gNgO 21136 0 0 C4H1oN> 03 8937 2 0
C3Hy06 1115 0 0 CsN203 83751 0 0
C3HeN2O4 94380 11 0 CsH4N4O 8047925 103 6
C3H19N4O5 80120 0 0 CsH1204 869 35 3
C3H14Ng 1230 0 0 Cs04 6361 1 0
C4H2Ng 574379 2 0 CeHaN20> 6190115 53 2
C4HgOs5 8070 17 3 CeHgNg4 7553343 101 3
C4H10N203 65347 34 1 C7H403 481262 8 1
C4H14N4O 6877 0 0 C7HgN>O 9795506 288 26
CsH2N40 2504259 2 0 CgHgOo 989647 329 37
CsH1004 5841 120 6 CgHi12No 1874516 455 41
CsH14N20- 7079 13 0 CoN> 391470 0 0
CeH2N202 1942993 1 0 CgH120 338761 | 1020 97
CeHeNy 8123295 | 154 16 Ci100 64352 0 0
CeH1403 772 | 145 11 CioHi16 24938 932 135
C7H203 153809 0 0 Ci1H4 1885531 1 0
C7HeN2O 10504307 | 184 11 137 | CH3N3Os 7849 0 0
CgHgO2 1055605 63 10 CH7N503 16846 0 0
CgHioN> 3928605 | 286 28 CH;1N7O 763 0 0
CgH100 697708 | 368 47 CoH3NOg 3198 0 0
CioH14 81909 | 639 68 CoH7N304 33266 0 0
Ci1H2 455822 0 0 CoH11N502 6080 0 0

135 | CHN3Os 2487 0 0 C3H3N7 422513 2 0
CHsN503 34223 0 0 C3H7NOs 11146 0 0
CHgN7O 5557 0 0 C3H11N303 11117 0 0
C2HNOg 1039 0 0 C4H3N50 3155630 37 3
CoHsN304 65614 1 0 C4H11NOyg 3760 2 0
C2HgN502 43012 0 0 CsH3N30, 4773841 16 0
CoHi3Ny 540 0 0 CsH7Ns 5534563 39 1
C3HNy 75194 0 0 CeH3NO3 1268434 6 0
C3H5NOs 21341 1 0 CgH7N30O 13675413 144 5
C3HgN303 75329 2 0 C7H7NO> 4598367 250 23
C3H13NsO 5343 0 0 C7H11N3 3609741 222 1
C4HNs50O 556979 1 0 CgH11NO 2123287 734 44
C4HgNO4 23900 10 0 CgHisN 184124 435 19
C4H13N302 10903 0 0 CioH3N 6090422 1 0
CsHN30; 848498 0 0 138 | CH2N20¢ 1553 0 0
CsHsNs 4864651 93 10 CHgN4O4 13680 0 0
CsH13N O3 3949 13 0 CH1oNgO2 1995 0 0
CeHNO3 229417 0 0 CaoHaNg 53906 5 0
CeHsN30O 12015117 | 105 6 CoH, 07 202 0 0
C7H5NO; 4032639 68 6 CoHegN2Os 13267 0 0
C7HgN3 6807596 | 126 1 CoHi9N4O3 7961 0 0
CgHgNO 3955938 | 405 36 C3HyNgO 685244 2 0
CoHi3N 577485 | 374 48 C3HgOg 1294 0 0
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[ m[58 | IMGI[ BS[MS| [ m[8 | IMGI[ BS | MS |
C3H19N2Oy4 6847 0 0 C7Ng 785412 0 0
C4H2N4 02 1910769 16 1 C7HgO3 582423 336 31
C4HgNeg 2681554 10 0 C7H12N2O 2424077 469 7
C4H100s5 655 10 0 CgN>O 901869 0 0
CsHaN2O3 1197634 5 0 CgHi120: 254468 | 1881 106
CsHgN4O 11689522 85 0 CgHi6N2 151696 398 22
CeH204 84414 2 0 CoO2 84548 0 0
CeHgN202 8978366 143 14 CoHaNy 29566078 0 0
CeH1oNg 4533685 129 4 CoH160 29172 | 1885 107
C7HeO3 696019 103 13 Ci0H40 4654419 0 0
C7H1oN2O 5926666 487 25 CioH20 852 252 89
CgHi1002 607376 876 81 Ci1Hsg 4442438 29 2
CgHi14N3 637380 399 13 141 | CH3NO7 314 0 0
CoH2 N> 7380691 0 0 CH3Ng 15658 0 0
CoH140 118215 | 2032 96 CH7N30s 1859 0 0
CioH20 1175685 0 0 CaH3N7O 372568 0 0
CioH1s 5568 633 113 C2H7NOg 824 0 0
Ci1Hse 3717018 1 0 C3H3N50, 1892347 0 0

139 | CHNOy 137 0 0 C3H7N7 840842 9 0
CHNg 3140 0 0 C4H3N303 2408635 0 0
CHs5N3O0s 6836 0 0 C4H7Ns0 6291833 99 1
CHgN503 3058 0 0 CsH3NO4 581752 0 0
C2HN-,O 71821 0 0 CsH7N30, 9510665 240 11
CoHsNOg 2839 0 0 CsH11Ns 1727027 48 0
CoHgN3O4 6367 0 0 CsH7NO3 2522498 211 6
C3HN50, 363438 0 0 CgH11N3O 4328819 191 4
C3HsN7 833476 1 0 C7H11NO> 1495599 784 26
C3HgNOs 2270 0 0 C7H15N3 333757 63 1
C4HN303 466716 0 0 CgH3N3 27869664 3 0
C4HsNsO 6228822 14 0 CgHi5sNO 205672 | 1039 39
CsHNO,4 114952 0 0 CoH3NO 14390891 0 0
CsHs5N30, 9390618 58 0 CoHigN 6355 440 29
CsHgNsg 3841244 51 0 CyoH7N 23895548 25 0
CsHsNO3 2480437 50 5 142 | CH2NgO 33796 0 0
CeHgN30O 9536191 306 6 CH,Og 20 0 0
C7HgNO> 3237132 551 17 CHgN2Og 717 0 0
C7H13N3 1327095 176 9 CoH2NgO2 332923 1 0
CgHN3 3928846 0 0 CoHgNg 201872 1 0
CgH13NO 795607 922 25 CoHgO7 98 0 0
CoHNO 2047874 0 0 C3HN4 O3 830461 0 0
CoHi7N 41989 623 34 C3HgNeO 2611977 19 0
CioHsN 16335064 0 0 C4HaN2O4 493119 6 1

140 | CNgO 2681 0 0 C4HeN4O2 7260203 99 3
COg 4 0 0 C4H19Ng 1126112 6 0
CH4N>O¢ 2021 0 0 Cs5H205 33662 2 1
CHgN4O4 2990 0 0 CsHegN2O3 4513867 133 4
C2NgO2 25376 0 0 CsH1oN4O 4951073 57 0
CoHgNg 156863 0 0 CsHpO4 310776 134 13
CoH407 256 0 0 CgH10N2 0> 3874178 378 14
CoHgN2Os 3077 0 0 CeH14Ng 492658 31 2
C3N403 62223 0 0 C7H2Ng 14352119 2 1
C3H4NeO 2021309 0 0 C7H1003 308660 854 27
C3HgOg 324 0 0 C7H14N2O 666580 400 15
C4N204 37712 0 0 CgH2N,0 16462667 0 0
C4H4N4O- 5615022 7 0 CgHi140: 72534 | 1915 128
C4HgNeg 2207858 27 1 CgHigNy 23437 308 14
C50s5 2711 1 0 CoH209 1481754 0 0
CsH4N2O03 3489419 44 2 CoHgN3y 55296968 50 6
CsHgN4,O 9647405 192 3 CoHi150 4745 800 78
CsH404 240785 24 3 Ci10HsO 8671508 12 0
CgHgN>O> 7451672 405 14 CioH22 75 75 37
CsHi2Ng 1828942 78 2 Ci1H10 3614427 110 6
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[ m]5 | IMET[ BS[MS| [ m[8 | MBI BS [ MS |
143 | CHN7O> 25160 0 0 CH7Ng 23255 0 0
CHs5NO7 153 0 0 CyH3N503 599924 0 0
CHsNg 27189 0 0 CoH7N7O 563976 1 0
C2HN503 128212 0 0 C3H3N304 768517 0 0
CoH5N70 655227 1 0 C3H7N502 2882173 5 0
C3HN304 165781 0 0 C3H11N7 178007 0 0
C3H5N502 3330976 14 2 C4H3NOs 186967 1 0
C3HgN7 496568 2 0 C4H7N303 3682739 43 0
C4HNOs5 41232 0 0 C4H11N50 1346659 3 0
C4Hs5N303 4229478 48 0 CsH7NOy4 891604 63 0
C4HgN50O 3729876 4 0 CsH11 N3O, 2089121 | 104 5
CsHsN Oy 1016168 38 1 CsHisNs 89592 1 0
CsHgN30O» 5690451 124 1 CeH3N5 25665747 8 1
CsHi13Ns 504522 7 0 CeH11NO3 575709 | 394 22
CgHN5 3795824 3 0 CgH15N30 233221 72 0
CeHgNO3 1530269 360 15 C7H3N30 55071818 4 0
CeH13N3O 1284174 88 4 C7H15sNO> 86195 | 554 20
C7HN3O 8175534 0 0 C7H19N3 4238 29 4
C7H13NO» 455946 872 38 CgH3zNO> 16228009 1 0
C7H17N3 53310 80 1 CgH7N3 97109499 144 16
CgHNO, 2439749 0 0 CgHigNO 2876 | 249 10
CgHsN3 70969521 50 4 CoH7NO 49865161 | 148 21
CgH17NO 34156 706 25 CioH11N 14778466 | 303 32
CoHsNO 36456956 17 0 146 | CH2NgO3 76720 0 0
CgH21N 507 142 11 CHgNgO 97234 0 0
CioHgN 22467086 126 20 CoHoNg Oy 216893 0 0
144 | CNgeO3 6470 0 0 CoHeNgO2 971399 1 0
CH4NgO 88451 0 0 CoHipNg 57508 0 0
CH40g 15 0 0 C3H,N»05 137656 0 0
CaoNgOy 18233 0 0 C3HgN4O3 2429018 10 1
CoHiNgO2 877705 2 0 C3H10N6eO 749873 0 0
CoHgNg 141375 2 0 C4H206 9986 1 0
C3N705 11649 0 0 C4HgN20O4 1432731 22 0
C3H4N403 2185015 6 0 C4H10N4 O 2125930 33 1
C3HgNgO 1835635 2 0 C4H14Neg 68990 0 0
C406 932 1 0 CsHaNg 7055345 1 0
C4H4N2 04 1284622 15 3 CsHgO5 95870 28 2
C4HgN4 0> 5135621 43 2 CsH19N2O3 1360645 | 153 9
C4H1oNg 361836 6 0 CsH14N4O 311390 6 0
CsNe 407003 0 0 CeHaN4O 26123593 3 0
Cs5H405 85857 12 0 CgH1004 97394 | 345 25
CsHgN,O3 3223855 109 7 CgH14N2 05 257122 | 249 3
CsH12N4O 1607685 21 0 CeHi1gNg 6742 7 2
CeN4O 1489672 1 0 C7H2N20, 17388955 0 0
CeHgO4 224720 259 21 C7HeN4 96024197 94 10
CeH12N205 1285303 301 12 C7H1403 22151 | 672 36
CeH16Ng 82510 24 3 C7H18N2O 9780 52 2
C7N20, 1000798 0 0 CgH»03 1187784 2 0
C7H4Ny4 54741129 24 1 CgHgN2O 109240025 | 177 14
C7H1203 105625 | 1064 49 CgH1502 1225 | 334 28
C7H16N2O 114992 262 5 CgHgO2 9660231 45 4
Cg03 71079 0 0 CoHi1gN>2 46024195 | 411 22
CgH4N>O 62428843 35 1 C10H100 7288733 | 421 34
CgH1602 13190 | 1062 91 Ci1H14 950064 | 450 52
CgHagN> 1856 144 17 CioHz 3571212 1 0
CoH404 5541857 2 0 147 | CHN5O4 24429 0 0
CoHgN> 61680587 171 47 CHs5N70» 176798 0 0
CgHy0O 405 175 48 CHgNg 10912 0 0
CioHgO 9693195 84 8 Co,HN3O5 37974 0 0
Ci1H12 2135717 324 22 CoHs5N503 908888 0 0
Cio 171886 0 0 CoHgN;O 265965 1 0
145 | CH3N7O» 117237 0 0 C3HNOg 10555 0 0
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[ m |5 | IMEI][BS[MS| [ m[8 | IMET] BS [ MS|
C3Hs5N304 1164356 2 0 149 | CH3N5O4 99306 0 0
C3HgN50, 1374370 4 0 CH7N7O; 121630 0 0
C3Hi3N7 36852 0 0 CH11Ng 2766 0 0
C4HN7 1022466 0 0 CyH3N305 152977 0 0
C4H5NOs5 282310 9 0 CoH7N503 633408 0 0
C4HgN303 1783871 41 0 CyH11N7O 67609 0 0
C4H13N50 281769 0 0 C3H3NOg 41580 0 0
CsHNsO 6233092 0 0 C3H7N30,4 822099 2 0
CsHgNO4 440821 | 105 7 C3H11N502 355574 0 0
CsH13N30- 448538 12 0 C3HisN7 3483 0 0
CsH17Ns 7578 0 0 C4H3N7 6505400 0 0
CeHN302 7967364 1 1 C4H7NOs 202072 10 0
CgHsN5g 61444491 37 2 C4H11N3O3 473871 1 0
CsH13N O3 128380 | 290 12 C4H15N50 26983 0 0
CgH17N30 20368 7 0 CsH3N50 39760215 5 0
C7HNO3 1833789 0 0 CsH11NO4 121350 52 0
C7Hs5N30 131358449 91 9 CsH15N3O2 44621 0 0
C7H17NO> 8000 | 102 5 CeH3N30, 50459744 2 0
CgHs5N O 38484571 75 8 CeH7Ns 77737459 129 10
CgHgN3 83983472 | 235 11 CeH15NO3 13539 23 2
CoHgNO 43311373 | 429 50 C7H3NO3 11449751 3 0
CioHisN 7122614 | 445 29 C7H7N30 166085562 222 7
Ci11HN 6593791 1 0 CgH7NO; 48687255 265 13

148 | CN4Os 3062 0 0 CgHi1N3 49755227 182 5
CH4NgO3 174687 0 0 CgH11NO 25895621 724 45
CHgNgO 54187 0 0 CioHisN 2569697 558 40
C2N20¢ 2518 0 0 Ci1H3N 53109027 0 0
CoH4N4O4 493211 0 0 150 | CH2N405 31784 0 0
CoHgNgO2 547544 2 0 CHgNgO3 155356 0 0
CoHi2Ng 13101 0 0 CHj1oNgO 15509 0 0
C3Ng 60490 0 0 CoH2N» 06 25361 0 0
C307 217 0 0 CoHgN4O4 443749 0 0
C3H4N,05 310668 2 0 CoH1gNgO2 159347 0 0
C3HgN4 03 1387392 0 0 CoHi4Ng 1341 0 0
C3H12NgO 171753 0 0 C3HoNg 966328 0 0
C4NeO 582583 0 0 C3H,07 2113 0 0
C4H40¢ 21975 3 1 C3HgN2Os5 282171 0 0
C4HgN2O4 831647 45 1 C3H10N4O3 413244 0 0
C4H12N4 0o 497254 0 0 C3H14N6gO 17528 0 0
C4H16Ng 6153 0 0 C4H2NgO 9630475 0 0
C5N4 05 1310920 0 0 C4HgO6 20050 7 1
CsH4Ng 25346382 9 1 C4H19N204 255379 0 0
CsHgOs 56687 52 4 C4H14N407 52358 0 0
CsH12N203 328357 44 1 CsH2N4O2 21728759 0 0
CsH16N4O 28301 0 0 CsHeNg 41205407 88 8
CgN>2O3 693682 0 0 Cs5H100s5 18092 34 3
CeHiN4O 93583559 38 5 CsH14N203 36231 0 0
CsH1204 24562 | 267 16 CeH2N203 11366726 0 0
CgH16N2052 24545 27 2 CgHeN4O 151838122 273 11
C704 42867 0 0 CeH1404 2922 61 5
C7H4N202 61817403 27 0 C7H,04 674033 0 0
C7HgNy 98791068 | 220 15 C7HeN202 100082479 153 3
C7H1603 2275 | 192 15 C7H10N4 66583863 105 1
CgH403 4161969 7 2 CgHeO3 6717404 90 7
CgHgN>O 112562582 | 391 16 CgH1oN20O 76307072 542 38
CoHgOo 9990575 | 255 25 CoH1002 6843602 667 71
CoH12N> 24399762 | 397 20 CoHi14N> 9459132 568 29
CioN2 3115390 1 0 Ci0H2N> 65563828 0 0
Ci0H120 3916111 | 892 90 Ci0H140 1548361 | 1938 150
C110 455822 0 0 C11H20 9414509 0 0
Ci1Hi6 323512 | 682 57 Ci1Hi1s 84051 762 49
CioHg 16079924 0 0 Cio2Hs 34030905 12 0
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